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RESUMEN

Los receptores acoplados a proteinas G (G protein-coupled receptors, GPCRs) consti-
tuyen una super-familia de receptores celulares. Dichas proteinas son actores clave en la
comunicacion celular debido a que su funciéon es transducir una amplia gama de senales y
regular funciones celulares. Debido a que existen diversas enfermedades asociadas al mal
funcionamiento de este tipo de proteinas, los GPCRs, son el objeto de estudio de distintas
instituciones de investigacion y de empresas farmacéuticas.

La prediccién de la funcién asociada a una proteina de forma automatica mediante
herramientas computacionales es uno de los objetivos de la bioinforméatica. Para poder
procesar la informacion biolégica de forma computacional el primer paso es modelar los
datos. El problema del modelado de los datos de su forma biolégica (alfabética) a su
forma computacional (numérica) se ha atacado siguiendo el paradigma tradicional de
estrutura-funcién, el cual indica que para cada proteina sélo corresponde una funcion.
Este paradigma concuerda con el concepto tradicional de aprendizaje maquina, en el cual
solo es posible asociar una clase a cada muestra del conjunto de datos. En constraste, hace
algunos anos se descubrié que existen proteinas capaces de realizar mas de una funcion,
lo cual es un proceso bio-quimico complejo que ha permitido encontrar una cantidad
limitada de proteinas con dichas caracteristicas. Por otro lado, recientemente ha surgido
un nuevo enfoque de aprendizaje automatico denominado aprendizaje multi-etiqueta, el
cual es capaz de asociar instancias contenidas en el conjunto de datos a mas de una
clase. Dicho aprendizaje permite modelar problemas de una forma més realista que el
aprendizaje tradicional.

En este trabajo, los datos para ser analizados son secuencias de GPCRs de la clase
C. Cada secuencia de proteina representada en forma biolégica es sometida a cuatro
transformaciones diferentes para obtener vectores de caracteristicas de longitud fija con
informacion numérica. Dichos vectores resultantes son de alta dimensionalidad lo cual
incrementa la complejidad de su manipulacién y visualizacién. Es por ello que es necesario
reducir el nimero de variables de los vectores transformados. Existen diferentes métodos
para realizar esta tarea, en esta investigacién se comparan métodos tradicionales y se
propone un nuevo enfoque de modelado de los datos, el cual supone que los vectores que
representan a las proteinas pertenecen a multiples clases.

Antes de aplicar técnicas de aprendizaje automatico se realiza un analisis exploratorio
a las secuencias transformadas para observar de forma grafica su dispercion en el espacio



3D, y la correlacion por pares de variables, entre otros datos estadisticos. Una vez que
se estudia la estructura de los datos, se aplican técnicas de reduccion de dimensionalidad
y clasificacion tradicional a éstos y se comparan los resultados con el estado del arte.
Después, se obtienen resultados andlogos mediante un modelado de las secuencias con
un enfoque multi-funcional. También, a la representacion multi-funcional de las trans-
formaciones se le aplican técnicas de reduccién y clasificacion utilizando el enfoque de
aprendizaje multi-etiqueta. Finalmente, se analizan, comparan y discuten los resultados
de ambos enfoques.



Capitulo 1

Introduccion

Normalmente, una computadora realiza una tarea determinada a través de una lista
de érdenes a ejecutar, la cual recibe el nombre de algoritmo y este especifica paso a paso
cémo realizar dicha tarea. Para esto, buscamos un algoritmo que sea eficiente, esto es, que
logre el objetivo deseado y ademas lo haga optimizando la cantidad de recursos utilizados,
comparado con otros algoritmos para resolver la misma tarea |Alpaydin) 2010]. Existen
ciertas tareas donde los algoritmos aprenden una funcién o una regla de corresponden-
cia a partir de un conjunto de ejemplos dado, para posteriormente, usando la funcion
aprendida, poder tomar una decisiéon cuando se presente una situacién nueva (ejemplo
desconocido). Estos algoritmos forman parte del campo de Aprendizaje Supervisado, y
pertenecen al drea de la computacién denominada Aprendizaje Automético (del inglés
Machine Learning). En la actualidad, existen dreas de la ciencia que utilizan este tipo de
algoritmos para resolver problemas especificos, en los cuales se manejan grandes volime-
nes de informacion y donde se desconoce la funcién que asocia a los ejemplos o elementos
del conjunto con su categoria o taxonomia correspondiente. Algunas aplicaciones de estas
se encuentran en ciencias médicas, prediccion del clima, geociencias, reconocimiento de
formas, entre otras.

El manipular grandes cantidades de informacion hace tedioso el andlisis y aumenta el
tiempo de respuesta de los algoritmos, esta problematica puede deberse a tres motivos: al
nimero de objetos en el conjunto de datos, a la gran cantidad de variables que describen
a cada objeto o a una combinacion de ambas situaciones. Una solucién a este problema
consiste en reducir el nimero de observaciones o elementos del conjunto de datos a través
de prototipos o vectores referencia, asumiendo que estos conservan las propiedades de
los vectores o elementos asociados. Otra solucion consiste en reducir el nimero de carac-
teristicas (dimensiones) que describen a los objetos en un conjunto menor que conserve la
mayor informacién posible del conjunto original. La reduccién de dimensionalidad (RD)
se enfoca en reducir el nimero de variables de cada muestra, su objetivo es una represen-
tacion mas compacta de los datos y el mejoramiento en la exactitud del analisis de datos
[Cunningham) 2007] .

Por otro lado, un problema especifico que es de gran importancia en la actualidad per-
tenece al area de Bioinformatica y Farmacologia, el cual consiste en asociar una secuencia
de proteina con su ligando correspondiente. Las representaciones que describen a las se-



cuencias de proteinas se presentan por lo general con vectores de alta dimensionalidad.
El objetivo principal de esta tesis es reducir la dimension de la representacion de la se-
cuencia, de tal forma que se logre una mejor interpretacién de su estructura y asociacion
con su ligando correspondiente. Para esto, se propone un enfoque de reduccién de dimen-
sionalidad suponiendo que una secuencia de proteina, puede estar asociada a mas de un
ligando. Las secuencias que se estudian son los receptores acoplados a proteinas G (del
inglés G protein coupled receptors: GPCRs), que son de gran importancia en el area de
farmacologia para el desarrollo de medicamentos.

1.1. Planteamiento del problema

La Bioinformatica trata de responder preguntas bioldgicas a través del analisis de gran-
des cantidades de datos utilizando herramientas computacionales. Uno de los problemas
de la Biologia Computacional y Bioinformatica de gran auge en la actualidad es el estudio
de los farmacos y las proteinas sobre los que estos actian. Al lograr vincular secuencias
de proteinas con un ligando especifico, mediante técnicas de aprendizaje automatico, se
ayuda a comprender mejor su estructura y las funciones intracelulares a las que estan aso-
ciadas [Pin et al., [2003]. Se denomina ligando a las macromoléculas que se unen al centro
activo de la proteina para que ésta pueda realizar funciones determinadas. Estas funciones
pueden ser de transporte, estimulacion o inhibiciéon de reacciones metabdlicas. La union
ligando-proteina provoca un cambio conformacional en la proteina. La sustancia activa
de los farmacos, la cual es un ligando, se adhiere a las moléculas celulares si su estructura
molecular se lo permite. Al adherirse a la célula, lo hace a través de un receptor, existen
varios tipos de receptores en la superficie celular los cuales se clasifican de a cuerdo a la
funcion que realizan. Los receptores a los que se adhieren los ligandos generan algin tipo
de reaccién bioldgica, Por ejemplo: estimular el apetito, o en otro caso, inhibir el dolor.
En este trabajo los datos para ser analizados son secuencias de GPCRs de la clase C. Las
cuales son secuencias de proteinas que se encuentra dentro de las células, estas proteinas,
que reciben el nombre de proteinas G, estan ligadas a un tipo de receptor en la superficie
celular. A estos receptores, ligados a proteinas G es a lo que la sustancia activa de los
medicamentos se adhiere, desencadenando una respuesta celular. Estas secuencias de pro-
teinas y los ligandos que las activan son el caso de estudio de esta investigacion. Para el
analisis estructural de estas proteinas las secuencias de aminoacidos que las representan
deben ser modeladas de su forma bioldgica a su forma computacional. El resultado de
este modelado es un vector de caracteristicas de longitud fija, usualmente de alta dimen-
sionalidad. Estos vectores de alta dimension aumentan la complejidad de manipulacién e
interpretacién de la informacién que almacenan. Es por ello que es recomendable reducir
el niimero de variables de estos vectores.

Bajo el contexto de analisis exploratorio utilizando reduccién de dimensionalidad, iden-
tificar y clasificar de forma automatica las secuencias de los GPCRs puede realizarse de
dos formas diferentes. La primera de ellas es mediante un andlisis de visualizacion, lo cual
consiste en aplicar un método de RD que logre reducir la dimension de los datos a una
dimensién inferior, en la cual se puedan representar los datos mediante un recurso grafico



que manifieste visualmente la relacién que existe entre las diferentes secuencias ya reduci-
das. En otras palabras, la dimensién inferior obtenida permite plasmar el nuevo conjunto
de datos en el plano o en el espacio 3D para analizar o interpretar si existe similitud
entre los datos. De esta forma es posible definir claramente a que clase pertenece cada
muestra, delimitar las fronteras de clase, su distribucion y el traslape entre ellas [Gao and
Wang), [2006]. La segunda forma es a través de medidas de rendimiento de un clasificador:
este proceso se lleva acabo cuando en la etapa de reduccién, la dimension resultante de
los datos vuelve complicado el andlisis visual, haciéndolo no objetivo. Debido a esto, es
necesario auxiliarse de un clasificador.

En el estado del arte existen trabajos relacionados con el problema de clasificacion de
las diferentes familias de los GPCRs. En [Cruz-Barbosa et al., 2015] se realiza una com-
paracién de métodos semi-supervisados (variantes de GTM y SVM) para la clasificacién
de subfamilias de GPCRs de la clase C. En [Karchin et al., 2002] utilizan SVM con una
funcién kernel especifica para el mismo propédsito. [Bécu et al., 2013] utiliza funciones
kernel con GTM, PCA y SOM para visualizar conjuntos de datos pertenecientes a la clase
C de los GPCRs. De la misma forma se han utilizado otros métodos de RD para la vi-
sualizacién de datos pertenecientes a los GPCRs como lo muestra [Gao and Wang, 2006].
Otros algoritmos se han utilizado para la correcta clasificacion de las distintas clases de
GPCRs como en [Bakir and Sezerman, 2006, Peng et al., 2010].

En los trabajos citados anteriormente se ha utilizado clasificadores multi-clase con mo-
delos supervisados y semi-supervisados para la clasificacion y visualizacion de datos per-
tenecientes a secuencias de GPCRs. Todos estos enfoques tratan de asociar secuencias de
proteinas a un sélo ligando, esto es, usan un modelo rigido, el cual puede disminuir la
exactitud del andlisis de los datos. En contraste, hace algunos anos al lograr determinar
la estructura 3D de las proteinas mediante cristalizacion se descubre una propiedad que
es parte integral de la mayoria de las proteinas. Esta propiedad les da la capacidad de
modificar su estructura funcional y poder interarticular con mas de un ligando, pero de-
bido a la complejidad de este proceso atin no se ha determinado las multiples funciones
asociadas a todas las familias de proteinas existentes. Entonces, lo que se propone en este
trabajo es un modelado més realista (modelado suave), donde se asume que una secuencia
puede pertenecer a mas de una subfamilia. Por lo tanto, se pretende utilizar un enfoque
de reduccién de dimensionalidad multi-etiqueta para mejorar la visualizacion de los da-
tos y/o el rendimiento de prediccién mediante clasificadores. En consecuencia, al lograr
comprender la estructura de las secuencias de proteinas y los ligandos que las activan es
posible desarrollar mejores farmacos para el tratamiento de enfermedades.

1.2. Justificacion

Los GPCRs son ampliamente investigados en la industria farmacéutica debido a su pre-
sencia y participacion en gran ntimero de funciones fisioldgicas. En la actualidad, existe
una gran variedad de farmacos que actian sobre los GPCRs. La identificacion, clasifica-
cién y agrupamiento de secuencias de las diferentes familias y subfamilias de los GPCRs
ayudan a una mejor comprensién de sus funciones y en el desarrollo de nuevos farmacos.



Por lo tanto, es necesario contar con métodos automaticos para la exploracion de los
GPCRs que ayuden a discriminar mejor las familias y subfamilias y obtener la correlacion
entre sus diferentes caracteristicas. Esta informacién es de gran importancia para la in-
dustria farmacéutica en la creacién de mejores antialérgicos, anestésicos, antidepresivos,
antipsicoticos, etc. Ademas, segiin nuestros conocimientos a la fecha de redaccion, en la
literatura no se ha realizado el estudio de esta familia de proteinas mediante un modelo
suave. Debido a esto, una investigacion mediante este enfoque es necesaria para observar
el comportamiento de los GPCRs al ser analizados mediante algoritmos de aprendizaje
multi-etiqueta.

1.3. Hipdtesis

Utilizar un enfoque de reduccién de dimensionalidad orientado a etiquetas multiples
permite una mejor discriminacién, asi como una mayor separabilidad entre las subfamilas

de la clase C de los GPCRs.

1.4. Objetivos

1.4.1. Objetivo general

Analizar, explorar e implementar métodos de reducciéon de dimensionalidad basado en
etiquetas multiples para el problema del modelado de secuencias de GPCRs.

1.4.2. Objetivos especificos

» Investigar en la literatura métodos de reduccién de dimensionalidad multi-etiqueta
y convencionales.

= Investigar las funciones biolégicas de los receptores acoplados a proteinas G y el
problema de su modelado computacional.

= Seleccionar e implementar métodos de RD multi-etiqueta y métodos de RD conven-
cionales para modelar el problema de las secuencias de GPCRs.

» Comparar los métodos de RD convencionales con los de métodos RD multi-etiqueta
utilizados en el modelado de GPCRs mediante el desempeno de clasificadores y
mediante herramientas de visualizacion graficas.

1.5. Metas

= Reporte sobre métodos de reduccion de dimensionalidad convencionales y multi-
etiqueta.



= Reporte sobre las funciones biolégicas y el modelado computacional de receptores
acoplados a proteinas G.

= Implementacién de los métodos de reduccién de dimensionalidad multi-etiqueta y
convencionales.

= Reporte comparativo de los métodos implementados sobre el modelado de GPCRs
de la clase C.

1.6. Trabajos relacionados

Al representar secuencias de proteinas a una forma numeérica mediante una transfor-
macién, se busca que dicha representacion capture la mayor informacién de la secuencia
original, y més ain, que capture las regiones clave dentro de la secuencia alfabética. Esto
es, regiones biologicamente significativas que son la base de la funcién o funciones que
realiza. De forma general, se pretende localizar el patrén subyacente de la funcion aso-
ciada de cada subfamilia de proteinas y para la familia en general. Al lograr reconocer la
regién clave en las secuencias podemos omitir en el andlisis las secuencias residuales que
no aportan informacion significativa para la clasificacion de las proteinas de acuerdo a su
rol o funciones asociadas. Al lograr agrupar a los GPCRs de acuerdo a su tipo o subtipo se
logra un mejor disenio de farmacos y una mejor comprensién de los procesos moleculares
implicados [Cruz-Barbosa et al.,2015] . En el estado del arte existen trabajos relacionados
con el problema de clasificacion de la diferentes familias de los GPCRs mediante diferentes
métodos [Bakir and Sezerman, 2006} (Gao and Wang}, 2006, [Peng et al., |2010] como son:
maquinas de soporte vectorial, redes neuronales artificiales, modelos ocultos de Markov,
sistemas difusos, bisqueda de vecinos mas cercanos, técnicas de clasificacion jerarquica.
Para el enfoque de reduccién de dimensionalidad se han explorado métodos como: PCA,
Kernel PCA, MDS, GTM entre otros.

Especificamente, para la clase C de los GPCRs |Cruz-Barbosa et al., [2013|, [2015] uti-
liza variantes semi-supervisadas de GTM y SVM para el problema de clasificacion de
estas subfamilias. [Konig et al., |2013| clasifica dichas subfamilias mediante una SVM, en
[Cardenas et al., |2016] mediante funciones kernel se compara GTM, PCA y SOM con el
objetivo de explorar las secuencias en una representacién de baja dimensién. En [Cardenas
et al. 2014, 2016] utilizan arboles filogenéticos y GTM para visualizar las secuencias de
GPCRs de clase C. [Konig et al., 2014b, |[Konig et al., [2015] analizan esta misma familia
mediante un enfoque de deteccién de etiquetas con ruido, para lo cual utiliza una SVM.
En [Konig et al. 2014a] se utiliza la transformacién de secuencias de n-gramas para la
seleccion de caracteristicas y posteriormente se utiliza una SVM para la clasificacion. En
[Ramos Pérezl, 2016] utiliza aprendizaje profundo a través de una maquina de Boltzman
restringida para obtener las representaciones de las secuencias de GPCRS de clase C y
las compara con las representaciones tradicionales (AAC, PseAAC, Wavelet-PseAAC y
ACC), obteniendo mayor rendimiento mediante la arquitectura profunda propuesta.

Existen algunos trabajos en la literatura que atacan el problema de clasificacion de
proteinas multifuncionales |[Afzal et al., 2015, [Sarlin and Peltonen, 2011}, [Wan et al.| 2012].



En [Borroto-Escuela et al., 2011} [Fuxe et al.| 2014, Wieland and Mittmann) 2003 suponen
que los GPCRs son multifuncionales, sin embargo, no se especifica que este supuesto es
aplicable a todas las familias y subfamilias de dichas proteinas.

1.7. Metodologia

Para afrontar el problema sobre el modelado de receptores acoplados a proteinas G se
realiza un estudio detallado sobre el dominio de esta familia de proteinas y los métodos
que se han utilizado para abordar este tema en el ambito computacional. Se investiga en el
estado del arte para conocer los trabajos relacionados con reducciéon de dimensionalidad y
clasificacién convencional (modelado rigido, asumiendo que una proteina se asocia con un
s6lo ligando) y multi-etiqueta (modelado suave, asumiendo que una proteina se puede aso-
ciar a varios ligandos) de esta familia de proteinas. Para esto se seleccionan e implementan
algunos algoritmos de reducciéon de dimensionalidad convencional. Posteriormente, se le
aplica a un conjunto de datos (de una base de datos ptblica) de receptores acoplados
a proteinas G de la clase C, las diferentes técnicas de reduccién implementadas. Estos
algoritmos extraen las caracteristicas relevantes que ayuden a asociar adecuadamente a
los receptores con su ligando correspondiente. Después se realiza un analisis comparativo,
el cual puede ser mediante un analisis de visualizacion, si la reduccién de datos asi lo
permite, o de forma alternativa, mediante medidas de rendimiento de exactitud de un
clasificador. Luego, se implementa un método de reduccién de dimensionalidad que utili-
ce un enfoque de etiquetas multiples, asumiendo que el proceso de construccion de este
algoritmo conlleva una investigacion de diferentes formas de reduccion de este tipo. Final-
mente, se comparan los resultados arrojados por los métodos de reduccién convencionales
y multi-etiqueta antes mencionados con los resultados en el estado del arte.

La redaccién de este trabajo se realiza durante el periodo de desarrollo de la tesis.



Capitulo 2

Marco teorico

Es este capitulo se describen los conceptos basicos del aprendizaje automaético tradi-
cional y multi-etiqueta. También, se explica brevemente los conceptos asociados al pre-
procesamiento de datos, reduccion de dimensionalidad, clasificacién y métricas de ren-
dimiento, tanto para el aprendizaje tradicional como para el aprendizaje multi-etiqueta.
Ademas, se expone el problema del modelado de GPCRs, asi como la categorizacion de
las familias de dichas proteinas.

2.1. Introduccion

Actualmente la inteligencia artificial (IA) tiene una gran demanda en muchas areas de la
ciencia como son: ciencias sociales, quimica, biologia, robotica, electrénica, computacion,
entre otras. El reconocimiento de patrones, aprender de la experiencia, tomar decisiones
sin intervencion humana y clasificar objetos de acuerdo a algin criterio, son tareas de
algunas ramas de la IA. Disciplinas como: aprendizaje automatico (machine learning, ML),
mineria de datos (data mining, DM), reconocimiento de patrones (pattern recognition,
PR) pertenecen a IA y se dedican a estudiar y generar nuevos métodos que resulten
eficientes para los problemas que nos enfrentamos en el mundo real [Puja and Neha,
2013].

Uno de los paradigmas de computo en IA es el paradigma de computo suave (o flexible),
el cual trata de enfrentar los problemas como lo hace la mente humana. La mente huma-
na es eficaz cuando se trata de razonar dando soluciones aproximadas y no exactas. Las
respuestas humanas a los problemas cotidianos dependen del dominio del problema, razo-
namiento incierto, la adaptacién a un entorno variable y ambigiio. La experiencia otorga
la capacidad de hacer frente a la vaguedad inherente, la incertidumbre y a informacion
incompleta de los problemas cotidianos. Las técnicas de soft computing aprovechan la
imprecision, la incertidumbre, la verdad parcial, y la aproximacion para lograr viabilidad,
robustez y bajo costo en las soluciones a problemas computacionales [Zadeh) 1994].

Por otro lado, las técnicas de hard computing tienen como principal objetivo la preci-
sion, certeza y el rigor matematico. Ademads, es necesario para poder aplicarlas un modelo
analitico previo. Muchos modelos matematicos son productivos al aplicarse a conjuntos de



datos que cumple ciertos parametros, pero para otros conjuntos de datos que no cumplen
estas condiciones, el mismo modelo puede dar resultados no satisfactorios. En la practica
algunos problemas complejos se encuentran en las dreas como: biologia, medicina, cien-
cias humanas y ciencias de la administracién. En dichas areas los métodos tradicionales
basados en andlisis matemadticos generalmente no ofrecen los mejores resultados [Kecman),
2001].

De acuerdo al contexto de esta investigacion, las técnicas de soft computing se adaptan
mejor a los problemas bioldgicos si los comparamos con las técnicas tradicionales. Estas
ultimas toman como punto de partida una respuesta légica formal, que nos restringe a
respuestas mutuamente excluyentes. En el area de soft computig los temas que se discuten
son problemas relacionados con las siguientes vertientes de la TA [Mitra and Acharya,
2003].

= Sistemas basado en reglas difusas.

= Sistemas genéticos difusos.

= Redes neuronales.

= Agrupacion.

= Aprendizaje semi-supervisado.

= Aprendizaje no supervisado.

= Aprendizaje multi-etiqueta y multi-instancia.
= Aprendizaje basado en ensambles.

» (Clasificacion desbalanceada.

» Clasificacién basada en una clase.

s Clasificacion con ruido.

Las siguientes secciones tratan sobre el problema de alta dimensionalidad en bioinformati-
ca y técnicas de reduccién de sus dimensiones basado en aprendizaje tradicional y multi-
etiqueta. Como tultima seccion se incluyen los elementos basicos para el entendimiento del
modelado y representacién de secuencia de GPCRs asi como el concepto de multifuncio-
nalidad asociado a este tipo de proteinas.

2.2. Aprendizaje automatico

Si observamos un evento n nimero de veces y notamos que para un determinado con-
junto de condiciones iniciales el resultado siempre es el mismo, podemos crear una regla
deductiva a base de esa experiencia. Si esta regla no varia en el tiempo podemos formalizar-
la mediante el método cientifico. Posteriormente podemos plasmar el proceso determinista



mediante un algoritmo, funcién, ecuacién o ley matemética |[Mitchell, 1997]. Desafortu-
nadamente, no siempre es posible encontrar una relaciéon o funcién explicita que asocie
un evento con una determinada reaccién. En el area de ciencias de la computacién, a
este fendmeno se le denomina evento no determinista. Para tratar de resolver este tipo de
problemas debemos acudir a un area denominada aprendizaje automatico. El Aprendizaje
Automatico es una disciplina que estudia cémo construir sistemas computacionales con
base en el andlisis de datos que en forma de ejemplos puede mejorar automéaticamente la
toma de decisiones mediante la experiencia [Bishop), [2006].

El resultado de ejecutar un algoritmo de ML puede ser expresado como una funciéon que
tiene una entrada y genera una salida. La forma precisa de la funcién se determina durante
la fase de entrenamiento (también conocido como fase de aprendizaje) sobre los datos de
ejemplo. A grandes rasgos, el entrenamiento es el proceso en el que el algoritmo de ML
aprende de los datos de ejemplo. Una vez que extrajo cocimiento y logré generalizarlo
es capaz de predecir que salida se obtendrd al someter una nueva muestra al sistema.
Por otro lado, si para el problema en cuestion, existe un modelo matematico exacto que
obtiene un valor invariante y correcto para cualquier ejemplo, esto quiere decir que no
es necesario abordar el problema con técnicas de machine learning |Alpaydin) 2010]. La
capacidad de clasificar correctamente los nuevos ejemplos que difieren de los utilizados
para el entrenamiento/aprendizaje se conoce como clasificacion. Las tareas de clasificacion,
predicciéon y reconocimiento son objetivos esenciales en el Reconocimiento de Patrones
[Bishop, [2006].

La tarea de clasificaciéon se puede resumir de la siguiente manera. Dado un conjunto de
entrenamiento 7', se construye un método para predecir, de acuerdo a lo aprendido con
los ejemplos de T, la clase asociada a nuevos objetos. Esto es, reconocer alguna situacion
cuando ésta se presente y tomar una decisién con la estrategia aprendida. A partir de la
informacion en 7', se obtiene el modelo de clasificacion, mediante un entrenamiento, una
vez obtenido este modelo ya es posible categorizar nuevos objetos.

En general, las tareas de un proceso de aprendizaje pueden ser clasificadas en dos
categorias: descriptivas y predictivas. El primer enfoque describe el conjunto de datos de
una manera resumida y concisa, presentando propiedades generales e interesantes de los
datos. Por otro lado, las tareas predictivas construyen uno o varios modelos que realizan
inferencia sobre el conjunto de entrenamiento para intentar predecir el comportamiento de
nuevos datos. En reconocimiento de patrones nos referimos a estas dos categorias como
aprendizaje de tipo supervisado y no supervisado, anadiendo una tercera categoria, el
aprendizaje semi-supervisado [Chapelle et al., [2006].

El aprendizaje supervisado consiste en categorizar nuevos objetos basados en un
conjunto de entrenamiento del cual se conoce la clase de cada objeto. Por otra parte, el
aprendizaje no supervisado se basa en conjuntos de entrenamiento en los que se desconoce
la clase de los objetos, una de las tareas de éste tipo se lleva a cabo mediante técnicas de
agrupamiento (clustering). En el enfoque no supervisado se agrupan objetos de acuerdo
a una medida de similaridad, con cada grupo mas o menos homogéneo y distinto de
los demas. El aprendizaje semi-supervisado es una combinacién de los dos enfoques
anteriores. En este tipo de aprendizaje se cuenta con muy pocos ejemplos asociados a una
etiqueta de clase y la mayoria de muestras del conjunto es de tipo no supervisado.



2.2.1. Pre-procesamiento de datos

En la mayoria de casos, los datos provienen de diversas fuentes, y puede contener valores
impuros (incompletos o inconsistentes), rangos de valores muy dispersos u objetos super-
fluos (ruido, redundancia) que no son titiles para el proceso de clasificacién. Debido a esto
es necesario que los conjuntos de datos sean sometidos a una fase de pre-procesamiento
para preparar los datos antes de someterlos a cualquier técnica de aprendizaje maquina.
Los objetivos que persigue esta fase son: reducir el conjunto de datos (seleccién de carac-
teristicas y de instancias), mejorar la eficiencia del proceso de minerfa de datos posterior,
tratamiento de la informacién incompleta, eliminacién de outliers y deteccion de posible
dependencia entre las variables. Al lograr limpiar los datos durante este proceso se generan
un conjunto de datos de calidad, que conducird a mejores modelos [Bishopl 2006].

En la figura podemos observar la arquitectura de un sistema de reconocimiento de
patrones donde se observa que la fase de pre-procesamiento es de gran importancia. Esta
fase ayuda en la reduccion del tiempo de ejecucién y la mejora del proceso de aprendizaje.
La lista de tareas que se incluyen en esta fase se puede resumir en cuatro aspectos: analisis
exploratorio, limpieza, transformacién y reduccién, no teniendo que aplicarse en este orden

(ver figura [2.2)).

Adquisicion de datos

i

Pre-procesamiento

v

Extraccion de caracteristicas

Clasificacién

|

Toma de decision

Figura 2.1: Arquitectura de un sistema de reconocimiento de patrones [Duda et al., 2000]

El andlisis exploratorio tiene como objetivo permitir al investigador familiarizarse
con la naturaleza de los datos. Esta parte del pre-procesamiento de datos utiliza general-
mente un recurso grafico para cumplir su labor, sin aplicar técnicas formales de anélisis
estadistico o de mineria de datos. Esto es, durante el andlisis exploratorio de los datos se
examinan caracteristicas que se pueden detectar facilmente mediante algin tipo de grafi-
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co. Algunas de las caracteristicas son: la distribucién de las variables, las relaciones entre
pares de variables o relaciones multivariantes, observar si existe una diferencia marcada
entre los diferentes grupos del conjunto de datos, la existencia de valores atipicos, los
rangos y la existencia de simetria en las diferentes variables. Las relaciones més eviden-
tes que se detectan en esta fase son analizadas posteriormente con el rigor matemético
correspondiente [Everitt and Hothorn) 2011].

El analisis exploratorio se enfoca en la deteccion, en cambio, la limpieza resuelve el
problema con valores ausentes, datos atipicos y ruido, aunque este tltimo proceso también
los abarca la reduccién de datos.

En lo que respecta a la transformacién de datos, existen técnicas con las que se modifica
los atributos del conjunto de entrenamiento. Ejemplos de este tipo de técnicas son: nor-
malizacion y discretizacién. Mediante la normalizacion se elimina la dispersion excesiva
de los datos, y con la discretizacion se delimitan valores por medio de umbrales a ciertos
rangos determinados [Rencher] 2002].

Con respecto a la reduccion de datos, las técnicas existentes para tal fin, son la selec-
cién y extraccion de atributos e instancias. Estos dos enfoques se basan en un criterio
de seleccion, descartando atributos irrelevantes y objetos innecesarios en un conjunto de
entrenamiento, respectivamente. En la siguiente secciéon de describe la etapa de reduc-
ciéon de dimensionalidad que es la parte de la reduccién de datos enfocada sélo en las
caracteristicas de los objetos.

Pre-procesamiento de datos

Analisis .. - _
exploratorio Limpieza |Transformam6n Reduécién

distribucion valores ausentes normalizacion de ejemplos

relaciones ruido discretizacion de atributos

Figura 2.2: El diagrama muestra las diferentes técnicas a las que se puede someter el
conjunto de datos en la etapa de pre-preocesamiento.

2.3. Reduccién de dimensionalidad y conceptos aso-
ciados

Desde un punto de vista estadistico, vivimos en un mundo multidimensional, con una
gran cantidad de caracteristicas explicativas que modelan a cada objeto y evento en el

universo. Problemas que involucran el concepto de multidimensionalidad son muy comu-
nes en areas como el Analisis de Datos Multivariantes y Bioinformatica. En estadistica, es
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comun escuchar sobre el problema que se presenta cuando la cantidad de datos a estudiar
no es significativa. Este problema se complica si el niimero de variables de cada mues-
tra es muy grande (pocos datos y muchos atributos). La peor situacién surge cuando la
cantidad de caracteristicas que describen a cada instancia supera al niimero de elementos
en el conjunto de datos. Estadisticamente es necesario que el nimero de elementos en el
conjunto crezca de forma exponencial con respecto al nimero de variables. En la practica,
por lo general esta situacién no se cumple [Cunningham) 2007]. Otro factor a tomar en
cuenta es cuando el nimero de caracteristicas es muy grande, entonces la probabilidad
de que exista redundancia entre ellas es alta. Podemos entender como redundancia a la
correlacién entre estas caracteristicas. Por lo general, se prefiere un conjunto de datos sin
correlacion entre sus variables, esto hace que exista menor o, en el caso éptimo, redundan-
cia cero. Dicha eliminacion de caracteristicas redundantes se aplica a grandes conjuntos
de objetos y se lleva a cabo mediante un analisis de los datos. En este andlisis se extrae la
informacion mas relevante que se encuentra oculta entre sus variables descriptivas. Como
consecuencia, en este proceso se detecta que variables son relevantes y la forma en que
interactiian unas con otras. Al detectar que variables son relevantes se evita que en el
proceso se pierda informacion importante. La extraccion y seleccion de informaciéon en
un conjunto de datos consiste en reformular el conjunto usando menos caracteristicas, las
cuales deben de ser capaces de conservar las propiedades del conjunto de datos original.
A este proceso se le conoce como reduccién de dimensionalidad [Venna et al., 2010].

Cuando se aplica un método de reduccién de dimensionalidad a un conjunto de datos,
la informacion descubierta y extraida también sirve de ayuda para interpretar y clasificar
los datos existentes, de tal forma que dicha interpretaciéon y clasificacion sea similar o
mejor que la correspondiente utilizando el conjunto original |[Cunningham, 2007, |Lee and
Verleysen, 2007].

2.3.1. Maldicién de la dimensionalidad

La maldicién de la dimensionalidad [Bellman and Bellman| 1961] se refiere a una serie
de dificultades que ocurren cuando se trata con datos de alta dimensién. Normalmente,
cuando se tiene un conjunto de datos pequenos (pocas observaciones) con muchas ca-
racteristicas que lo describen, el espacio de alta dimensionalidad donde residen éstos es
disperso. Lo anterior origina lo que se conoce como “fenémeno del espacio vacio” [Scott
and Thompsonm)| [1983], el cual se asocia con el hecho de que el nimero de muestras
requeridas para estimar una funciéon de varias variables con una exactitud dada sobre un
dominio especifico debe crecer exponencialmente de acuerdo al nimero de dimensiones.
Esto ultimo es ampliamente conocido como maldiciéon de la dimensionalidad, la cual au-
nado a espacios dispersos (fenémeno del espacio vacio) conduce a propiedades inesperadas
del analisis de datos que residen en espacios de alta dimension.

Cuando la dimensién crece, las propiedades de los espacios Euclidianos ya no son vali-
das, la longitud de los vectores tienden a normalizarse entre mas se incremente el niimero
de dimensiones en el que se plantea, este fenémeno se le conoce como el fenémeno de la
concentracion, el cual nos indica la falta de una métrica adecuada en espacios multidi-
mensionales grandes. Dicho fenémeno hace que por ejemplo, el problema de clasificacion
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basado en la bisqueda del vecino més cercano (Nearest-Neighbor Search) sea un problema
dificil de resolver en espacios altamente dimensionales, debido a que la distancia Euclidia-

na entre cualesquiera dos vectores es aproximadamente constante [Bellman and Bellman,
1961].

2.3.2. Dependencia y relevancia de variables

Una solucién para atenuar o contrarrestar el problema antes mencionado en la seccion
se logra encontrando las variables (caracteristicas) que contienen dependencia entre
ellas. Cuando dos o mas variables estan altamente correlacionadas, una de ellas contiene
informacion sobre las otras, asi, se puede conservar las variables que contienen la mayor
informacion relevante y suprimir el resto de variables irrelevantes de las caracteristicas del
objeto. Sin embargo, hacer esto no garantiza conservar la informacion mas relevante que
se transmiten entre ellas. Por lo general, la correlaciéon entre variables es muy compleja.
Otra forma de reducir el nimero de variables es encontrar un conjunto transformado
de estas que logre representar la informacion mas relevante del conjunto original, con la
menor perdida de informacién. Aqui, se busca que el conjunto transformado contenga un
nimero menor de variables.

Al realizar una transformacion se busca nuevas variables con propiedades bien definidas,
las cuales aseguran que la transformacién no altere la informacién contenida y transferida
del conjunto original que ahora esta representada de diferente forma. De acuerdo con
el modelo de datos que se esté manejando, se debe de seleccionar una transformacion
o proyeccion adecuada. La proyeccion tiene como primer objetivo eliminar dependencia.
Esto es, la reduccién se lleva acabo con el fin de reducir el nimero de variables y trata
de eliminar la redundancia en el conjunto original. El segundo y méas complejo objetivo
de una proyeccion, es recuperar la denominada variable latente, la que se esconde dentro
de las variables originales y la cual no es posible medir directamente. Esta tarea recibe el
nombre de separacion de la variable latente, también es conocida como separacién ciega de
fuentes en el area de procesamiento de senales, o andlisis de componentes independientes
en andlisis de datos multivariantes |[Bellman and Bellman, [1961].

2.3.3. Aplicaciones de la reduccion de dimensionalidad

El principal inconveniente cuando nos enfrentamos a datos con alta dimensionalidad
es que esto afecta el rendimiento de los algoritmos de aprendizaje automatico y recono-
cimiento de patrones. El nimero de variables presentes en una instancia determina el
tamano del espacio de hipdtesis, esto es, conforme aumenta el niimero de caracteristicas
que describen a los objetos, el tamano del espacio solucion crece exponencialmente. Pa-
ra solucionar este problema se aplican técnicas de RD, las cuales pueden lograr mejorar
el rendimiento de un algoritmo, facilitar la interpretacion y andlisis de los resultados y
reducir el tiempo de ejecucién de dichos algoritmos [Cunningham) 2007].

La reduccion de la dimension se puede asociar a tres tareas:

1. La visualizacion y exploracion.
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2. La regresion.
3. La clasificacién.

La visualizacion y exploracion parte de un conjunto de datos residente en un espacio
de alta dimension y tiene como finalidad proyectarlo a un espacio de pocas dimensiones
(usualmente dos o tres) mediante la preservacién de sus propiedades intrinsecas. El con-
junto resultante de baja dimensiéon debe poder representarse de forma grafica para su
exploracion visual. En contraste, en una regresién, la reduccién de dimensionalidad debe
ayudar a que la regresion se comporte con un error minimo cuando es necesario predecir
nuevos puntos. De forma analoga, el objetivo de la clasificacién es, después de aplicar la
reduccién a un conjunto, producir el minimo error de clasificacién. En [Lee and Verleysen,
2007] se afirma que los métodos de reduccién de dimensionalidad pueden ser capaces de:

1. Estimar el nimero de variables latentes.
2. Reducir la dimensionalidad mediante una proyeccion de los datos.

3. Recuperar variables latentes mediante una proyeccién de los datos.

Las variables latentes son las variables que no se observan directamente sino que son
inferidas a partir de otras variables. Para encontrar el nimero de variables latentes, es
necesario realizar una estimacién de la dimensién intrinseca. Sin embargo, no todos los
métodos son capaces de poder realizar esta estimacion. Durante la reduccién de dimen-
sionalidad interesa capturar las variables latentes, y descartar las variables que involucran
ruido y otras imperfecciones. El segundo paso es proyectar los datos de alta dimension
en una dimension inferior, con el objetivo de lograr una representaciéon compacta y fa-
cilitar el posterior tratamiento de los datos. Dicho de otra forma, lo que se busca es la
visualizacién y/o compresion de los datos. Por ultimo, la tarea de separacién de varia-
bles latentes también implica medios para recuperar las variables, con el fin de cumplir
con un objetivo més alld de s6lo una reduccion de la dimensionalidad. En este proceso
se imponen restricciones adicionales al nuevo espacio de baja dimension. Por ejemplo, es
comun que los algoritmos de RD al realizar la tarea de recuperacion de variables latentes
modelen las nuevas variables del espacio de baja dimension como una combinacién lineal
de las latentes para garantizar que los datos cumplan con cierto criterio, como puede ser
independencia estadistica.

2.3.4. Tipos de reduccion de dimensionalidad

Existen dos principales enfoques para la reduccion de la dimensionalidad, aunque am-
bos reducen el conjunto de caracteristicas, el primero de ellos lo hace transformando el
conjunto de variables originales y el segundo enfoque selecciona un subconjunto de estas
variables sin alterarlas [Cunningham) 2007].
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RD mediante transformacién de caracteristicas

Al utilizar este enfoque se transforman las caracteristicas originales de tal forma que
se encuentra un nuevo grupo de objetos con el mismo nimero de instancias, pero con
menor numero de caracteristicas descriptivas. En dicha transformacién se busca que el
subconjunto de caracteristicas (que es diferente al original), contenga la informacién més
relevante que almacenan las variables iniciales. En consecuencia, el nuevo conjunto es una
representacion del conjunto original. Esta técnica puede dividirse en dos subcategorias
[Cunningham) 2007].

Extracciéon de Caracteristicas (EC): Consiste en producir un nuevo conjunto de
caracteristicas aplicando un mapeo a los datos originales. El analisis de componentes
principales y andlisis discriminante lineal son los dos algoritmos més conocidos que rea-
lizan extraccion de caracteristicas mediante aprendizaje no supervisado y supervisado,
respectivamente.

Generacién de Caracteristicas (GC): Primero se encuentra la informacién oculta
(o perdida) entre las caracteristicas del conjunto y luego se incrementa el tamano del
espacio de hipotesis generando nuevas caracteristicas, las cuales sélo almacenan datos que
enfatizan la nueva informacion descubierta.

La EC es la técnica mas utilizada, debido a su capacidad para reducir el conjunto de
caracteristicas. Es légico pensar que la generacion de nuevas caracteristicas no es la mejor
opcién para reducir dimensionalidad, pues obliga al conjunto de variables a expandirse. Sin
embargo, después de aplicar el método de GC podemos aplicar un método de extraccion
(EC) para obtener un subconjunto de caracteristicas tutil.

RD mediante seleccion de caracteristicas

El objetivo de este enfoque es encontrar el mejor subconjunto (minimo) de caracteristi-
cas, el cual debe ofrecer resultados similares o mejores dependiendo del problema al que
se enfrente. La ventaja de este enfoque es que las caracteristicas seleccionadas represen-
tan el concepto fisico o abstracto original de su variable correspondiente, y pueden ser
interpretadas directamente. Por el contrario, en las técnicas de transformacion las nuevas
variables, por lo general, no pueden ser interpretadas directamente ya que representa con-
ceptos y métricas desconocidas. Usualmente, un modelo predictivo se utiliza para evaluar
todas las posibles combinaciones de caracteristicas y asignar una puntuacién basada en
la exactitud del modelo (aprendizaje supervisado). Los sistemas de evaluacién pueden ser
de caracter supervisado y no supervisado, en ambos casos se dividen en tres categorias.
Para el aprendizaje supervisado estas categorias consisten en lo siguiente.

Enfoque de empaquetado (wrapper): El criterio de seleccion estd basado en la
exactitud dada por un clasificador.

Enfoque de filtro (filter): El criterio de seleccién estd basado en una funcién dis-
tinta a la precision de un clasificador, por ejemplo, una funcién ranking o criterio de
separabilidad de clases.

Enfoque embebido (embedded): Utiliza un medida de perdida o ganancia de infor-
macion para elegir las mejores caracteristicas. Dicha medida se encuentra incorporada en
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el método de aprendizaje utilizado.

Existen métodos de seleccién de caracteristicas no supervisados, sin embargo es una
zona menos explorada. La razon es que su objetivo es menos claro y es complicado encon-
trar un nimero reducido de caracteristicas cuando el nimero de grupos (cluster) a crear
es desconocido [Bellman and Bellman, [1961].

2.3.5. Métodos de reduccion de dimensionalidad

[Sarlin and Peltonen| [2011] hacen una divisién de los métodos de reduccién en dos
generaciones. La primera generacion se compone de los métodos clasicos que atn son am-
pliamente aceptados y difundidos en distintas areas de las ciencias. Estos métodos tienen
como objetivo, dado un conjunto de datos que reside en un espacio de alta dimension,
proyectar cada uno de los puntos (datos) a un espacio de menor dimensién basandose en
la preservacion de las distancias. La segunda generacién es un grupo de métodos menos
homogéneo que van desde las llamadas técnicas espectrales hasta las técnicas basadas
en grafos. Debido a la gran cantidad de métodos, sélo se mencionan algunos de los més
utilizados pertenecientes a ambas generaciones.

Analisis de componentes principales

El andlisis de componentes principales (del inglés Principal Components Analysis, PCA)
es uno de los métodos clasicos del analisis multivariante de datos para reduccién de di-
mensionalidad. Cuando manejamos conjuntos de datos con demasiadas variables, los datos
contenidos en dicho conjunto no son aptos para aplicarles técnicas que permitan visualizar
dicho conjunto por medio de un recurso grafico, su alta dimensionalidad hace complicado
el andlisis estadistico. Por lo general, PCA se utiliza para representar de forma grafica
conjuntos de datos reducidos para su andlisis visual y exploratorio [Everitt and Hothorn,
2011].

Dado un conjunto de datos con p variable, PCA transforma dicho conjunto en uno nuevo
con r variables, siendo r << p. Este nuevo conjunto debe cumplir ciertas restricciones:
las nuevas variables, las cuales reciben el nombre de componentes principales, deben ser
una combinacion lineal de las variables de partida, ademads, cada nueva variable debe
representar una parte de la variabilidad de los datos originales. Cuanto mayor sea la
varianza de las componentes, mayor es la informacién que almacenan las nuevas variables,
siguiendo esta logica, la varianza debe ir decreciendo segtin se vaya obteniendo cada nueva
variable. Por esta razén, la primera componente debe de ser aquella con mayor varianza,
mientras que la ultima componente recogerd la menor variabilidad de los datos en el
conjunto inicial. Cabe mencionar que la suma total de estas varianzas es igual a la suma de
las varianzas del conjunto original [Bell, [2014]. Otra condicién que debe cumplir el nuevo
conjunto es que las nuevas variables no estén correlacionadas, ya que esta correlacion
impide apreciar de forma precisa el rol que juega cada variable en el problema bajo
investigaciéon [Rencher} 2002]. Dicho de otra forma, cualquier combinacién de las nuevas
variables no debe contener informacién en comin o informacién que pueda deducirse a
partir de una u otras variables.
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El nimero de componentes principales es igual al nimero de variables del conjunto de
partida, por este motivo, si utilizamos todas las componentes principales para generar el
nuevo conjunto, obtendremos una proyeccién con las mismas dimensiones que el conjunto
de partida. La nica diferencia es que el conjunto generado con las componentes principales
contiene datos no correlacionados. Si partimos de un conjunto de datos en el cual no
existen variables dependientes, entonces no tiene caso aplicar PCA. Por el contrario, en
conjuntos de datos en los cuales sus variables tienen alta correlacion es posible encontrar
un nuevo subconjunto de pocas variables que sustituya al original con la minima pérdida
de informacién [Jolliffe, 2002).

Anadlisis discriminante lineal

El andlisis discriminante lineal (en inglés Linear Discriminant Analysis, LDA) junto a
PCA son los métodos méas conocidos para reduccién de la dimensionalidad. LDA ademas
de ser un método de reduccion de la dimension, también es un método de clasificacion
supervisada. LDA se utiliza cuando la variable dependiente en los datos es categorica.
Este algoritmo busca una combinacién lineal de las variables independientes que mejor
discrimine la categoria de la variable dependiente. LDA crea un hiperplano discriminante
mediante una combinacién lineal. Para que este algoritmo funcione, los diferentes grupos
contenidos en el conjunto de datos deben de tener una distribucién normal, matrices de
covarianza similares y medias diferentes. LDA también exige que el nimero de variables
descriptivas sea mayor que el niimero de grupos y el nimero total de ejemplos existentes
en la poblacién [Bell, 2014].

Existen dos objetivos que persigue LDA, el primero es identificar la contribucién que
cada una de las variables aporta para la separacién de los grupos mediante un analisis de
varianzas. El segundo objetivo es encontrar una proyeccién basada en una combinaciéon
lineal de las variables en la cual los datos sea mejor discriminados de acuerdo a su etiqueta
de clase |Gareth et al. 2014]. Los hiperplanos de separacién son creados mediante la
funcién discriminante de Fisher [Fisher, |1936]. El espacio en la que reside el nuevo conjunto
de datos puede contener a los mas k£ — 1 dimensiones, esto se debe a que se crean k — 1
hiperplanos discriminantes [Bell, |2014]. El anélisis discriminante es éptimo cuando las
variables provienen de una distribucién normal multivariada con igual varianza dentro
de cada grupo. Los resultados pueden no ser validos ante la presencia de algunos pocos
valores extremos |[Khattree and Naik, [2000].

Regresion logistica

El enfoque de regresién logistica (RL) persigue dos objetivos: el primero de ellos es
construir un modelo que permita predecir el valor de una nueva variable dependiente
mediante estimaciones de probabilidad de pertenencia. El segundo objetivo es estimar la
relacion entre las variables independientes y la variable dependiente obteniendo con esto
la influencia que cada variable aporta para la prediccién de su categoria correspondiente.
Por lo anterior, se puede deducir que RL se utiliza para problemas de clasificacion en
donde el problema es reducir el niimero de variables que operan en el conjunto de datos.
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Se denomina a la probabilidad de éxito como p, la cual representa la probabilidad de
pertenencia de una instancia a una determinada categoria y como ¢ a la probabilidad de
no pertenencia (o fracaso). El cociente p/q (llamado Odds) representa cuanto més o menos
probable es el éxito que el fracaso [Hosmer and Lemeshow, 2000], siempre que odds > 1
el éxito tiene ventaja sobre el fracaso.

El modelo de regresion permite estudiar si la variable discreta depende o no de una o
mas variables independientes. Si los dicho anteriormente sucede, los coeficientes del modelo
de regresion son los que dictan la relacién de dependencia |Gareth et al., 2014]. El criterio
para decidir si una variable contiene una aportacion significativa para la categorizacion
de las muestras es fijado por el valor-p [Izenman| 2006].

Si los valores-p asociados a los coeficientes d; (un coeficiente por variable) son inferiores
a el intervalo de confianza establecido (usualmente 0.05) rechazaremos la hipétesis nula y
aceptamos que el variable X; aporta informacién al modelo y debe de estar contenido en
él. El modelo logistico no es eficiente en el caso normal, dicho modelo puede ser mas eficaz
cuando los grupos en el conjunto de datos no tienen la misma matriz de covarianza, o su
distribucién en un gréfico de dispersién no se amolda a una elipse |Gareth et al., [2014].

2.4. Aprendizaje multi-etiqueta

Como se mencioné en la seccién anterior, el universo es multidimensionalidad, todo
aquello cuya existencia es perceptible, a lo cual denominamos objeto, contiene un niimero
de caracteristicas descriptivas. En esta seccion se introduce un nuevo concepto que esta
asociado a otra cualidad de estos objetos. Esta cualidad surge al clasificar los objetos
de acuerdo a sus caracteristicas y funciones. Siguiendo este criterio, un objeto puede
cumplir més de una funcién y compartir caracteristicas (no todas) similares con otros
objetos existentes. Cuando esto sucede podemos asociar un objeto con diferentes etiquetas
discriminantes, esta propiedad en los objetos se denomina multi-etiqueta, la cual nos
permite modelar de forma mads realista ciertos problemas del mundo real [Sun et al.|
2013].

En los problemas clasicos de reconocimiento de patrones, las clases son mutuamente
excluyentes por definicién. Las etiquetas asignadas a cada objeto del conjunto de datos son
previamente definidas y se utilizan para describir brevemente al objeto, asumiendo que
cada ejemplo sélo puede pertenecer a una clase. Los posibles casos de pertenencia restantes
son ignorados en la creaciéon del modelo. Como consecuencia los errores de clasificacion
se producen cuando las clases se solapan en el espacio de caracteristicas seleccionado.
En los métodos de clasificacién tradicional, los modelos son utilizados para predecir sélo
una clase de pertenencia al clasificar nuevos objetos. Sin embargo, en algunas tareas de
clasificacion, es probable que algunos datos pertenezcan a multiples clases, haciendo que
las clases se sobrepongan desde el momento de crear el modelo de predicciéon. Por ejemplo:
en clasificacién de musica una cancion puede contener influencias de rock y de blues
[McCalluml, 1999, |Schapire and Singer), |2000]. En el diagnéstico médico, una enfermedad
puede pertenecer a multiples categorias, y en el contexto bioldgico los genes pueden tener
multiples funciones [Clare and King, [2001]. Por lo anterior, podemos afirmar que existen
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problemas de clasificacién reales, en los cuales las clases no son mutuamente excluyentes y
pueden compartir el espacio de hipdtesis. Sabiendo esto, al momento de crear un modelo
de clasificacion, podemos tomar en cuenta lo antes mencionado y disenar un clasificador
que nos permita asignar una o mas etiquetas a cada nuevo objeto a clasificar. El reto del
aprendizaje multi-etiqueta es cémo utilizar eficazmente la correlacion entre las diferentes
etiquetas de los ejemplos del conjunto de datos.

De manera formal, sean X y Y dos conjuntos, los cuales denotan el espacio de instancias
de entrada y el espacio de etiquetas de salida, respectivamente. Y tiene la forma Y =
{0,1}*, donde k es el nimero de etiquetas. El j-ésimo componente del vector de etiquetas
toma el valor 1 si la etiqueta es relevante y 0 de forma contraria. De forma similar a la
clasificacién tradicional el objetivo del aprendizaje multi-etiqueta es que un clasificador
aprenda una funcion f : X — Y la cual asigna una etiqueta a cada instancia z € X.
Especificamente la salida del clasificador f para una instancia x € X es:

fl@) = [fi2), fa(2), .. fu(2)]" (2.1)

donde f;(z)(j = 1,2, ..., k) sélo pueden tener el valor 1 o 0, lo cual indica la asociacién
de x con la j-ésima etiqueta. El conjunto de clases es denotado como C' = {C1, (s, ..., Ci. }.

Las principales aplicaciones del aprendizaje multi-etiqueta en problemas del mundo
real que se han estudiado a la fecha son: clasificacién de texto, clasificacion de literatura,
problemas de biologia, ergonémica y clasificacién semantica de imagenes.

En este contexto, al clasificar escenas podemos asociar el contenido de una imagen a
diversas etiquetas, como: montana, lago, verano, vacaciones. etc. Este problema se puede
modelar como un problema de aprendizaje multi-etiqueta. El poder asociar etiquetas a
las imagenes nos permite buscar imagenes similares, reduciendo el espacio de busqueda y
mejorando la exactitud en la recuperacion.

La clasificacién de texto puede ser modelada naturalmente como un problema de apren-
dizaje multi-etiqueta. La clasificacion de texto incluye varios campos, como: paginas web
bajo etiquetas jerarquicas, clasificacion de hipertexto, deteccién de género en un texto, fil-
trado de contenidos, analisis y clasificacién automatica de correo electrénico, clasificacion
de sentimientos, estados afectivos u opiniones.

En el campo de la bioinformatica, la clasificacion de genes es de suma importancia. Los
genes con funciones similares tienen perfiles de expresién similares. Cada gen puede estar
asociado a multiples funciones. Estas funciones se pueden considerar como etiquetas. La
prediccién de estas funciones se pueden modelar como un problema de aprendizaje multi-
etiqueta. De forma andaloga, las proteinas desempenan varias funciones simultdaneamente
y se puede atacar el problema de la misma forma.

Dentro del campo de la medicina, la clasificacion multi-etiqueta se ha utilizado para
solucionar varios problemas. El mas inmediato de ellos es el diagndstico médico, el cual
se puede modelar como multi-etiqueta, ya que hay enfermedades distintas que comparten
sintomas.
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2.4.1. Enfoques del aprendizaje multi-etiqueta

Los métodos existentes para el aprendizaje multi-etiqueta pueden dividirse en dos cate-
gorias: transformacién del problema y adaptacién del problema. El primer enfoque, trans-
forma el problema de aprendizaje multi-etiqueta en una serie de problemas de aprendizaje
de etiqueta simple. El segundo enfoque adapta los algoritmos de clasificacion tradicionales
en algoritmos de clasificacién multi-etiqueta directamente [Sun et al., 2013]. Tres de los
principales esquemas de transformacion, los cuales recaen en el primer enfoque son: Copy
Transformation (CT), Binary Relevance (BR) y Label Power Set (LPS).

Dado un conjunto de datos con etiquetas multiples, CT ataca el problema de multi-
etiqueta convirtiéndolo en un problema multi-clase, para ello realiza una transformacion
en el conjunto de datos. Especificamente, CT duplica cada ejemplo del conjunto original
tantas veces como etiquetas asociadas tenga dicha instancia en el conjunto de datos. A
cada réplica le asocia una de las etiquetas con las que esta reaccionado el objeto. BR
es el enfoque mas utilizado en la literatura, a diferencia de CT, crea una serie conjun-
tos de datos binarios, uno por cada etiqueta asociada al problema. Para cada etiqueta
existente, toma todas las instancias con las que esta asociada y las agrega al conjunto de
entrenamiento como un ejemplo positivo de dicha clase, y las instancias restantes que no
estan asociadas a esta etiqueta son agregadas como ejemplos negativos de la etiqueta que
se encuentre en proceso. Una vez creados los nuevos conjuntos, estos son utilizados para
entrenar a un clasificador binario, un clasificador por cada nuevo conjunto generado. La
clasificacion multi-etiqueta se basa en la respuesta de todos los clasificadores binario para
generar el conjunto de etiquetas que se le asociard a cada nueva instancia a clasificar.
El principal inconveniente es que considera que las etiquetas son independientes entre si.
Otro inconveniente es que el nuevo conjunto puede sufrir de clases desbalanceadas, ya que
el nimero de ejemplos positivos por lo general es significativamente mayor que el nimero
de ejemplos negativos para algunas clases. Label Power Set por su parte crea tantas nue-
vas clases como combinaciones de las clases base haya en el conjunto de entrenamiento,
para el peor caso se generarfan 2% (conjunto potencia) nuevas clases. El problema es que
este enfoque se vuelve muy complejo al aumentar el nimero de clases [Weston, 2001].
Después de la transformacién se pueden aplicar algunos algoritmos de clasificacién de eti-
queta simple. El rendimiento de diferentes algoritmos de clasificacién de etiqueta-multiple
después de someter los datos a una transformacién es comparado en [Read et all 2012].
Un ejemplo de la transformacion realizada por CT, BR, y PLS sobre un conjunto sencillo
se muestra en la figura 2.3

El segundo enfoque depende del algoritmo de clasificaciéon que se necesite adaptar a
un modelo de etiquetas multiples. Algunos métodos propuestos toman como criterio la
busqueda de dependencia entre etiquetas, otros se enfocan en el tipo de correlaciéon que
existe entre ellas [Dembezyniski et al. 2010]. Sobre la primer perspectiva existen tres
opciones: buscar relacién sélo entre pares de etiquetas [Fiirnkranz et al., 2008, |Weston,
2001], buscar correlacién entre subconjuntos mas amplios (més de dos etiquetas) [Godbole
and Sarawagi, 2004, [Maimon and Rokach| 2005], o encontrar la influencia del resto de la
etiquetas al tratar de predecir una de ellas [Cheng and Hiillermeier, 2009, Godbole and
Sarawagi, 2004]. Si nos enfocamos en biuisqueda de correlacién entre etiquetas, podemos
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Ejemplo Etiqueta

1 { salud, negocios, ciencia }

— 2 { deportes, negocios }

(a) Conjunto original

Ejemplo Etiqueta
1 salud
1 negocios
1 ciencia
2 deportes
2 MNegocios

(b} Copy Transformation (CO)

Ejemplo | Etiqueta Ejemplo | Etiqueta
1 salud 1 negocios
2 —salud 2 negocios

Ejemplo | Etigueta Ejemplo | Etiqueta
1 ciencia 1 —deportes
2 —ciencia 2 deportes

ic) Binary Relevance (BR)

Ejemplo Etiqueta
= 1 salud-negocios-ciencia
2 Deportes-negocios

(d) Label Power-5et (LP)

Figura 2.3: Un ejemplo que muestra las diferentes transformaciones de un problema multi-
etiqueta

elegir entre los algoritmos disenados para detectar dependencia condicional [Dembczynski
et al.,|2010, |Godbole and Sarawagi, |2004], Read et al.,|2011] y los que buscan dependencia
incondicional [Cheng and Hiillermeier, 2009, (Godbole and Sarawagi, 2004]. Dos ejemplos
del enfoque adaptativo son: k-NIN y arboles de decisién, para ambos métodos existe
su version multi-etiqueta.

2.4.2. Meétodos de reduccién de dimensionalidad multi-etiqueta
Reduccién de la dimensionalidad multi-etiqueta basada en hipergrafos

Cuando hablamos de métodos de reduccién de dimensionalidad espectral nos referimos
a métodos que se basan en la descomposicion espectral de la matriz S de caracteristicas.
La cual es simétrica, cuadrada y se obtienen a partir de un conjunto de datos X. Existen
muchos métodos para la construccion de esta matriz, una vez construida S, todos los
métodos obtienen sus valores y vectores propios, los cuales son utilizados posteriormente.
Al construir la matriz de caracteristicas el objetivo es recolectar de acuerdo a un crite-
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rio, ciertas propiedades que cumple el subespacio o variedad donde residen los datos de
origen. Posteriormente, al realizar la descomposicién espectral de esta matriz se puede
proyectar a un nuevo subespacio en base a los vectores y valores propios (espectro de
la matriz) [Ng et al. 2001]. Los algoritmos més populares que recaen en este enfoque
son PCA y MDS, por parte de los métodos lineales. La mayoria de conjuntos de datos
que se enfrentan con métodos lineales son altamente no lineales, como consecuencia los
nuevos datos proyectados pueden sufrir de distorsiéon debido al efecto de la curvatura de
la variedad. La distancia Euclidiana por ejemplo, no respeta la geometria de la variedad
y no es recomendable en espacios de alta dimensionalidad [Friedman| [1992].

Las técnicas de reduccion de dimensionalidad espectrales no lineales buscan resolver este
problema mediante el modelado de los datos suponiendo que no residen en un subespacio,
sino en una variedad. Partiendo de que dicha variedad no es lineal, estos métodos tratan
de mantener la estructura de los datos al ser proyectados a un espacio de baja dimension.
La proyeccién respeta la estructura de tal forma que los pares de datos que se encuentran
cerca unos de otros en la variedad original también lo estardan en el espacio de baja
dimensién. Lo mismo sucede para los pares de datos que se encuentran lejos entre si en
la variedad. Los métodos espectrales no lineales de RD utilizan la teoria de grafos, en la
cual el espectro y los vectores propios son obtenidos de la matriz creada a partir de un
grafo [Rosenberg, 1997).

La construccién del grafo es un problema no trivial y existen varios enfoques para
su implementacion. A pesar de que los métodos para construir el grafo han demostrado
eficacia, existen situaciones en las que su modelado no responde adecuadamente. Estos
casos se dan cuando existe presencia de outliers o mas de una variedad en el mismo
conjunto de datos [Zien et al. [1999]. Los grafos pueden no ser capaces de representar
estructuras complicadas, pero logran aproximarse a estas formas complejas de manera
aceptable. La topologia de un grafo representa su informacién estructural.

Dada una matriz de datos X una forma de construir un grafo es crear diferentes sub-
conjuntos disjuntos mediante un criterio de similitud. Este criterio minimiza la similitud
entre pares de puntos de diferentes subconjuntos mientras que para los pares de puntos
dentro del mismo subconjunto debe de mantener un alto grado de similitud. Los tipos de
criterio més populares para transformar un conjunto de datos basados en una funcién de
similitud que responde a las relaciones de vecindad entre los puntos del conjunto de datos
son:

Regla k: Para cada vértice se definen sus k-NNs utilizando la distancia Euclidiana, z;
y x; estardn conectados si z; esta dentro del conjunto de los k-NNs de ;.

Regla ¢:  Se conecta z; y z; si |z; — x| <€

Funcién kernel: Utilizando una funcién kernel también es posible definir un grafo
partiendo de una matriz de datos. Mediante una funcién kernel se obtiene una funcién de
similitud arbitraria teniendo en cuenta que esta no debe ser negativa. El inconveniente en
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este enfoque es la forma en que esta funcién debe de captar la estructura local y global
de los datos |Agarwal et al., 2006].

Al crearse el modelo que representa la estructura de los datos mediante un grafo, el
paso siguiente es asignar los pesos a las aristas. Para la creacién de la matriz de pesos W
existen varios enfoques, entre los mas conocidos esta los métodos basados en observacion
que crean los pesos de acuerdo a las conexiones entrantes y salientes de los nodos. Otro
tipo de métodos se basan en similaridad, estos métodos utilizan una funcién kernel para
la preservacién de las conexiones.

Ya que se a construido el grafo y asignado su matriz de pesos debemos de elegir un
método de aprendizaje (supervisado, no supervisado o semi-supervisado) de acuerdo al
problema que se desea resolver. Existen diversos métodos de clasificaciéon, agrupacion y
reduccion de dimensionalidad basados en grafos [Zien et al. [1999]. Por ejemplo: MINCUT,
kernel k-means, funciones armonicas, entre otros.

Hipergrafos Un hipergrafo es una generalizacion de un grafo tradicional. Un hipergrafo
G = (V, E) se define como un conjunto de vértices V' y un conjunto de hiperaristas F,
donde cada e € E es un subconjunto de V. Una hiperarista e es incidente en un vértice v,
cuando v esta contenida en e. El grado de un vértice en un grafo, es el niimero de aristas
incidentes a él. En la teoria espectral el grado de un vértice v € V' se define como:

vEe,e€F

donde w(e) es el peso asociado a la hiperarista e € E. El grado de una hiperarista e, es
el nimero de vértices en e

Las matrices diagonales formadas por d(e), d(v), w(e) se denota como D., D,, Wy,
respectivamente. La matriz de incidencia J € RIVI*IEl g definida como :

lsivee

0 en otro caso (2.2)

J(v,e) = {

La matriz de adyacencia A es definida como :

A=JWyJ' — D,

El grafo Laplaciano se utiliza en el aprendizaje semi-supervisado [Zhou et al., 2006] y
agrupacion espectral, los vectores propios del grafo Laplaciano son indispensables para el
aprendizaje. El grafo Laplaciano esta fuertemente correlacionado con la estructura de su
hipergrafo.

Mediante hipergrafos podemos explorar la correlacion existente entre las etiquetas de
un conjunto de datos, este tipo de grafos extraen las relaciones que existen entre varias
instancias que comparten una mista etiqueta. Podemos construir un hipergrafo que repre-
senta un conjunto de datos multi-etiqueta de la siguiente forma: Creamos una hiperarsita
por cada etiqueta existente en los datos, posteriormente a cada una de las instancias del
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conjunto las hacemos incidir en cada una de las hiperaristas con los que estén asociadas.
En el aprendizaje espectral basado en grafo las etiquetas representan las hiperaristas y
las instancias representan los vértices, al realizar la reduccién de dimensionalidad la pro-
yeccion se guia por la informacién que el hipergrafo extrae de las etiquetas [Sun et al.,
2013.

En el contexto de aprendizaje automatico el objetivo es aprender tomando en cuenta la
informacion que se puede extraer de los vértices. De esta forma el aprendizaje se obtiene
de la relacién (conexién) que existe entre una arista y los vértices en los que incide. Los
grafos tradicionales son llamados 2-grafos, debido a que una arista sélo puede conectar a
dos vértices. En problemas de clasificacién el interés recae en las etiquetas que cada vértice
representa, debido a esto un grafo Laplaciano nos proporciona suficiente informacién al
analizar sus vértices y aristas incidentes. Para poder capturar la informacion subyacente
se han propuesto algunos métodos para crear hipergrafos Laplacianos a partir de un
hipergrafo.

La matriz Laplaciana de un hipergrafo se puede construir mediante la expansion clique,
la expansién estrella o puede ser definida directamente de manera andloga a como se hace
en los grafos tradicionales.

Expansion clique

Un clique es un conjunto de vértices V' tal que para todo par de vértices de V, existe
una arista que las conecta. En otras palabras, un clique es un subgrafo en que cada vértice
estd conectado a todos los vértice del subgrafo, es decir, todos los vértices del subgrafo
son adyacentes, como en un grafo totalmente conectado.

Expansion estrella

Un nuevo vértice es introducido por cada hiperarista, luego, este nuevo vértice es co-
nectado a cada vértice en la hiperarista. Un ejemplo que ilustra la expansion clique y
estrella se muestra en la figura [2.6]

el|e2|e3

v4
V5

v6

S|l === <

c|le|o|—=]|——-

(A) Representacién de un (B) Representacion grafica (C) Expansién clique (D) Expasién estrella
hipergrafo mediante de un hipergrafo.
una tabla.

Figura 2.4: Ejemplo de expasién estrella y clique apartir de un hipergrafo [Sun et al.|
2013]

La forma directa de construir una matriz Laplaciana que representa un hipergrafo es
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la siguiente: Sea

Ly=1-85. (2.3)

la matriz Laplaciana normalizada, donde

S, =DV Wy D gt D2 (2.4)

Para poder realizar un aprendizaje espectral de un grafo con etiquetas multiples se
aprovecha las propiedades espectrales del hipergrafo en las cuales esta codificada la in-
formacion de correlacién entre las etiquetas. Mediante la construccién de un hipergrafo
Laplaciano es posible aprender la forma de incrustar los datos a una dimension inferior
a través de una transformacién lineal W € R?** resolviendo el siguiente problema de
optimizacién:

min, Tr(WTXLXTW) (2.5)

st. WEXXTW =1, (2.6)

Donde L representa la matriz del grafo Laplaciano normalizado. Esta ecuacién (2.5))
trata de preservar la relacién existente en los datos de la matriz Laplaciana. De acuerdo
con la teoria espectral de hipergrafos las instancias que comparten la misma etiqueta
tienden a estar mas cerca entre ellas en el espacio embebido.

Analisis discriminante multi-etiqueta

LDA tradicional (ver seccién [2.3.5) es un método de reduccién y clasificaciéon amplia-
mente conocido en el area de aprendizaje automéatico. LDA fue disenado originalmente
para clasificacion con etiquetas simples, debido a esto, no es posible utilizarlo en el apren-
dizaje multi-etiqueta directamente. Sin embargo, es posible replantear el algoritmo para
que logre obtener la correlaciéon entre las diversas etiquetas de cada muestra. Para ello,
se debe buscar la forma de que al maximizar la razén de la variabilidad entre-grupos
con respecto de la variabilidad intra-grupos, se tome en cuenta la correlacién entre las
etiquetas asociadas a cada instancia. Si se toman en cuenta estos dos aspectos al formar
los ejes discriminantes, el algoritmo LDA ahora toma el nombre de analisis discriminante
multi-etiqueta (Multi-label discriminant analysis, MLDA) [Wang et al., 2010].

Sea X = {xmyi}@:l) un conjunto de datos con n ejemplos y K clases, donde cada
x; € RP y y; € {0,1}. Sea y;(k) = 1 si x; esta asociado a las k-ésima clase y y;(k) = 0 en
otro caso. Debido a que el conjunto contiene K clases entonces suponemos que el conjunto
de datos se puede dividir en K grupos representados por {m;}2 , donde m;, representa al
subconjunto de datos de las k-ésima clase con nj; muestras. Denotaremos al conjunto
X =[x, 2] ¥y Y = [y, un)" = [Ya),» Y], donde yuy € {0,1}" es un vector que
denota la asociacién de todos los elementos del conjunto con la k-ésima clase.

Si partimos de la idea original de LDA, entonces se busca una transformacién lineal
G — RP x r, la cual mapea a cada x; que radica en un espacio p-dimensional a un nuevo
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Figura 2.5: (a) Conjuntos de datos con etiqueta simple. (b) Conjunto de datos muti-
etiqueta [Wang et al.| 2010]

espacio r-dimensional con r << p, en el cual x; — GTx; = ¢;. LDA tradicional se basa en
la descomposicion de la matriz de varianza S; = S, +5,,, donde S; representa la matriz de
varianza del conjunto, S, representan las matriz de varianza entre-grupos y S,, representa
la matriz de la varianza intra-grupos. Estas tres matrices se definen como:

K

Sy = Z(mk —m)(my, —m)" (2.7)

k=1

K
Sw = Z Z (z; — myp)(w; — my)” (2.8)
k=1 x;€my
S = 3 —m)(a; —m)” (29)
i=1

donde my, = é Zmém x; es la media de la k-ésima clase y m = %Z?Zl z; es la media
global del conjunto. Debido a que la obtencién del nuevo espacio depende de que la
transformacién G logre maximizar la variabilidad entre-grupos y minimizar la variabilidad
intra-grupos, el problema se reduce a encontrar los primero r valores propios de la siguiente

ecuacion:

S 1S,G = \G (2.10)

Las ecuaciones anteriores ( , , y no son adecuadas para el caso multi-
etiqueta, ya que las particiones de las K clases se traslapan entre ellas haciendo que
los hiperplanos que son los limites de decision se vuelven inciertos. Ademads, no se ha
definido en que medida un ejemplo con multiples etiquetas debe contribuir a la varianza
de los grupos a los que pertenece. La correlacion entre etiquetas puede ser incorporada

redefiniendo las ecuaciones 2.7 2.8 2.9y de la siguiente forma:

26



P
I
M)~

SWSE =" Vi(w: — ma) (2 — my)" (2.12)
i=1

b
Il
—

[M] =

Si=>_ 8" 5 =3 Yi(wi — m) (@i —m)” (2.13)
=1

B
Il

1

donde my y m se definen como:

_ > ey Yir®i _ Zf:l > iy YirTi

my, = =L, - (2.14)
Zizl Yik Zszl Zi:l Yik
Si consideramos que la correlacién entre dos clases se formula asi:
Yk, Yu
Cha = cos(Yw), Yay) = (v vl (2.15)

My llyo|

De forma general C' € R¥** y es una matriz simétrica. Para un problema de etiquetas
simple C' = I, lo cual se interpreta como un caso particular en donde la correlacion
entre etiquetas no es utilizada en el aprendizaje. Debido a que en el aprendizaje multi-
etiqueta un ejemplo puede pertenecer a mas de una clase simultaneamente, el traslape
entre dos clases nos indica que existe una correlacién entre estas dos clases. Si el traslape
entre clases es grande estadisticamente, podemos deducir que las clases estan fuertemente
relacionadas. Este fendmeno se puede utilizar en problemas de clasificacién para inferir las
clases de pertenencia de los nuevas instancias, si sustituimos Y por Y C' en las ecuaciones
2.11], 2.12] y [2.13] al formar las matrices se tomara en cuenta la correlacién de clase.

En la figura (b) se observa que la instancia a pertenece a la clase 1y a la clase 2,
por tal, es usada en SISI) y S,Ez) de la operacién S, = Sél) + 5152) + 5,53). Lo mismo sucede
para todas los ejemplos que pertenecen a méas de una clase. El problema cuando ocurre
esto es que existe un sobre conteo de los datos, lo que no sucede en LDA tradicional.
Para corregir este problema se establece una matriz de normalizacién Z = 7y, ..., Z,]T €
R E 2 = ”zz_'ﬁ’;l donde ||||¢1 es la 1-norma de un vector. Ahora, podemos reemplazar
Z por Y en las ecuaciones 2.7 2.8, 2.9y obteniendo las matrices finales de varianza
para MLDA.

Podemos rescribir las matrices de varianza a una forma més compacta y resumida pero

equivalente. Primero centramos los datos desde un enfoque multi-etiqueta:

X =X —me’ (2.16)

donde e = [1,...,1]7. Cabe hacer notar que la forma de centrar los datos en un enfoque
de etiqueta simple seria:

) (2.17)
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También debemos definir W = diag(w, ...wy), donde wy, = Y | Z;k es el peso de la
k-ésima clase. Para el enfoque de etiqueta simple w, = ng, que representa el nimero de
ejemplos en la k-ésima clase. Ahora podemos definir S, de la siguiente forma:

Sy=X ZwzT X" (2.18)

Después redefinimos S; de la forma siguiente. Sea L = diag(ly,...,l,) donde [; =
Zfil Zi,. La forma analoga de esta igualdad en el aprendizaje de etiqueta simple es
L = I, dado que cada ejemplo s6lo pertenece a una clase. De esta forma tenemos:

S, =X LXT (2.19)

El objetivo de MLDA es similar al de LDA clasico, encontrar una transformacion a
un subespacio donde se maximice la razén de la variabilidad entre-grupos con respecto
de la variabilidad intra-grupos (ecuacion , la tnica diferencia es que MLDA agrega
la correlacion entre las etiquetas asociadas a cada instancia que pertenecen a un mismo

grupo.

STS,G = NG (2.20)

Donde S es la seudo-inversa de Sw.

Analisis de correlacién candnica

Se puede ver al andlisis de correlacién candnica [Harold, 1936] (del inglés, Canonical-
correlation analysis, CCA) como la generalizacién de la regresién miltiple (RM), en donde
la variable dependiente Y ahora es representada por una matriz. El objetivo de CCA es
encontrar la maxima correlacion entre dos conjuntos de variables que son representadas
por dos combinaciones lineal diferentes. Las nuevas variables recibe el nombre de variables
canodnicas y la relacion entre los pares de variables es llamada correlacién candnica.

Sea X y Y dos matrices, donde X, representa las variables independientes, Y, ., las
variables dependientes y U = Xa, V = Yb sus proyecciones lineales respectivamente. El
objetivo de CCA es encontrar los coeficientes de las proyecciones tal que la correlacién
entre estos (a y b) sea maxima. Si S,, S, y Sy, representan las matriz de varianza-
covarianza de los conjuntos X, Y y X con Y, respectivamente, entonces, las matrices
andlogas de varianza-covarianza en la proyeccién seran S, = a'Sya =1, S, = b'S,b =1,
en las cuales se ha impuesto la restriccién de varianza unitaria. Por lo anterior se puede

obtener la correlacion entre U y V como a'S,yb, la cual se desprende de la formula para

cov(X,Y)

var(X)var(Y)
Lo cual reduce el problema a maximizar a'S,,b con la restriccion de varianza unitaria
a'Sya =1, V'Syb = 1. Este problema de optimizacién se resume a encontrar los r valores
propios de la matriz a optimizar, donde r es el min(m, p), de los cuales se toman los ¢
valores propios mas grandes. Para los r valores propios esta impuesta la restriccién de
ortogonalizacién.

obtener el coeficiente de correlacién de Pearson, el cual se define como: p,,, =
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Minimos cuadrados parciales ortogonales

El método de minimos cuadrados parciales ortogonales [Wold,, |1966] (del inglés, Ort-
hogonal Partial Least Squares, OPLS) es una generalizacién de PCA tradicional, el cual
tiene la ventaja de ser supervisado y tomar en cuenta la relacién del conjunto de variables
predictoras X y el conjunto de variables de respuesta Y. En esta técnica se combina PCA
y el andlisis de regresién multiple. A diferencia de PCA, OPLS modifica la direccién de
maxima variabilidad de las variables latentes de X para maximizar la covarianza entre
dichas variables y las variables latentes del conjunto Y. Del mismo modo que CCA, PLS
crea dos combinaciones lineales diferentes X = P,ay Y = P,b con méxima varianza como
lo hace PCA, posteriormente busca una nueva proyeccién P, = cP, con maxima correla-
ciéon mediante una regresion multiple. Sin embargo, para el caso de OPLS la direccién de
maxima varianza esta sesgada debido a la proyeccién de maxima correlacion la afecta ya
que la busqueda de las tres proyecciones se realiza al mismo tiempo y dichas proyeccio-
nes estan sujetas a la restriccion de ortogonalizacion. La solucion del problema se puede
obtener mediante la descomposicion de valores singulares de la matriz de covarianza S,
el nimero de valores propios es el min(m, p), del cual podemos tomar los ¢ valores més
grandes. OPLS se usa cuando existe correlacion entre las variables predictoras o existen
mas variable predictoras que observaciones.

La naturaleza de los modelos de CCA y PLS, permiten atacar problemas multi-etiqueta
a pesar de no haber sido creados con este objetivo. Otra ventaja de los modelos que toman
en cuenta algin tipo de relacién entres dos conjuntos de variables para realizar la reduccion
de dimensionalidad, es que al seleccionar el niimero de variables latentes a tomar en cuenta
en la nueva proyeccién de los datos, el méximo nimero de variables es el min(m, p), donde
py q son el nimero de dimensiones de los conjuntos asociados al problema.

2.4.3. Métodos de clasificacion multi-etiqueta
k vecinos mas cercanos multi-etiqueta

ML-KNN (Multi-label k-nearest neighbor) es la forma andloga de k-NN en el enfoque
de clasificacién tradicional. La idea de ML-ANN es la siguiente [Zhang and Zhou, 2007]:

Sea x un dominio de instancias y sea ¥ = {1,2,...,Q} un conjunto de etiquetas
asociadas a las instancias de x de tal forma que existe un conjunto de entrenamiento
T =[(x1,Y1), (22, Y2), ..., (x, Yir)] tal que (x; € x,Y; € V).

Dada una instancia x y un conjunto de etiquetas asociadas a dicha instancia Y € U,
donde 7, es el vector categdrico de x. El [-ésimo componente de i, (1)(l € V) toma el valor
de 1sil €Y y 0 en otro caso. Adicionalmente suponemos que N(x) denota el conjunto
de k vecinos mas cercanos de la instancia x identificados del conjunto de entrenamiento
T'. De esta forma, basado en el conjunto de vecinos mas cercanos, el vector que representa
el conteo de miembros por clase se define como:

Coll)= > dall),con 1€V

a€EN(zx)
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donde C;(l) cuenta el nimero de vecinos de z pertenecientes a la [-ésima clase. Para
cada instancia t en el conjunto de prueba, ML-kNN primero obtiene los k vecinos mas
cercanos N (t) del conjunto de entrenamiento T'. Sea H! el evento en el que t tiene etiqueta
[, y sea H} el evento en el cual ¢ no esta asociado a la etiqueta [. También tenemos que
Ej (7 €0,1,..., k) representa el evento que, entre los k vecinos més cercanos de t existen
exactamente j instancias asociadas a la etiqueta [. Basados en el vector de conteo de
pertenencia de clase C_"gc(l), el vector de categorias ¥; es determinado utilizando el principio
de maximo a posteriori (MAP):

G:(1) = mazyeqo, P(Hy| Eg, ) L € ¥

donde P(H, é|Elét (l)) es la probabilidad a posteriori de H, dado Eld " En otras palabras,

esto quiere decir que, dada una instancia ¢, se exploran las probabilidades de pertenencia
y no pertenencia de t con todas la etiquetas, dado que para t, existen j instancias en el
conjunto de sus k vecinos mas cercanos que estan asociadas a la etiqueta .

Asf usando la regla de Bayes la ecuacién MAP se puede escribir como:

(1) = maxbe{O,l}P<Hll;>P(ElC”t(l)’Hll;)

De esta manera, la informacion que se requiere para determinar el vector de pertenencia
de clase son las probabilidades a priori y la probabilidad condicional. Ambas probabilida-
des se puede calcular directamente del conjunto de entrenamiento basandose en un conteo
de frecuencia.

2.4.4. Métricas de evaluacion

Las métricas existentes para evaluar el desempeno de los modelos de prediccion se divide
en dos categorias: basada en etiquetas y basadas en ejemplos. Al evaluar el rendimiento
de un clasificador tradicional se utiliza un enfoque basado en etiquetas. Se evalia cada
instancia por separado y se promedia dividiendo por el niimero total de instancias, si la
salida del modelo es la misma que la clase asociada a la instancia procesada, la prediccion
es correcta, e incorrecta en otro caso. Esta idea se puede utilizar para medir el desempeno
de clasificadores multi-etiqueta, sin embargo, sélo basta con que una entrada del vector
de etiquetas no coincida con el vector de clases real para que el ejemplo sea tomado como
incorrecto. Lo anterior resulta en una métrica demasiado estricta |[Godbole and Sarawagi,
2004, Schapire and Singer}, 2000].

Las métricas disenadas para modelos multi-etiquetas se encuentran en la segunda ca-
tegoria, una medida evalia la aportacion de cada etiqueta por separado, posteriormente
obtiene el promedio, ya sea siguiendo el criterio macro-averaging o micro-averaging.

En el criterio macro-averaging, la métrica se calcula para cada uno de los ejemplos y
posteriormente se obtiene un promedio para obtener una medida global. En cambio, si
se utiliza un criterio micro-averaging los resultados se dividen por etiquetas, y posterior
se suman y se divide entre el nimero de etiquetas. En el aprendizaje multi-etiqueta, la
respuesta de un clasificador puede ser un vector binario, en el cual se indica la asociacion
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de cada instancia con el conjunto de etiquetas. La otra forma que puede tomar el vector
son numeros reales, los cuales indican el grado de relevancia de cada etiqueta de acuerdo
a una funcion ranking o un conjunto de probabilidades de pertenencia. Para transformar
esta salida a un vector binario se puede utilizar un umbral o funcién de corte, asi, el
resultado final mantiene el modelo multi-etiqueta. Si el vector de salida es binario, se
puede utilizar alguna de las categorias anteriores, las cuales realizan un conteo de aciertos
y fallos para lograr evaluar el rendimiento. Sin embargo, si lo que queremos es trabajar
con un vector ranking, debemos de utilizar métodos que realicen los célculos utilizando
grados de relevancia para obtener una medida de desempeno equivalente [Ghamrawi and
McCallum), 2005, Tsoumakas and Vlahavas, 2007, [T'soumakas et al., [2010].

Meétricas binarias basadas en ejemplos

Perdida Hamming (Hamming loss): Es la medida més utilizada en la literatura
multi-etiqueta. Hamming loss toman en cuenta los errores de clasificacion y los errores
de omisién, realiza una suma del niimero de veces que se presentan estos errores en cada
instancia y posteriormente los divide entre el nimero de etiquetas m. Para obtener el
célculo de los errores utiliza la diferencia simétrica A (funcion XOR) del conjunto de
etiquetas de salida O; y el conjunto de etiquetas real Y;. El mejor rendimiento es para
resultados cercanos a cero.

1 m
H ng l = — O;AY; 2.21
amming loss = — ;| | (2.21)

Precisién (Precision): Se define como el promedio de etiquetas acertadas con res-
pecto de las predichas.

1 - 0:inY;
Precision = — Z . (2.22)

3

Exactitud (Accuracy): se define como el promedio de la fraccién de aciertos del
clasificador frente a la union de etiquetas reales y predichas.

1 v 0;NY;
Accuracy = p— Z Y.UO0, (2.23)

Métricas de ranking

Error de maxima jerarquia (one error): FEsta métrica determina cuantas veces la
etiqueta A que ocupa el primer puesto en el ranking 7(A) = 1 de la salida del clasificador
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no se encuentra en el conjunto de etiquetas reales Y; asociadas a la instancia z;:

1 m
- Y )\maw .71/a:~ 2.24
One error — 2 ( 0, Ya;) (2.24)

donde Az, e€s la etiqueta asociada a la posicién 1 del ranking de salida O, del
clasificador al procesar la instancia x;, la funcién ¢ se define de la siguiente forma:

1 sixey,

(2.25)
0 de otra forma.

6<)‘7 Y;> = {

Cobertura (Coverage): FEsta medida obtiene el nimero de pasos que se deben avan-
zar en la lista de ranking devuelta por el clasificador para cubrir todo el conjunto de
etiquetas asociadas a cada instancia.

1 m
Coverage = p” 21: Mazsep(Os, Ya,) (2.26)

Pérdida de jerarquia (Ranking loss) : Es el promedio de veces que al comparar
pares de etiquetas (y1,y2) € Y; x Y; asociadas y no asociadas a una instancia, una etiqueta
no relevante tiene mejor posicién en el ranking que su par correspondiente (etiqueta
asociada).

1 & _
Ranking loss = . Z Hya, yp : rank(zi, ya) > rank(xi, yp), (Ya, yp) € Yi X YZH (2.27)
1

Precisién promedio (Average precision): Define la medida para cada etiqueta
relevante de las instancias la proporcion de etiquetas que estan delante de ellas en el
ranking, esto es, cuantas posiciones en promedio debemos avanzar en la lista del ranking
para encontrar una etiqueta asociada a las instancias clasificadas.

iy 1~ 1 [y frank(zi,y) < rank(zi,y),y' € Yi
A = — = - 2.28
verage precision = Z v Z (2.28)

i—1 Tt yeYi Tank(xia y)

2.5. Receptores acoplados a proteinas G

En esta seccion se describe de forma general la estructura celular, y los receptores
celulares los que se unen a las proteinas en el interior de la célula. También, se explora la
forma en que la célula se comunican y activan ciertas funciones al interactuar con algin
tipo de ligando. Los receptores acoplados a proteinas G son los receptores celulares de
interés dentro de esta seccion.
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2.5.1. Introduccion

A cada instante de tiempo de nuestro ciclo biolégico, nuestro cuerpo interactia con
el medio que lo rodea. Desde el acto mas comin y mecanico hasta el mas complejo,
nuestros sentidos reciben senales y generan respuestas. La forma en que se reciben estas
senales pasa de forma desapercibida por ser un proceso a nivel celular. Miles de millones
de células dentro de nuestro organismo trabajan de manera coordinada. Para lograr esta
coordinacion, las células envian senales que generan respuestas. De esta forma logran
comunicarse entre ellas y/o hacia el mundo exterior [Katritch et al., [2014].

Las ciencias 6micas involucran diferentes disciplinas cuyo objeto de estudio son estruc-
turas biolégicas a nivel molecular, el modelar estas estructuras involucra una extensa
cantidad de datos que son necesarios para entender como se interrelacionan sus diferentes
componentes [Overington et al 2006]. Una de estas disciplinas es la Proteémica, la cual
estudia las formas de obtencion de informacién funcional de las proteinas. Para el estudio
de estos elementos se auxilia de una rama de la ciencia que responde al nombre de Bioin-
formatica. El conocimiento que se genera de las investigaciones en esta area, nos permite
el analisis y comprensién de las funciones de muchas macromoléculas y organismos de los
cuales su rol no esta completamente definido , . Una de las principales areas
de investigacion en bioinformatica trata sobre la creacién de nuevos farmacos y el analisis
de proteinas.

A |ALA |Alanina M |MET |Metionina
C |CYS |Cisteina N |ASN [Asparagina
D [ASP |Aspartato P |PRO |Prolina

E |GLU |Glutamato Q |GLN |Glutamina

F |PHE |Fenilalanina R |ARG |Arginina

G |GLY |Glicina S |SER |Serina

H |HIS |Histidina T |THR |Treonina

I |ILE |Isoleucina V |VAL |Valina

K |[LYS |Lisina W |TRP |Triptofano

L |LEU |[Leucina Y |TYR ||Tirosina

Figura 2.6: Lista de los 20 aminodcidos nativos [Mathews et al., 2013]
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Las proteinas, junto con los acidos nucleicos y los polisacdridos son las tres biomoléculas
en donde recae la mayoria de los procesos quimicos necesarios para la vida. De la misma
forma que se unen los nucleétidos (monémeros) para formar estructuras tridimensionales
de ADN (polimeros), las proteinas son polimeros y los aminodcidos son los monémeros
que se unen para formarlas. Existen miles de proteinas diferentes en cada ser vivo, forma-
das por una combinacién de nueve aminoécidos esenciales y once no esenciales (ver figura
. Los aminoacidos esenciales son aquellos que el organismo no puede sintetizar por si
mismo y los adquiere por medio de la ingesta de alimentos. En cambio, los aminoacidos no
esenciales son aquellos que el cuerpo puede sintetizar tomando como base a los aminodci-
dos esenciales. Los aminoécidos se unen entre ellos a través de enlaces peptidicos, a la
unién de pocos (no méas de 100) aminoécidos se les llama peptidos, cuando una cadena de
aminoacidos contiene mas de 100 elementos se les conoce como proteinas. Por ejemplo:
la mioglobina, la proteina responsable del almacenamiento de oxigeno en los seres vivos
contiene 153 aminodcidos. Es considerada una de las proteinas mas pequenas, debido a
que existen proteinas con secuencias de miles de aminodcidos.

Al sintetizarse la secuencia de aminodacidos cada proteina en particular adquiere una
secuencias especifica. la posiciéon de cada aminoacido debiera estar codificada segin la
funcién asociada a la proteina. Debido a la informacién oculta en las secuencias se puede
considerar a las proteinas como codificadoras de informacién bioldgica. La secuencia de
aminoacidos que forman a una proteina es denominada estructura primaria o secuencia
nativa. A partir de la estructura primaria se pueden formar estructuras de orden supe-
rior como estructura secundaria (hélices o ldminas), terciaria (doblaje de la estructura
secundaria en el espacio 3D) y cuaternaria (agrupacién de estructuras terciarias). La es-
tructura tridimensional de cada proteina nos indica las funciones biologicas concretas
que realiza. Cuando su estructura 3D no esta disponible se puede utilizar su estructura
primaria [Bockaert and Pinj, 2000].

Las proteinas G son una clase de proteinas dedicadas a la transmision de senales, deben
su nombre a la interaccién que tienen con la Guanosina. Todas las células necesitan recibir
senales para activar o desactivar sus proceso asociados, debido a esto, todas las células
contienen proteinas G. Para que las proteinas G dentro de la célula puedan recibir senales
del exterior, las células cuentan con receptores. Los receptores asociados (acoplados) a
este tipo de proteinas se encuentran en la membrana celular, y su funcién es conectar el
interior de la célula con el exterior.

Los receptores acoplados a proteinas G (G-Protein coupled receptors, GPCRs) son una
superfamilia de receptores intracelulares, una de las mas grandes del genoma humano, es-
tos receptores responden a estimulos de olor, sabor, luz, serotonina y adrenalina por citar
algunos. En la figura[2.7)(1) se puede observar una célula, a la derecha[2.7(2), la membrana
celular, la cual contiene los receptores celulares (azul), a los cuales se adiheren los ligan-
dos que activan a las proteinas G (rojo). El 50 % de los principios bioactivos presentes en
los medicamentos que se comercializan hoy en dia estan dirigidos a estos receptores, por
esta motivo su estudio es de gran importancia para la industria farmacéutica |[Overington
et al.,[2006]. Estos receptores juegan un rol muy importante debido a que regulan y trans-
ducen una amplia cantidad de funciones y senales, respectivamente. Todos los GPCRs
comparten una estructura comun, su identificacién, clasificacion y separacion por familias
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y subfamilas de acuerdo a sus secuencias es una tarea principal en Bioinformatica [Flower!
and Attwood, 2004].

O Ligando

Figura 2.7: Célula y proteina G. (1) Célula. (2) Membrana celular, el ligando se muestra
en amarillo, el receptor en azul y la proteina G en rojo (subunidad «/), naranja (subunidad
v) y ambar (subunidad §) |[Gonzales Gil, [2013].

Sin embargo, el estudio de estos receptores se complica por diversos factores como son:
» Las pequenas cantidades en las que se encuentran en las células.
» El proceso de purificacién necesario para su estudio.
= Las miultiples funciones que realizan.
= La divergencia de sus cadenas]l]
= La variabilidad en la longitud de las secuencias.

Una amplia gama de enfermedades estan relacionadas con el funcionamiento anémalo de
cierto tipos de proteinas. Este funcionamiento anémalo hace que las proteinas no cumplan
su funcién correctamente, es aqui donde los farmacos juegan un rol esencial, ya que estan
disenados para solucionar este tipo de problemas. La sustancia activa de los farmacos son

'La divergencia entres dos proteinas se entiende como el porcentaje de posiciones en las que poseen
aminodcidos diferentes [Lewin et al., 2009].
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macromoléculas (ligandos), las cuales se adhieren a los GPCRs de las células activandolas
EIO antagonizandolaslﬂ [Panettaand and Greenwood, 2008].

De la misma forma los GPCRs detectan y procesan senales del mundo exterior rela-
cionadas con los sentidos (visién, gusto y olfato), los receptores al exterior de la célula,
alteran moléculas intracelulares creando respuestas celulares diversas de acuerdo a un
ligando especifico. Por ejemplo, la hemoglobina, una proteina que se encuentra en la san-
gre, tiene como ligando las moléculas de oxigeno, cuando la hemoglobina se une a una
molécula de oxigeno esta molécula la activa para que la proteina pueda transportar el
oxigeno desde los pulmones hasta los tejidos. Si el ligando que activa a la hemoglobina
es el didéxido de carbono, éste es transportado desde los tejidos a los pulmones para ser
eliminado mediante la exhalacién. A la transferencia de informacién al interior de la célula
se lo conoce como transduccién de senales [Palczewski, 2006, [Stenkamp et al., [2002].

2.5.2. Clasificacion de GPCRs

Los GPCRs se han clasificado de varias formas de acuerdo a ciertos criterios como: el
sitio de unién de su ligando, caracteristicas funcionales, estructurales o genéticas. El siste-
ma de clasificaciéon GRAFS (Glutamate, Rhodopsin, Adhesion, Frizzled /Taste2, Secretin)
los divide en cinco familias de acuerdo a su filogenia (ver cuadro [2.1). Cada familia se
divide en tipos y subtipos de acuerdo a agentes comunes |[Kolakowski, 1994]. Los ligandos

de los GPCRs son altamente variables, sin embargo, comparten caracteristicas similares
[Fredriksson and Schioth, [2003].

‘ Familia ‘ Descripcion ‘

Familia de receptores de rodopsina

Familia de receptores de secretina

Familia de receptores de metabotrépicos de glutamato/feromonas
Familia de receptores de feromonas

Familia de receptores de AMP ciclico

= O Q|| >

Cuadro 2.1: Clasificacion de los GPCRs

La familia/clase C' de los GPCRs contiene los receptores de metabotrépicos de glutama-
to, los receptores GABA — B, los receptores vomeronasales, receptores de feromonas y los
receptores del gusto (ver cuadro . Esta familia se divide en siete subtipos [Fredriksson
and Schioth], 2003], y debido a su relacién con dreas como el dolor, ansiedad, trastornos
neurodegenerativos, osteoporosis, autismo, depresion entre otras enfermedades, se han
convertido en el objeto de estudio para nuevos farmacos [Barnes, 2006, Doré et al., 2014].

2 Agonismo: ligando que activa un receptor.
3 Antagonismo: ligando que bloquea un receptor impidiendo su activacién.
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Subfamilia \ Descripcion ‘

Tipo 1 Sensores de calcio (Calcium sensing, CS)

Tipo 2 GABA-B (GB)

Tipo 3 Metabotrépicos de glutamato (Metabotropic glutamate, mG)
Tipo 4 Odorantes (Odorant, Od)

Tipo 5 Feromonas (Phermone, Ph)

Tipo 6 Receptores del gusto (Taste, Ta)

Tipo 7 Vomeronasal (Vomeronasal, VN)

Cuadro 2.2: Subfamilas de la clase C de los GPCRs.

2.5.3. Multifuncionalidad de las proteinas

A partir de la introduccién de técnicas computacionales en biologia molecular, es posible
obtener secuencias de genes y proteinas de forma automética. Con estos estudios se ha lo-
grado comprender mejor las relaciones que mantiene la estructura de ciertas biomoléculas
con la funcién que realizan [Atchley et al., [2005]. Poder conocer la estructura de este tipo
de moléculas no es un proceso trivial, actualmente la técnica méas eficaz es por medio de
difraccién de rayos X sobre cristales (cristalizacién). Con este método, sumamente com-
plicado, se logré obtener en el ano 1962 la primera estructura 3D de una proteina |[Orozco,
2014]. Algunas proteinas se cristalizan fécilmente, sin embargo, si las condiciones no son
propicias esta tarea puede complicarse en gran medida. De forma general, es necesario
experimentar cientos de condiciones para obtener cristales puros |Giacovazzo, [2011]. Ini-
cialmente, al lograr obtener la estructura 3D de algunas proteinas mediante cristalizacion
se asumio una estructura rigida para todas las secuencias existentes, de tal modo que se
postulé que una proteina sélo podia ser funcional si su estructura tridimensional esta bien
definida [Berg et al., |2002|. Esta idea se mantuvo por varios afos en dreas afines de la
ciencia, sin embargo, en investigaciones posteriores se observaron secuencias de proteinas
de las cuales su estructurara terciaria era incapaz de explicar resultados experimentales.
Con este descubrimiento, se llegd a la conclusién de que existen proteinas que no cuentan
con una estructura estable. Al principio, debido a que la cantidad de proteinas de las
cuales se habia logrado obtener su estructura 3D eran escasas, estas regiones no estruc-
turadas sélo se habian encontrado en regiones especificas, las cuales fueron consideradas
como conectores entre regiones con estructura definida o dominios funcionales especifi-
cos. A medida que las investigaciones avanzaron en esta area, se logro la cristalizacion de
un mayor numero de proteinas, con lo cual se observé que estas dreas flexibles no sélo
abarcaban pequenas regiones de las secuencias, sino que existian secuencias las cuales
contenian regiones con estructura no definida que variaban en tamano y nimero |Tompa,
2002|]. Posteriormente, se descubrieron secuencias para las cuales estas regiones abarcan
la mayor parte de la longitud de la cadena. A partir de esos resultados, se derivo que el
concepto clasico de estructura-funcion no era del todo cierto, ya que bajo este concepto,
este tipo de proteinas no ejercian alguna funcién. Sin embargo, ya se habia demostrado
que proteinas con este tipo de estructura no definida estan involucradas en diferentes vias
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de senalizacion y algunas familias de proteinas con este tipo de estructura son abundan-
tes en diferentes procesos bioquimicos vitales para diferentes organismos vivos. Este tipo
de proteinas recibieron el nombre de proteinas intrinsecamente desordenadas (del inglés
Intrinsically Disordered Proteins, IDP) [Tompal 2002, Ward et al., 2004].

Una hipétesis que justifica la multifuncionalidad de las proteinas esta basada en la
evolucion de la célula, la cual plantea que al aumentar la complejidad de los organismos
vivos para su adaptacion evolutiva, aumenta la capacidad funcional de las proteinas. Este
incremento funcional trae como consecuencia el incremento en el tamano de las secuencias
de aminoacidos o la creacion de nuevas proteinas, lo cual probablemente afectaria algunas
funciones celulares, pues disminuiria el agua disponible, entre otros efectos adversos. De-
bido a este hecho, la estructura funcional de las proteinas se vio obligada a tomar diversas
estructuras dependiendo de las condiciones microambientales y de la presencia de diversos
ligandos [Vogel and Chothial, 2006].

Esta evolucion multifuncional de las proteinas incrementa la capacidad para almacenar
informacion genética y aumenta la respuesta adaptativa de las células en un periodo de
tiempo menor, lo que hace que los organismos vivos tengan una evolucion maés exitosa.
Esta explicacion, asume que el incremento de la complejidad funcional en una célula no
esta dirigida a la creacién de nuevos genes, sino en hacer que los genes codifiquen proteinas
flexibles que permitan multifuncionalidad [Schad et al., 2011]. Las funciones secundarias
asociadas a una proteina no necesariamente tienen que estar relacionadas con la funcion
original. De igual forma, el orden histérico de la identificacion en las funciones no tiene
relevancia ni implica la perdida de alguna otra funcién.

Existen diferentes definiciones de multifuncionalidad en el estado del arte como son
moonlighting protein [Jeffery, (1999, 2003|, gene sharing [Piatigorsky, [2007], promiscuous
protein [Nobeli et al., 2009], multitasking protein |Jeffery| [2004]. Estas definiciones no son
sinénimos en si, ya que difieren en algunos aspectos, en esta investigacion utilizaremos el
concepto de multifuncionalidad (moonlighting) o multi-etiqueta como sinénimos.

Actualmente, se sabe que las proteinas multifuncionales estan asociadas a receptores
membranales, proteinas de andamiaje, proteinas del citoesqueleto, factores transcripcio-
nales y receptores nucleares de hormonas, entre otras [Ward et al., 2004]. En la literatura
existen referencias a la multifuncionalidad de los GPCRs [Borroto-Escuela et al., 2011
Fuxe et al., 2014, Wieland and Mittmann, [2003], sin embargo los articulos citados sélo
hacen suposiciones ya que no se ha logrado comprobar estos supuestos mediante estudios
formales. Identificar la funcién asociada a una proteina es un proceso complicado, pero
més lo es demostrar una doble o triple funcién [Koonin and Galperin, [2003|. Existen
métodos que sirven para indicar la propiedad multifuncional de una proteina, la mayoria
de estos son procesos quimicos complejos, sin embargo, también es posible hacerlo bion-
forméticamente mediante programas de prediccién de dominios (ligandos) [Becker et al.)
2012, |(Chapple et al.l 2015albl (Gomez et al.| 2003, 2011, KKhan and Kiharal 2014, Khan
et al., 2012, 2014], que es la idea en la que se basa este trabajo.

Las proteinas multifuncionales estan asociadas a enfermedades tan serias como el cancer,
desérdenes neurodegenerativos, entre otras enfermedades [lakoucheva et al., 2002]. Ademas,
la aplicacién de la bioinformatica para el estudio masivo de este tipo de datos ha permitido
obtener informacion que indica la existencia de proteinas con este tipo de estructura.
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2.5.4. Representacion de informacion biolégica

Un problema fundamental de la bioinformética esta relacionado en la forma de repre-
sentar los datos en forma numérica, partiendo de modelos de representacion alfabética,
como lo es el caso de las secuencias de proteinas. El uso directo de codigos alfabéticos,
los cuales no contiene una métrica implicita de comparacion, trae como consecuencia que
no se vea reflejada una relacién directa entre la similitud de las estructuras. La perdida
de informacién de las propiedades fisico-quimicas y relacién de orden es notoria al ser
comparadas dos secuencias [Atchley et al., 2005].

La conformacion de largas secuencias alfabéticas y variabilidad del numero de aminoaci-
dos que las componen, demanda el uso de sofisticados analisis estadisticos para el correcto
estudio de las estructura y aspectos funcionales de las secuencias. A medida que se incre-
menta la calidad, como la cantidad de informacién en un modelado numérico, aumenta
la precision al comparar secuencias, lo que facilita el proceso de toma de decisiones.

El modelado de secuencias alfabéticas a una forma numeérica se conoce como repre-
sentacion de secuencias de aminoacidos. Como ya se menciond, cada proteina presenta
una secuencia especifica en orden y repeticién de aminodcidos (secuencias nativas). Esta
secuencia se llama estructura primaria y contiene la informacién necesaria para que las
secuencia adquieran formas mas complejas como son la estructura secundaria y tridimen-
sional [Smith and Waterman, |1981].

TSDHGWALGEHGEWAKYSNFDVATHVPLIFYVPGRTASLPEAGEKLFPYLDPFD
SASQLMEPGRQSMDLVELVSLFPTLAGLAGLQVPPRCPVPSFHVELCREGKNLK
HFRFRDLEEDPYLPGNPRELIAYSQYPRPSDIPQWNSDKPSLKDIKIMGYSIRTIDY
RYTVWVGFNPDEFLANFSDIHAGELYFVDSDPLQDHNMYNDSQGGDLFQLLMP

Figura 2.8: Subcadena de una secuencia de aminoéacidos

La figura muestra un ejemplo de subcadena de una secuencia de aminoacidos. Para
que los algoritmos de machine learning pueda realizar su labor de prediccién, es necesario
un modelado en el que sus componentes mas importantes puedan ser representados de
forma computacional. Una secuencia de aminodcidos puede ser representada por medio de
un vector residente en un espacio n-dimensional, aunque también es posible representarla
por medio de un grafo [?7?].

Los métodos de representacién mediante vectores se dividen en vectores basados en
caracteristicas [?] y vectores basados en similitud [?7]. Los vectores basados en extraccién
de caracteristicas son libres de alineamiento, y la extracciéon de basa en algin criterio
especifico. El segundo método toma como base la comparacién y alineamiento de las
secuencias nativas mediante un criterio de similitud para extraer diversas propiedades
fisico-quimicas, frecuencia de ocurrencia y correlacién. Existen dos enfoques para lograr el
alineamiento de secuencias: el primero de ellos utiliza programacién dinamica para lograr
una solucién de alineacién a través de una optimizacion global [Smith and Waterman,
1981]; el segundo enfoque, y el més utilizado para el alineamiento de secuencias, se basa
en métodos heuristicos [?], los cuales, a pesar de no obtener soluciones necesariamente
Optimas, ofrecen tiempos de calculo aceptables, debido a que estos no crecen de manera
exponencial conforme aumenta el tamano de la secuencia.
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2.5.5. Representaciones de secuencias de aminoacidos

Las diferentes formas de representaciéon de secuencias de aminoacidos difieren en la can-
tidad de caracteristicas que logran extraer de las secuencias nativas. Debido a esto, entre
mejor poder discriminante o factor explicativo almacene la nueva forma de representacion
se obtendra una clasificacion mas adecuada, que asocie a cada proteina con sus funciones
biolégicas.

Composicion de aminoacidos

La composicién de aminoédcidos (AAC) es el método més simple y la forma mads sencilla
de representar a una proteina, tomando como base su secuencia nativa |Cruz-Barbosa
et al., |2015]. Si partimos de una secuencia de aminoécidos S tal que:

S = [a1, a9, as, ..., ) (2.29)

donde cada a; con i = 1,...,n representa un aminoacido, la nueva representacién se
obtendra al realizar un conteo de la cantidad de veces que aparece cada uno de los 20
aminoacidos existentes. La nueva representacion queda de la siguiente forma:

AAC = [fl, f27 f3, ceey f20] (230)

donde f; representa la frecuencia relativa de ocurrencia del j-ésimo aminodcido. Al utili-
zar esta representacion, la cual no toma en cuenta el orden de aparicion de los aminoacidos
en la secuencia, se pueden obtener resultados muy similares para secuencias muy diferen-
tes.

Pseudo-composicion de aminoacidos

La Pseudo-Composicién de Aminoacidos (PseAAC) es ampliamente utilizada para pre-
decir diversos atributos de las proteinas. Esta transformacion representa mejor las carac-
teristica de una secuencia de proteina a través de un modelo discreto. PseAAC toma en
cuenta la informacién de orden de aparicién de los aminoacidos en una cadena, incorpo-
rando esa informacién a la representaciéon |[Nanni et al., 2012].

PseAAC almacena en sus primeras 20 posiciones la informacién de frecuencia relativa,
tal como los hace AAC, y en las posiciones restantes almacena factores adicionales que
representan informacion de algin tipo de relacion de orden entre los aminoacidos de la
cadena. La representacion de esta transformacion puede verse de la siguiente manera:

PscAAC = [fl, fg, fg, ceey fg(), ceny Pa]T (231)

a, que es la longitud de la transformacion, siempre es menor que la longitud real de la
secuencia. El valor que toma « esta directamente relacionado con el niimero de niveles A
y con el numero n de propiedades fisico-quimicas tomadas en cuenta a lo largo de los A
niveles [Nanni et al., 2012]. Para realizar las transformacién es necesario capturar para
cada aminodcido en la secuencia, n propiedades especificas de los A aminoacidos contiguos
(ver figura . La longitud a de una cadena se puede expresar como: o = 20 + nA\
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Figura 2.9: Niveles de correlacién de orden de la secuencia de proteina |[Nanni et al., 2012,
Ramos Pérez, 2016].

Wavelet basado en energia multiescala y PseAAC

Esta forma de representacion es un vector hibrido que contiene la concatenacion de
PseAAC y un vector de energia multiescala MSE. Para obtener este vector cada elemento
de la secuencia de aminoacidos es remplazado por su valor hidrofébico correspondiente
en la escala FH. El vector resultante de esta sustitucion es un vector numérico, analogo
a una senal digital. A este nuevo vector se le aplica el algoritmo Mallat |[Mallat|, |1989)
para obtener una transformacion wavelet discreta (DWT). Este tipo de DWT se basa
en la representacion de senales aplicando bancos de filtros pasa bajas (coeficientes de
aproximacién) y filtros pasa altas (coeficientes de detalle) [Ur-Rehman and Khan|, 2011].
Al aplicar el algoritmo Mallat al vector numérico de la secuencia se obtienen los coeficientes
de aproximacién y detalle, el vector MSE queda de la siguiente manera:

MSE(k) = [dY,d5, dk, ..., d"%  aF ] (2.32)

< Ymo

donde d* , es la raiz cuadrada de la media de la energia de los coeficientes de detalle,
a¥ es la raiz cuadrada de la media de la energfa de los coeficientes de aproximacién. m
representa la m-ésima escala, donde la escala significa el nivel de descomposicion, el cual
depende del tamano de la secuencia y se obtiene al aplicar log, a su longitud [Ur-Rehman
and Khan) 2011].

Para el caso de las proteinas, los componentes de baja frecuencia son funcionalmente
mas importantes, al igual que PseAAC, esta transformacion conserva informacioén de orden
en la secuencia. Al final se concatenan los resultados:

MSE — PseAAC = [f1, fa, f3, s f20, o0y Py di d5 db ... d¥ al] (2.33)

sy Uy
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Auto-covarianza y covarianza cruzada

Laidea esencial de esta transformacién es convertir las secuencias primarias de aminoéci-
dos a un vector de valores reales de forma similar a como lo hace DWT. Estos nuevos
valores numéricos se denominan descriptores y representan propiedades fisico-quimicas
[Smith and Waterman| 1981]. Posteriormente se realiza una nueva transformacion de los
descriptores a una matriz uniforme. Esta transformacién contiene la auto covarianza (AC)
que mide la correlacién de un descriptor d con dos residuos separados en un intervalo lg
y la covarianza cruzada (CC), la cual mide la correlacién de dos descriptores diferentes
entre dos residuos por otro intervalo a través de la secuencia [Cruz-Barbosa et al., 2015,
Lapinsh et al [2002]. La AC y CC son concatenados por medio de intervalos dando lu-
gar a nuevas secuencias C'(lg), este nuevo conjuntos de secuencias son concatenados para
un nuevo intervalo maximo [g,,., dando como resultado un vector que tiene la siguiente
forma:

ACC<lgmam> = [C(lg)C(lg), e C(lgmaac)] (234)

esta transformacion es libre de alineamiento y conserva mayor informacion presente en
la secuencia, asi como la dependencia de orden entre posiciones de aminoacidos vecinos.
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Capitulo 3

Desarrollo del proyecto

Es este capitulo se describen las caracteristicas de hardware, los entornos de desarrollo
y la biblioteca de métodos multi-etiqueta desarrollada. También, se describe el esquema
general de los experimentos y los modulos del proyecto utilizados para las pruebas de
los diferentes algoritmos de clasificacién, reduccion de dimensionalidad y métricas de
evaluacion multi-etiqueta.

3.1. Esquema experimental

Para los experimentos se utilizo MATLAB R2010b, S.O. Ubuntu 14.04 a 64 bits. El
hardware que se utiliza es una maquina de escritorio con procesador 7, 2.5 GHz, 14
Gb de RAM. Para las pruebas de exactitud se utiliza la estrategia de doble validacién
cruzada estratificada (ver con 5 particiones externas y 3 particiones internas. Los
resultados de las pruebas son el valor promedio de repetir los experimentos 10 veces. El
conjunto de datos fue tomado de la base de datos publica GPCRDB E] [Isberg et al.,
2014]. La SVM utiliza un enfoque uno-contra-uno para construir el modelo general de
los datos, la implemetancién del codigo en MATLAB es tomado de la libreria LIBSVM
E] [Chang and Lin| 2011]. La implemetacién de los algoritmos de reduccién de dimensio-
nalidad tradicional forman parte del toolbox SIMFEAT (simple linear and kernel feature
extraction) [f| [Arenas-Garcfa et al [2013]. La versién multi-etiqueta de k-NN [Zhang and
Zhou, 2007] es tomada de LAMDA (Learning And Mining from Data)l] Los cédigos de
los algoritmos de reduccion de dimensionalidad multi-etiqueta forman parte del toolbox
MLDR (Multi-Label Dimensionality Reduction) [ [Sun et all, [2013].

Los graficos son obtenidos mediante R v3.2.4 para Rstudio. La biblioteca de métodos de
reduccién de dimensionalidad y clasificacién muti-etiqueta desarrollada en este trabajo se
implementd en lenguaje C++4 bajo la plataforma Ubuntu utilizando la biblioteca armadillo
[Sanderson, 2010].

Yhttp://www.gpcr.org/7tm
https://www.csie.ntu.edu.tw/ cjlin/libsvm/

3http:/ /isp.uv.es/soft_feature.html
“http://lamda.nju.edu.cn/Data.ashx
Shttp://www.public.asu.edu/ jye02/Software/MLDR
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3.2. Esquema general

Como se menciond en la seccién [2.2.1] el primer paso para la implementacién de un
sistema de reconocimiento de patrones es la adquision de los datos. Para este caso en
particular, los datos se obtienen de una base de datos publica. Como dichos datos se en-
cuentran en su forma alfabética, es necesario aplicarles alguna transfomacién para obtener
vectores niimericos que los algoritmos de apredizaje méquina puedan analizar.

Una vez que contamos con informacion numérica, el siguiente paso es realizar un analisis
exploratorio de los datos. El objetivo es observar mediante algiin recurso grafico ciertas
propiedades estadisticas. Posteriormente, después de conocer la estructura de los datos
se aplican técnicas de reduccion de dimensionalidad utilizando un enfoque tradicional.
Los datos que se obtienen al aplicar dichas técnicas son analizados de forma gréafica y
comparados con los datos analogos de la tranformacién sin reduccién. Si el nimero de
variables en la estructura de baja dimensién no permite un analisis objetivo de los datos,
se utilizan técnicas de clasificacion. Mediante estas técnicas se estima si la estructura en
baja dimensién logra una mejor discriminacién de los datos de acuerdo a su clase.

multi-etiqueta RD
multi-etiqueta —_
Clasificacion
_ multi-etiqueta
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Figura 3.1: Esquema general de los experimentos.

El proceso descrito anteriomente culmina compararando los resultado obtenidos de
los métodos utilizados con los reportados en el estado del arte siguiendo el enfoque de
apredizaje de etiqueta simple.

En la figura |3.1| se muestra el esquema general de los experimentos realizados en este
trabajo, en la parte inferior de la imagen se puede apreciar (contorno rojo) el procedimien-
to descrito anteriormente, el cual sigue la linea de aprendizaje tradicional. Por otro lado,
partiendo de la transformacién numérica también se puede realizar el proceso analogo
utilizando el aprendizaje multi-etiqueta. La tinica diferencia estriba en que las transfor-
maciones de secuencias de GPCRs que se encuentran expresadas mediante el modelo de
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etiqueta simple se deben modelar a su versién multi-funcional para poder ser analizadas
mediante aprendizaje multi-etiqueta.

El modelado multi-etiqueta se presenta de forma detallada en la seccion Aqui, se
observa que el modelo multi-funcional de las secuencias de GPCRs de clase C se lleva acabo
mediante el andlisis de la matriz de confusién al aplicar una SVM a las transformaciones
sin reduccion. De dicho analisis se crea un conjunto de datos, en el cual las proteinas estan
asociadas a més de una clase (funcién). Una vez obtenida la representacién multi-funcional
se puede aplicar técnicas de reduccién y clasificacion multi-etiqueta de la misma forma
como se hizo con las transformaciones que contienen un modelado de etiqueta simple. Este
proceso se ilustra en la figura [3.1} en la parte superior, siguiendo la linea de aprendizaje
multi-etiqueta. Como parte final de los experimentos se compara el rendimiento de ambos
enfoques y se discuten los resultados.

3.3. Moébdulos del proyecto

El proyecto tiene como objetivo la reducciéon de dimensionalidad de secuencias de
aminoacidos, las cuales han sido transformadas de su representacion alfabética a su re-
presentacion numérica. Las representaciones a las que se han transformado las secuencias
son: Composicién de aminoédcidos (AAC), Pseudo composicion de aminodcidos (PseAAC),
Wavelet basado en energia multiescala y pseudo composicién de aminodcidos (Wavelet-
PseAAC) y Auto-covarianza y covarianza cruzada (ACC) [Cruz-Barbosa et al., 2015,
Lapinsh et al., [2002, Ramos Pérez, 2016, Ur-Rehman and Khan, [2011]. Las cuatro repre-
sentaciones de secuencias de aminodcidos son vectores con diferente longitud (20, 62, 74 y
325 respectivamente). Al aplicar métodos de reduccién de dimensionalidad se busca una
estructura mas compacta que realce la informacion discriminante en la cual se puedan
analizar los datos mediante un recurso gréafico. Si los métodos aplicados a las transforma-
ciones reducen el nimero de caracteristicas a una dimension en la que el andlisis grafico
no sea objetivo, se utilizan clasificadores para obtener un medida de desempeno y poder
comparar la estructura original y reducida de las secuencias. En la figura 3.2 se muestra
el diagrama general de bloques de la primera etapa del proyecto, en la cual se utilizan
técnicas de reduccion y clasificacion convencionales.
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Figura 3.2: Diagrama de bloques para la reduccion de secuencias de aminoacidos utili-
zando un modelado tradicional.

clasificador

Las secuencias que se analizan en este trabajo forman parte de la familia C de los
receptores acoplados a proteinas G, la cual esta categorizada en siete subfamilias. Debido
a que existen secuencias de proteinas que pueden interactuar con mas de un ligando, se
propone un modelado multi-etiqueta para secuencias en las cuales al momento de clasificar
o visualizar su distribucién de clases exista un grado de certeza de su asociacién a otra
subfamilia de proteinas de la clase C. La figura[3.3 muestra el diagrama general de bloques
del modelado de los datos de su forma convencional a su forma multi-etiqueta.

Representacion Representacion
de aminoacidos de aminoacidos
con etiqueta simple con multi-etiqueta
AAC ] AAC ]

PseAAC

PseAAC ]

modelado
multi-etiqueta

Wavelet—PseAAC] Wavelet—PseAAC]

([ Acc ) ([ acc )

Figura 3.3: Diagrama de bloques del modelado tradicional al modelado multi-etiqueta

Las secuencias de aminoacidos modeladas de manera multi-etiqueta son analizadas
con el mismo tipo de pruebas (de reduccién de dimensionalidad y clasificacién), pero
con algoritmos basados en el enfoque multi-etiqueta. Como punto final se comparan los
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resultados obtenidos para ambos modelos (simple y multi-etiqueta) y se resaltan los pros
y contras de cada estrategia. En la figura[3.4]se observa el diagrama general de bloques del
proceso de reduccién y clasificacion de los conjuntos modelados a su forma multi-etiqueta
con algoritmos de clasificacién y reduccion que siguen el mismo enfoque.
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[ PseAAC ] multi-etiqueta
método de reducciéon N—e——

|| de dimensionalidad

ensi N
[Wavelet—PseAAC] multi-etiqueta clasificador

multi-etiqueta
[ ACC ]

Figura 3.4: Diagrama de bloques para la reduccién de secuencias de aminoacidos utili-
zando un modelado multi-etiqueta

3.3.1. k-NN multi-etiqueta

El aprendizaje basado en los k£ vecinos mas cercanos de la version multi-etiqueta es
representado por la clase que se muestra en la figura[3.5] En el cuadro [3.1] se muestra una
breve descripcion de las variables y métodos asociados a dicha clase.
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ML k-NN

numODbj : integer
numObjTrain : integer
numObjTest : integer
numClass : integer
numFeatures : integer
nameFile : string

knn : integer

ypredict : vector
ypredTest: matrix
classOutput : vector
classOutputTest : matrix
indexKfold : vector
averageHIKcv : double
ObjectTrain : matrix
classTrain : matrix
ObjectTest : matrix
classTest : matrix
Object : matrix

class : matrix

priorP, priorN : vector
probP, probN : matrix

read_file_train(string nameFile,int numObject) : bool
read_file_test(string nameF,int numObject) : bool
read_file(string nameF,int numObject) : bool
train(int knn) : bool

predict_one(int index) : bool
k_cross_validation(int kev,int knn) : bool
copy_predict(int index) : bool

print_predict_one() : bool

print_predict_Test() : bool

read_index(string nameFile,int numIndex) : bool
print_hl kecv() : double

Figura 3.5: Diagrama de clases de k-NN multi-etiqueta
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Clase MLKNN

atributos

numObj: nimero de objetos del conjunto de datos

numObjTrain: nimero de objetos en el conjunto de entrenamiento
numObjTest : nimero de objetos en el conjunto de prueba
numClass: nimero de clases

numFeatures: nimero de caracteristicas

averageHIKcv: valor promedio de la métrica Hamming loss

knn: nimero de vecinos a tomar en cuenta

ypredict: vector de probabilidades de pertenecia

ypredictTest: matriz de probabilidad de pertenencia

classOutput: vector de etiquetas de salida de un ejemplo
classOutputTest: matriz de etiquetas de salida del conjunto de entrenamiento
indexKfold: vector de indices para la validacién cruzada
ObjectTrain: matriz de objetos del conjunto de entrenamiento
classTrain: matriz de etiquetas del conjunto de entrenamiento
ObjectTest: matriz de objetos del conjunto de prueba

classTest: matriz de etiquetas del conjunto de prueba

Object: matriz de objetos del conjunto de datos

class: matriz de etiquetas del conjunto de datos

priorP, priorN: vector de probabilidad a priori

probP; probN: matriz de probabilidades condicionales

métodos

mlknn(): constructor

read_file_train(...): leer subconjunto de entrenamiento
read_file_test(...): leer conjunto de datos

read _file(...): leer archivo

train(...): entrenar el modelo

predict_One(...): predecir un ejemplo del conjunto de prueba
k_cross_validation(...): predecir mediante validacién cruzada

copy _predict(...): respaldar el vector de prediccion
print_predict_test(): imprimir las etiquetas asignadas al conjunto de prueba
read_index(...): leer los indices para la validacién cruzada

print_hl kev(): imprimir el valor promedio de la k validacién cruzada

3.3.2.

Cuadro 3.1: Clase MLKNN con sus variables y métodos asociados

Analisis de correlacion candnica

El algoritmo de analisis de correlacion candnica utiliza la clase que se muestra en la
figura [3.6] En el cuadro se muestra una breve descripcion de las variables y métodos
asociados a dicha clase.
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CCA

data : matrix

labels : matrix
ccaData : matrix
ccalabels : matrix
numFeatures : integer
numODbj : integer
numLabels : integer
numComp : integer

reset() :

cca() : constructor

read_file(string nameFile, integer numObjct, integer numLabels, integer numFeat) : bool
canon_corr(integer numComponentCannonical) : bool

get_cca_data() : matrix

write_cca_data(string nameFile): bool

bool

Figura 3.6: Diagrama de clases de andlisis de correlaciéon candnica.

Clase CCA

atributos

data: matrix de caracteristicas

labels: matriz de etiquetas

ccaData: matriz de proyeccion de las caracteristicas
ccal.abels : matriz de proyecccion de las etiquetas
numFeatures: nimero de caracteristicas

numbj: niimero de objetos

numLabels: niimero de etiquetas

numComp: nimero de componentes candnicas

métodos

cca(): constructor

read _file(...): leer matriz de datos

canon_corr(...): ejecutar cca sobre los datos

get_cca_data(): retorna la matriz de datos almacenada en | variable ccaData
write_cca_data(string nameFile): escribe en un archivo el nuevo espacio reducido
reset(): limpiar las variables

3.3.3.

Cuadro 3.2: Clase CCA con sus variables y métodos asociados

Métricas de rendimiento

Para obtener el rendimiento de clasificacién de ML k-NN se creo la clase que se muestra
en la figura[3.7, En cuadro[3.3]se muestra una breve descripcion de las variables y métodos
asociados a dicha clase.

30




evaluation

hammingLoss : double
averagePrecision : double

evaluation() : constructor

eval_hl(matrix Predict, matrix Target, integer numObject, integer numLabels) : bool
get_hl() : double

eval_ap(matrix predict, matrix target, integer numObject, integer numLabels) : boool
get_ap() : double

Figura 3.7: Diagrama de clases de las métricas de evaluacién multi-etiqueta

Clase evaluation

hammingLoss: almacena el valor de la métrica hamming loss

atributos .. (s _
averagePrecision: almacena el valor de la métrica average precision

evaluation(...): constructor

eval_hl(...): obtiene el valor de la métrica hamming loss

métodos | get_hl(): retorna el valor que almacena la variable hammingLoss
eval_hp(...): obtiene el valor de la métricas avegare precision
get_ap(): retorna el valor que almacena la variable averagePrecision

Cuadro 3.3: Clase evaluation con sus variables y métodos asociados
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Capitulo 4

Resultados

Este capitulo presenta los resultados y discusion del andlisis exploratorio, reduccion
de dimensionalidad y clasificacién tradicional de las cuatro transformaciones aplicadas a
los GPCRs de clase C. Posteriormente, se presenta el modelado multi-etiqueta de dichos
conjuntos y los experimentos correspondientes a la reduccion y clasificacién multi-etiqueta
de dicho modelado. Como punto final, se realiza una comparacién de resultados del enfoque
tradicional con el multi-etiqueta.

4.1. Analisis exploratorio

En esta seccion se describe el conjunto de datos utilizado en los experimentos. Pos-
teriormente, se realiza un analisis exploratorio a cuatro conjuntos de datos obtenidos al
aplicar una serie de transformaciones a los datos de origen. El andlisis se enfoca en visua-
lizar la estructura de los datos mediante gréaficas de dispersion en dos y tres dimensiones.
También se exploran los datos para entender el tipo de distribucion, los rangos de sus
variables y la existencia de datos atipicos.

4.1.1. El conjunto de datos

Para las pruebas, se utiliza la base de datos piblica GPCRDB E] [Isberg et al., [2014].
La base de datos GPCRDB contiene las diferentes familias de GPCRs. Las secuencias
utilizadas en estas pruebas corresponden a la familia C (versién 11.3.4 de marzo 2011),
con un total de 1,392 ejemplos de secuencias libres de alineamiento debidamente clasifi-
cadas en sus siete subfamilias (ver cuadro . A este conjunto de secuencias que estan
representadas en forma alfabética se le aplican cuatro transformaciones diferentes para
obtener las representaciones numéricas correspondientes a dichas secuencias. La longitud
de las secuencias alfabéticas es variable y va de 225 a 1,955 aminodcidos por proteina.

Las transformaciones aplicadas a la base de datos de la familia C de GPCRs son: Com-
posicién de aminoédcidos (AAC), PseAAC (Pseudo-composicién de aminoécidos), Wavelet-
PseAAC (basado en energia multiescala y PseAAC) y Auto-covarianza y covarianza cru-

thttp://www.gpcr.org/7tm
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Subfamilia \ Descripcion ‘

Tipo 1 Receptores de calcio (Calcium sensing, CS)

Tipo 2 GABA-B (GB)

Tipo 3 Metabotrépicos de glutamato (Metabotropic glutamate, mG)
Tipo 4 Odorantes (Odorant, Od)

Tipo 5 Feromonas (Phermone, Ph)

Tipo 6 Receptores del gusto (Taste, Ta)

Tipo 7 Vomeronasal (Vomeronasal, VN)

Cuadro 4.1: Subfamilas de la clase C de los GPCRs.

zada (ACC). Para las trasformaciones PSeAAC y WaveletPseAAC se utilizan indices
fisico-quimicos tomados de la base de datos AAIndexﬂ [Kawashima and Kanehisa, 2000].
La transformacion ACC utiliza los descriptores mencionados en [Lapinsh et al. 2002].
El cuadro muestra el nimero de caracteristicas de cada transformacién. La figura
7?7 muestra el porcentaje que representa cada subfamilia dentro del conjunto de datos,
siguiendo el orden y numeracién especifica en el cuadro 4.2

’ Transformacion ‘ # de caracteristicas ‘

AAC 20
PseAAC 62
Wavelet-PseAAC | 74
ACC 325

Cuadro 4.2: Transformaciones utilizadas y nimero de caracteristicas.

Subfamilia Muestras por subfamilia

1

EEERERsEEN B |
~N O AWM

321

91
46

372
65

Figura 4.1: Ntimero de muestras por subfamilia del conjunto de datos.

Zhttp:/ /www.genome.jp/aaindex/
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4.1.2. Analisis previo de los datos

Antes de someter los conjuntos de datos a algun tipo de algoritmo, se lleva a cabo un
analisis previo de los datos mediante una herramienta grafica. Con el anélisis exploratorio
se busca entender la estructura y las propiedades que muestras los conjuntos de datos. El
primer paso es examinar las variables, el tipo de distribucién, observar si la distribucion
es simétrica y corroborar si la dispersién por pares de variables muestra algin tipo de
relacién.
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Figura 4.2: Graficas de dispersién por pares para algunas variables de la transformacion
ACC.

Después de la experimentacién se observa que en las cuatro transformaciones las va-
riables tienden a ser simétricas y con una distribucion normal. La figura muestra
los diagramas de dispersién-correlacién de algunas de las variables del conjunto de datos
ACC. En general, los pares de variables no muestran una correlacion lineal fuerte. Las
graficas de dispersion 3D muestran que en tres de los cuatro conjuntos (PseAAC, Wavelet-
PseAAC y ACC) existe una separacion lineal visible para al menos una de sus clases, y en
el conjunto AAC se muestra una mayor mezcla de las muestras que las diferentes clases
que el resto (ver figura :

Las graficas de dispersion vistas anteriormente representan a las variables sin distincion
de acuerdo a su subfamilia discriminante. El saber la distribucion de acuerdo a su etiqueta
discriminante nos ayuda a comprender si la estructura de los datos al ser divididos de
acuerdo a su clase es similar a la estructura general de la variable. Las figuras y
contienen los diagramas de dispersion en 3D de acuerdo a la clase de pertenencia de cada
muestra del conjunto AAC. En la figura y se muestra la nube de puntos de las
variables 1y 8 del conjunto ACC, la distribucién de los datos en las subfamilias 3 (tipo 3) y
6 (tipo 6) indica un posible correlacién lineal. En general bajo el anélisis de dispersién por
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Figura 4.4: Graficas de dispersién de acuerdo al tipo de subfamilia a la que pertenecen las
muestras del conjunto AAC. Exceptuando a la transformacion ACC, los demés conjuntos
muestran que la clase 2 (color verde) se encuentra separada significativamente de las

demas muestras.

pares y en el espacio 3D no muestra algin patrén, dependencia o distribucion especifica.

Por otro lado podrian existir observaciones sospechosas que se apartan de la media
geométrica del grupo en todos los conjuntos. Para probar esto es necesario analizar con
mas detalle estos puntos, debido a que pueden representar datos atipicos, los cuales, como
ya se menciono afectan el andlisis estadistico de la media, varianza, covarianza de los
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datos y altera la correlacion entre pares de variables.

Mediante graficas de cajas es posible encontrar datos atipicos en las variables de los
conjuntos de datos, sin embargo, para datos multivariantes es dificil comprobar que un
dato es atipico de forma grafica. Al ser un conjunto de datos multidimensional es dificil
decidir con certeza que muestra es un dato atipico. Para todos los conjuntos, una o mas
variables contiene datos extremos en su dimension correspondiente, mientras que en el
resto de las dimensiones la misma muestra no se encuentra fuera del rango ordinario de
los valores de la variable. Dicho de otra forma, esto quiere decir que al considerarse todas
las dimensiones, los valores que toman las variables de una muestra sospechosa pueden
caer fuera de la categoria de datos atipicos debido a la alta dimensionalidad. En estos
casos se debe someter el conjunto a técnicas de analisis més robustas.

Transformacién
Rango | AAC PseAA Wavelet-PseAAC ACC

Min | 0.343643 -0.729  -0.729 -1.664
Méx | 16 14.427  14.497 7

Cuadro 4.3: Rangos de las transformaciones

Los rangos de las variables varian para todos los conjuntos. Esta variacién se observa
en las gréficas de caja, lo que indica que se debe normalizar a los datos, ya que el no
hacerlo puede afectar el resultado de las técnicas de analisis como por ejemplo PCA. En
resumen, para los cuatro conjuntos de datos la dispersién tiende a ser normal. El cuadro
muestra los rangos minimos y maximos de los cuatro conjuntos.

Las graficas de caja también nos pueden decir si la media y la mediana se encuentran
alejadas una de la otra, el cual ocurre en las cuatro transformaciones para la mayoria de
las variables. De forma general, las cajas no son simétricas lo cual nos indica un leve sesgo
en los datos, y que la distribucion tiende a ser un poco asimétrica. En la figura se
aprecia como varian los rangos de las variables para el conjunto PseAAC.
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Figura 4.5: Grafica de cajas del conjunto PseAAC.

4.2. Resultados de reduccion de dimensionalidad

En esta seccién se aplican métodos de reduccién de dimensionalidad tradicionales a los
conjuntos de datos en cuestion (ver cuadro . Las proyecciones, que son los nuevos
conjunto de datos obtenidos al aplicar estos algoritmos de reduccién, son analizadas de
forma visual mediante graficas de dispersién. Como parte final de estas pruebas se utiliza
un algoritmo de cluster jerarquico y se generan dendrogramas con los grupos formados
mediante el analisis jerarquico.

4.2.1. Pruebas de reduccion

Después de identificar las principales caracteristicas de los conjuntos de muestras me-
diante gréaficos y el resumen de algunas cifras estadisticas de sus datos, se somete a estos
conjuntos a algoritmos de reduccién de dimensionalidad. El objetivo es obtener una me-
jor estructura de una baja dimensionalidad. Lo que se busca en esta nueva estructura es
mejorar la relacion y visualizacién existente entre las muestras de una misma subfamilia,
y también que estas muestras (de una misma clase) se logren diferenciar del resto de las
clases. El nuevo conjunto de datos reducido sera explorado de forma visual en dos y tres
dimensiones. El resultado de esta exploracion nos indicara si el algoritmo en cuestion logro
encontrar una estructura en la cual los datos sean separables, o de forma contraria, si la
reduccién no logra la separacion de las muestras de acuerdo a su categoria. Si esto ultimo
sucede, indica que el problema se debe atacar mediante otro enfoque.
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Figura 4.6: Graficas de dispersion de las proyecciones obtenidas con PCA. (a) Conjunto

AAC. (b) Conjunto PseAAC.

El primer algoritmo que se aplica es PCA, el cual supone que dentro del conjunto de
variables existe un tipo de dependencia lineal. Si en una gréafica de dispersion por pares,
se puede observar que la nube de datos se ajusta a una elipse, quiere decir que existe
dependencia. PCA supone una distribucion normal de los datos.

El resultado de aplicar PCA, sigue mostrando traslape al graficar sus primeras tres
componentes como lo muestran las figuras y .7 Sin embargo, son capaces de separar
en forma minima alguna de las clases. El conjunto ACC es el que mejor resultados de
separacién ofrece en las primeras tres componentes (ver figura . Cabe mencionar
que al aplicar PCA a todos los conjuntos se utilizé la matriz de correlacion, ya que las
variables de los conjuntos de datos tienen diferentes rangos.

Debido a que las variables originales no contenian una correlacién fuerte, el nimero
de componentes principales que logra explicar al menos el 80 % de la variabilidad de los
datos son 10, 24, 28 y 97 para cada conjunto, respectivamente.

PCA se enfoca sélo en la reduccién de dimensionalidad, al ser no supervisada, PCA no
toma en cuenta la clase de pertenencia de cada muestra. Después de analizar el conjunto
mediante PCA tratando de encontrar un correlacion lineal entre variables que ayude a
una mejor interpretacion de su estructura, se analizan los datos con un algoritmo que se
enfoca en la reduccion de la dimensién pero buscando la mayor separabilidad entre los
datos segtn la clase a la que pertenecen.

LDA basa su criterio en la bisqueda del mejor hiperplano que pueda categorizar mejor a
las diferentes muestras segin su clase. LDA es capaz de mapear los datos de la dimension
original, a una dimension reducida igual a d-1, siendo d el nimero de clases en el conjunto.
Esto sucede siempre y cuando el nimero de variables descriptivas sea superior al niimero

28



Clase CS
Clase GB
Clase mG
Clase Od
Clase Ph

Clase Ta

Clase Vm

comp2

Clase CS
Clase GB
Clase mG
Clase Od
Clase Ph

Clase Ta

Clase Vm

Figura 4.7: Gréficas de dispersién de las proyecciones obtenidas con PCA. (a) Conjunto

Wavelet-PseAAC. (b) Conjunto ACC.
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Clase Vm

Figura 4.8: Graficas de dispersién de las proyecciones obtenidas con LDA. (a) Conjunto

AAC. (b) Conjunto PseAAC.

de clases.

Los gréficos en tres dimensiones para las componentes de LDA muestran que la proyec-
cién logra separar la clase 2 (verde), 3 (azul) y 6 (gris) y parcialmente la clase 4 (amarillo)
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Figura 4.9: Graficas de dispersién de las proyecciones obtenidas con LDA. (a) Conjunto
Wavelet-PseAAC. (b) Conjunto ACC.

en el conjunto AAC (ver figura: . En el conjunto PseAAC y Wavelet-PseAAC las cla-
ses 1 (rojo), 2 (verde), 3 (azul) y 6 (gris) se logran separar de los demds grupos del conjunto
(ver figuras: y , respectivamente). Para el conjunto ACC sucede lo mismo que
para PseAAC y Wavelet-PseAAC, s6lo que para este tltimo las clases 2, 3 y 6 logran una
separabilidad mayor con respecto de los grupos restantes (ver figura: . En resumen,
el analisis grafico de los conjuntos de datos en el nuevo espacio reducido muestra mayor
separabilidad de acuerdo a su clase.

Para tener una perspectiva de como se agrupan los elementos de forma natural y verificar
si las muestras de una misma clase son las més disimilares (cercanas) entre si, se utiliza
el método de agrupamiento jerarquico. Este método agrupa las muestras utilizando un
medida de disimilitud basada en distancias.
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Figura 4.10: Dendrograma generado por el algoritmo de clister jerarquico basado en la
distancia media de los grupos del conjunto ACC. En las hojas, se muestra el nimero de
instancia asociado con una letra como prefijo que es asignada de acuerdo a su clase, las
marcas de color corresponde a la clase a la que pertenecen las muestras.
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Al aplicar a los conjuntos de datos un analisis de conglomerados jerarquico se obtiene
un arbol llamado dendrograma en el cual se puede apreciar claramente las relaciones de
agrupacion natural entre los datos. Este tipo de graficos muestra la forma de agrupar
utilizando la distancia media entre los grupos. Para los cuatro conjuntos se utilizé la
matriz de distancias estandarizada, debido a los motivos antes expuestos.

El dendrograma de la figura [4.10| muestra la jerarquia de los elementos y los grupos
que se forman al utilizar los datos del conjunto inicial (sin reduccién de dimensionalidad)
ACC. En dicha figura es notorio que para el conjunto no reducido el traslape de clases
es significativo. Puesto que en las hojas de los arboles existen una mezcla de colores que
indica que muchas ramas contiene elementos de distintas clases. Para este mismo conjunto
de datos, pero utilizando los datos de la proyeccion de LDA se puede observar que los
grupos que se forman en el dendrograma son mas homogéneos (ver figura . Esto
es, las hojas de una misma rama contienen en su mayoria objetos pertenecientes a la
misma clase . Esta situacion se repite para los tres conjuntos de datos restantes (AAC,
PseAAC, Wavelet-PseAAC). Ademads estos resultados coinciden con las vistas en 3D de
las proyecciones obtenidas con LDA en sus tres primeros componentes.
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Figura 4.11: Dendrograma generado por el algoritmo de cluster jerarquico utilizando la
distancia media de los grupos como medida de similaridad para la proyeccion creada por
LDA para el conjunto de datos ACC.
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4.3. Resultados de rendimiento

En esta seccion se aplican algoritmos de clasificacion a las transformaciones originales,
posteriormente estos mismos métodos seran aplicados a los conjuntos reducidos. El ob-
jetivo es obtener el rendimiento de clasificacion sobre cada conjunto. El rendimiento que
muestran los cuadros a partir de esta seccién es el valor promedio resultado de ejecutar el
algoritmo correspondiente diez veces, utilizando validaciéon cruzada estratificada con diez
particiones.

4.3.1. Pruebas de exactitud utilizando clasificadores tradiciona-
les

Los algoritmos de reduccién de dimensionalidad como PCA, generalmente van separa-
dos de los algoritmos como LDA y los métodos de andlisis de cluster. Estos dos tltimos
métodos regularmente se utilizan para clasificacion y agrupamiento respectivamente. Co-
mo se menciond en la seccién anterior, el objetivo de la reduccién de caracteristicas en los
conjuntos es encontrar una estructura méas compacta de los datos que logre discriminar
mejor nuevas observaciones. Por lo anterior, es necesario estimar el error de clasificacion
que sirva como referente para medir la efectividad de los métodos aplicados.

’ Transformacién ‘ % exactitud ‘
AAC 81.25 (k=1)
PseAAC 87.42 (k=3)
Wavelet-PseAAC | 87.57 (k=1)
ACC 87.5 (k=3)

Cuadro 4.4: Medida de exactitud promedio utilizando k-NN en las transformaciones ori-
ginales.

En esta etapa se utilizan clasificadores sencillos para medir la eficiencia de los modelos
obtenidos. El primer clasificador con el que se analizan los datos es k-NN (k nearest
neighbors). Las variaciones de k en el rango [1,19], utilizadas en este algoritmo son las
ayudan a obtener la configuracion con mayor exactitud de clasificacién, o dicho de otra
forma, la configuracion que mejor se ajuste al modelo cuando sea necesario predecir a que
subfamila pertenece un nuevo dato. k-NN se aplica primero, al conjunto no reducido vy,
posteriormente al conjunto que representa la proyeccién obtenida al aplicar PCA, para
ambos casos se utiliza validacion cruzada estratificada con 10 particiones.

Los resultados de clasificacion utilizando k-NN (con el mejor valor de k)y los conjuntos
de datos originales se muestran en el cuadro Para comparar, el cuadro muestra los
resultados de k-NN utilizando las proyecciones de los datos generadas por PCA. En estos
cuadros y se puede observar que con excepcién del conjunto AAC, la mayor
exactitud de clasificacion se obtiene con el conjunto original. Esto se puede justificar
debido al hecho de que la distribucion de los datos no se ajustan a una forma eliptica,
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la cual indicaria dependencia lineal. PCA, que se enfoca en conservar la varianza de los
datos no es lo suficientemente potente trabajando con datos que representan estructuras
complejas.

] Transformacién ‘ % exactitud ‘
AAC 82.68 (k=1, 89)
PseAAC 82.32 (k=1, 100)
Wavelet-PseAAC | 82.54 (k=1, 89)
ACC 85.41 (k=1, 80)

Cuadro 4.5: Medida de exactitud promedio utilizando k-NN y los conjuntos obtenidos
con PCA. Entre paréntesis de izquierda a derecha se muestra el nimero de vecinos y la
varianza acumulada en la reduccion, respectivamente.

También se clasificaron los datos mediante el algoritmo LDA que basa su clasificacién
en los hiperplanos de separacién que genera. Se utilizé validacién cruzada estratificada
con 10 particiones, el porcentaje de clasificacién correcta se muestra en el cuadro [4.6]

’ Conjunto ‘ Exactitud ‘
AAC 77.29
PseAAC 86.78
Wavelet-PseAAC | 86.56
ACC 96.69

Cuadro 4.6: Medida de exactitud promedio para las proyecciones obtenidas al aplicar LDA
a las transformaciones originales y clasificando con los planos discriminantes que genera
el algoritmo.

Otra alternativa es reducir la dimensionalidad de los conjuntos originales mediante LDA
y clasificar los datos reducidos mediante £-NN. El cuadro muestra los resultados de
dicha alternativa. La exactitud de los conjuntos reducidos al utilizar los hiperplanos que
genera LDA durante la reduccién es muy similar a la obtenida mediante k-NN con los
mismo conjuntos.

’Transformacién ‘Exactitud ‘

AAC 78.02 (k=9)
PseAAC 84.84 (k=5)
Wavelet-PseAAC | 86.70 (k=7)
ACC 96.26 (k=3)

Cuadro 4.7: Medida de exactitud promedio para las proyecciones obtenidas al aplicar LDA
a las transformaciones originales y clasificando con k-NN.
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CS GB mG Od Ph Ta VN\ \

41 1 2 0 1 0 1 CS
172 11 0 6 0 GB
3 286 6 21 1 2 mG
0
1

6 92 17 13 | Od
13 6 321 27 | Ph
0 2 2 58 2 Ta
6 4 35 2 253 | VN

= O N = N O
S = NN

Cuadro 4.8: Matriz de confusion de la transformacion AAC utilizando 1-NN para clasificar.

La matriz de confusién para el porcentaje de clasificaciéon mas bajo utilizando k-NN el
cual corresponde al conjunto AAC se muestra en el cuadro [4.8 Por otra parte, el cuadro
muestra la matriz de confusién del conjunto con la mayor exactitud, la cual se obtiene
al clasificar con LDA el conjunto ACC. Para ambos casos, la matriz de confusién muestra
que el numero de elementos mal clasificados es mayor para las clases 4, 5 y 7, lo cual
sucede para todos los conjuntos. Ademas, estas tres clases son las que muestran estar mas
mezcladas en los gréficos de dispersién en dos y tres dimensiones (ver seccién .

|CS GB mG Od Ph Ta VN | |

45 0 1 0 0 0 O CS
193 0 0 0 0 O GB
0 316 2 3 0 0 mG
0
0

0 81 4 ) Od
350 15 | Ph
0 65 0 Ta
7 0 29 | VN

_ o o = OO
o O O O

O O =

S O W

Cuadro 4.9: Matriz de confusion de transformacion ACC utilizando LDA para clasificar.

Lo anterior se confirma en el cuadro que contiene las distancias entre los centroides
obtenidos al aplicar LDA al conjunto AAC. Aqui las celdas resaltadas con negritas son
los grupos mas cercanos entre si. Este cuadro muestra que el centroide de la clase 4 es el
mas cercano a la clase 5 y 7 cuando se realizan los agrupamientos. En consecuencia, estas
tres clases son las que contienen un mayor nimero de elementos mal clasificados, como

muestran los cuadros [4.8] y [4.9]
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0

2| 4.80

31387 3.33
41398 5.58 4.08
5| 3.51 452 3.05 2.67

6| 567 5.81 465 437 3.31
71337 483 3.65 2.52 1.26 3.76

Cuadro 4.10: Matriz de distancias para los centroides obtenidos al aplicar LDA al conjunto
AAC.

Debido a que las clases 4, 5 y 7 son las que afectan el porcentaje de clasificacién correcta
en mayor medida segtin los cuadros y [A.7], en el siguiente experimento se fusionan estas
tres clases, y, posteriormente se aplica k-NN para comprobar si se incrementa la exactitud
de clasificacién, con el objetivo de objetivo de evaluar si las clases son semejantes. De forma
general, el rendimiento se incrementa para todos los conjuntos (AAC, PseAAC, Wavelet-
PseAAC y ACC), logrando los siguientes resultados: 93.03 %, 93.68 %, 94.40 % y 93.39 %.
Obteniendo mejor porcentaje de clasificacién correcta el conjunto Wavelet-PseAAC.

Aunque el rendimiento aumenta con la fusion de las clases 4, 5 y 7 en los conjuntos
originales, el nimero de ejemplos mal clasificados ain es significativo, sobre todo en la
columna que representa a la fusion de las clases 4, 5y 7. Ademas, la fusion de dichas clases
asume que estas solo realizan una funcién, lo cual contradice el conocimiento actual de
que cada clase tiene una funcién distinta. Lo anterior permite inferir que estas subfamilias
deben ser modeladas con un enfoque distinto.

Ahora, si se consideran sélo las muestras pertenecientes a las clases 5 y 7 y se aplica
k-NN obtenemos una exactitud de clasificacion de 88.31, 91.56, 91.42 y 93.63 por ciento,
para cada conjunto, respectivamente. En este experimento se toman solo las instancias
pertenecientes a estas dos clases debido al hecho de que el mayor nimero de elementos
mal clasificados que corresponden a la clase 5 son asignados a la clase 7 por LDA y k-
NN. De forma andloga, la mayoria de muestras mal clasificadas pertenecientes a la clase
7 son asignadas a la clase 5 por los clasificadores utilizados, lo cual no sucede de forma
reciproca si se toma en cuenta las instancias de la clase 4. El cuadro muestra la matriz
de confusién resultante para las muestras pertenecientes a las clases 5 y 7 del conjunto
AAC al ser clasificadas con k-NN. Esta matriz contiene una cantidad considerable de
ejemplos mal clasificados, lo cual indica que las dos clases contienen una estructura que es
dificil de discriminar por los clasificadores utilizados. De igual forma que en el experimento
anterior, dado que cada subfamilia tiene una funcién distinta, estas deben ser modeladas
con un enfoque distinto.

la_b | |
336 36 |a=>5
43 261 | b=7

Cuadro 4.11: Matriz de confusién obtenida al clasificar mediante k-NN (k = 1) las muestras
de las subfamilias 5 y 7 para el conjunto de datos AAC.
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Por otro lado, la regresion logistica (RL) es otro método tradicional se utiliza para
clasificar objetos y seleccién de variables. Ante de atacar el problema de discriminacion
en cuestion con modelos mas complejos, aplicaremos RL a las clases 5 y 7 asumiendo que
un modelo lineal es capas de discriminarlas eficazmente. En el cuadro los p-valores
indican que en el subconjunto de datos de las familias 5 y 7 las variables no son signifi-
cativamente importantes para el modelo, ya que el p-valor (Pr(> ||z||)) es muy elevado
(> 0.05) para todas ellas. Con esta informacién no es posible realizar una interpretacion
objetiva del porque de este fenémeno.

Estimate  Std. Error z value Pr(> |z])

(Intercept) 124908.2244 314917.4708 0.40 0.6916
al -1248.9351 3149.1787 -0.40 0.6917
a2  -1250.4035 3149.1678 -0.40 0.6913
ad  -1248.4876 3149.1766 -0.40 0.6918
ad  -1248.6197 3149.1710 -0.40 0.6917
ab  -1247.7501 3149.1763 -0.40 0.6919
a6 -1249.2277 3149.1696 -0.40 0.6916
a7 -1249.1490 3149.1891 -0.40 0.6916
a8  -1248.9927 3149.1751 -0.40 0.6917
a9  -1249.0761 3149.1714 -0.40 0.6916

al0  -1248.8284 3149.1718 -0.40 0.6917
all -1249.0197 3149.1729 -0.40 0.6916
al2  -1249.8282 3149.1717 -0.40 0.6915
ald  -1249.1792 3149.1750 -0.40 0.6916
ald  -1249.6769 3149.1699 -0.40 0.6915
ald  -1249.4926 3149.1832 -0.40 0.6915
alée  -1249.1391 3149.1751 -0.40 0.6916
al?r  -1249.1615 3149.1745 -0.40 0.6916
al8  -1248.9310 3149.1730 -0.40 0.6917
al9  -1251.1359 3149.1946 -0.40 0.6912
a20  -1249.4858 3149.1782 -0.40 0.6915

Cuadro 4.12: Resumen de el conjunto de datos AAC para las clase 5 y 7 aplicando
regresion logistica.

A simple vista pareciera que ninguna variable es relevante. Supongamos que existen dos
variables en un modelo y una de estas es una copia de la otra, los p-valores indican que
ambas variables no son relevantes, si eliminamos una de ellas, entonces la variable que
queda se vuelve significativamente relevante ya que sin esta tiltima no se podria hablar de
prediccién. El modelo logistico no es eficiente cuando los datos mantienen una distribucion
normal, dicho modelo puede ser mas eficaz cuando el conjunto de datos no tienen la misma
matriz de covarianzas, lo cual contrasta con los parametros que exige LDA.
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Estimate Std. Error =z value Pr(> ||z])

(Intercept)  133.3053 14.7831 9.02 0.0000
al -1.1843 0.2089 -5.67 0.0000
a2 -2.6574 0.3209 -8.28 0.0000
ad -0.7375 0.2317 -3.18 0.0015
ad -0.8719 0.1961 -4.45 0.0000
ab -1.4806 0.2220 -6.67 0.0000
a7 -1.3941 0.2496 -5.59 0.0000
a8 -1.2434 0.1744 -7.13 0.0000
a9 -1.3282 0.2290 -5.80 0.0000

al0 -1.0803 0.1807 -5.98 0.0000
all -1.2712 0.2864 -4.44 0.0000
al2 -2.0804 0.2520 -8.25 0.0000
al3 -1.4298 0.2324 -6.15 0.0000
al4 -1.9296 0.2486 -7.76 0.0000
ald -1.7402 0.2328 -7.47 0.0000
al6 -1.3898 0.1977 -7.03 0.0000
al7 -1.4124 0.2140 -6.60 0.0000
al8 -1.1825 0.1892 -6.25 0.0000
al9 -3.3795 0.3991 -8.47 0.0000
a20 -1.7354 0.2343 -7.41 0.0000

Cuadro 4.13: Resumen de los conjunto de datos AAC para las clase 5 y 7 aplicando
regresion logistica eliminando la variable a5.

Mediante prueba y error se descartan variables para observar como se comporta el
modelo RL al momento de predecir. En estos experimentos se descubrié que al eliminar una
de las variables los p-valores cambian significativamente. El cuadro contiene los nuevos
indices de los p-valores al realizar regresion logistica eliminado la variable ab del proceso.
Para todas las variable los p-valores cumple con la restriccién antes mencionada, lo que
indica que todas las componentes son esenciales para el modelo. Al utilizar este método
como un clasificador utilizando validacién cruzada el porcentaje de clasificacién correcta es
de 76.03 %, el cual resulta inferior al obtenido por k&—NN tomando en consideracién todas
las variables. Sucede los mismo al analizar las subfamilias 5 y 7 de los conjuntos restantes
con RL. RL no ofrece resultados superiores por tal, se descartan més experimentos.

4.3.2. Pruebas de exactitud utilizando clasificadores no lineales

En esta seccién se aplica una maquina de soporte vectorial (SVM) con el kernel Gaus-
siano a las cuatro transformaciones sin reduccion, asi como también a las proyecciones
obtenidas al someter dichos conjuntos a PCA y LDA. Para obtener un rendimiento de
clasificacién mas preciso se emplea la técnica de doble validacion cruzada.

Para que SVM ofrezca resultados 6ptimos, los parametros del kernel a utilizar deben ser
los que mejor generalicen al conjunto de datos. Para esto, se utiliza la estrategia de expe-
rimentacién de diseno factorial |Alpaydin) 2010] (comtinmente denominada busqueda de
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malla) para ajustar los pardmetros C'y gamma en los rangos [2!,...,210] y [271 ... 2710]
respectivamente, del kernel Gaussiano. La figura muestra el proceso general del es-
quema de doble validacién cruzada.

[] Entrenamiento
0 Prueba

. ™ Validacién externa

rr-r—-rr-m—mm"mmr—H"m—mmm—m—m———-" 1 Construccidn del modelo
con los mejones
parametros cbtenidos en
———————————————————— - lavalidacion interna.

Prediccidn conla
G particién de prueba.

[0 Entrenamiento
D Prueba

Validacion interna

Blsgueda de los mejores
L ] parametros atraves de la
_______________ validacid cruzada interna
rédiante alguna téonica
de optimizacion.

Figura 4.12: Esquema general de una doble validaciéon cruzada

El procedimiento de doble validacién cruzada consiste en los siguientes pasos [Konig
et al., 2013, Ramos Pérez, |2016]:

1. Normalizar los datos.
2. Crear cinco particiones estratificadas para la validacién cruzada externa.

a) Utilizar la particiéon de entrenamiento para obtener los mejores pardmetros del kernel
Gaussiano.

1) Para cada combinacién de los pardmetros C'y 7 crear un modelo y obtener su ren-
dimiento utilizando validacién cruzada interna con cinco particiones. Almacenar los
parametros que arrojen el mejor resultado.

2) Crear un modelo utilizando los mejores pardmetros obtenidos y entrenarlo con los
datos de la particién de entrenamiento actual de la validacion cruzada externa.
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b) Clasificar el conjunto de prueba con el modelo entrenado en el paso a2) utilizando una
medida de rendimiento.

3. Calcular el valor promedio del rendimiento de las cinco iteraciones de la validacién cruzada
externa.

El cuadro 4.14] muestra el rendimiento de las SVMs para las cuatro transformaciones sin
utilizar RD y también de las proyecciones obtenidos al aplicar LDA y PCA.Aqui se observa
que, SVM logra incrementar el rendimiento de clasificacién de todos los conjuntos en forma
general. Las transformaciones sin reduccion AAC, ACC y las proyecciones obtenidas con
PCA presentan un incremento significativo si las comparamos con los resultados de k-
NN (ver seccién . Para las proyecciones generadas por LDA sélo se observa un
incremento considerable para la transformacién PseAAC. Los mejores resultados para
todos los conjuntos son obtenidas con la transformaciéon ACC. A continuacién comparamos
los mejores resultados obtenidos con clasificadores convencionales en este trabajo con los
reportados en la literatura.

Resultados de la clasificacién

Método de reduccion

Transformaciéon  sin reduccién PCA LDA
AAC 88.14 85.49 (100,20) 79.31
PseAAC 89.66 88.79 (81,24)  86.78
Wavelet-PseAAC 90.89 88.43 (89,37)  86.71
ACC 92.53 92.10 (80,97) 96.70

Cuadro 4.14: Medida de exactitud promedio utilizando una SVM

Los resultados en [Konig et al., 2014b] reportan la mayor exactitud de clasificacién
para la transformaciéon ACC utilizando la transformacién de digramas (digram-frequency
composition) con un 93 % de clasificacién correcta utilizando una SVM. También es utili-
zado una SVM en [Konig et al., 2014a], en donde se obtiene una exactitud de 94.3 % con
585 caracteristicas utilizando la transformacién de secuencias de n-gramas sin seleccién
de caracteristicas, mientras que con una seleccion de 49 atributos logra una exactitud de
93.9%. En [Ramos Pérez, |2016] se logra una exactitud de clasificacién de 95.13 % utili-
zando aprendizaje profundo a través de una maquina de Boltzmann restringida. En este
trabajo reduciendo la transformacion ACC con LDA a seis caracteristicas se logra una
exactitud de 96.26 %, 96.69 % y 96.70 % con 3-NN, planos discriminantes de LDA y SVM,
respectivamente.

Alternativamente a PCA se aplicé Kernel PCA (KPCA) y Spherical Principal Compo-
nents (SPC) |[Locantore et al., [1999], los resultados no se muestran en este documento ya
que no mejoran el rendimiento mostrado por PCA. Aunque ACC-PCA con 80 componen-
tes y un 90 % de retencién de varianza iguala el rendimiento obtenido de ACC-SVM, el
nimero de componentes necesarias es muy alto.
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4.4. Modelado multi-etiqueta

De los experimentos que se realizaron en las secciones anteriores, los resultados de los
puntos que se enlistan a continuacién son la clave para el nuevo enfoque que se le dara
al problema de inseparabilidad de algunas subfamilias pertenecientes a los GPCRs de la
clase C:

= La exploracién en 3D de las proyecciones generadas por LDA en sus 3 primeras
componentes.

» El andlisis de las matrices de confusion (ver cuadro [4.15)).

» Los resultados de rendimiento al fusionar las clases 4, 5 y 7 (ver cuadro [4.16]).

11 2 3 4 5 6 7 | \
45 0 1 0 0 0 0 [a=1
0 193 0 0 0 0 0 =2
0 0 36 2 3 0 0 |c=3
1 0 0 8 4 0 5 |d=4
0 0 4 3 30 0 15 |e=5
o 0 0 0 0 65 0 |f=6
1 0 0 0 7 0 296|g=7

Cuadro 4.15: Matriz de confusion de la transformacién ACC utilizando LDA para clasifi-
car.

Transformacién Clasificador
1-NN SVM
AAC 93.03 95.11
PseAAC 93.68 96.12
Wavelet-PseAAC  94.40 96.05
ACC 93.39 96.77

Cuadro 4.16: Cuadro de rendimiento promedio al fusionar las clase Od, Ph y Vn clasifi-
cando las transformaciones con k-NN y SVM de los conjuntos originales.

Las clases 4, 5y 7 (Od, Ph y VN, respectivamente) estdn asociadas a funciones de
receptores olfativos, y de acuerdo a la naturaleza multi-funcional de las proteinas (ver
seccion podemos proponer que estas tres subfamilias comparten funciones. Si un
conjunto de proteinas multifucionales pertenecientes a diferentes familias o subfamilias
comparten al menos una funcion, sus secuencias nativas pueden ser similares. Las regio-
nes bioldgicamente significativas, en las que se encuentran asociadas las funciones que
realizan, son regiones flexibles, las cuales s6lo toman una estructura definida en presencia
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de cierto ligando. Cuando la estructura quimica de los ligandos presentes no permite una
interaccién, obtener un patrén preciso es improbable, lo que hace que estas regiones no
aporten informacion relevante a los algoritmos de reconocimiento de patrones. Dicho de
otra forma, la divergencia de las secuencias para este tipo de proteinas no es significativa-
mente marcada, lo cual provoca que los algoritmos de aprendizaje automatico no logren
encontrar un patron discriminativo y se confundan al momento de realizar la clasificacion.

Si suponemos que existen proteinas que pueden ser activadas por mas de un ligando,
podemos atacar el problema de separabilidad, clasificacién y reduccién de dimensionalidad
desde un enfoque multi-etiqueta. Como se mencioné en la seccion [2.4) en el aprendizaje
multi-etiqueta el espacio de hipétesis puede ser compartido por las instancias asociadas
a multiples clases. Para poder tomar un enfoque multi-funcional para los GPCRs de
clase C, el primer paso es modelar las transformaciones con las que se han realizado los
experimentos a su forma multi-etiqueta.

El modelado multi-etiqueta de las cuatro transformaciones se basa en las matrices de
confusién que se obtienen al aplicar SVM a dichos conjuntos. De forma similar a como
se realizaron las pruebas de rendimiento para las cuatro transformaciones con SVM utili-
zando doble validacion cruzada y bisqueda de malla, se realiza nuevamente este proceso
para separar las instancias asociadas a multiples funciones del resto de las muestras. A
cada transformacién sin reduccion se le aplicard dicho proceso, para obtener su modelo
multi-etiqueta correspondiente. Para que el muestreo sea valido y se pueda omitir a las
instancias que caen dentro del margen de error del modelo creado por SVM se repiten las
pruebas 100 veces. La matriz de confusién es modificada para que en cada casilla almacene
una lista que contenga a las instancias de acuerdo a la clase a la que las asigno el clasifi-
cador, y un contador que acumula el nimero de veces que cada instancia fue asignada a
la misma clase durante las 100 iteraciones.

Por ejemplo: la casilla (5,7) de la matriz de confusién del cuadro indica que 15
instancias que pertenecen a la clase 5 fueron asignadas a la clase 7. La matriz de confusion
que se crea para el proceso iterativo ya mencionado, en lugar de almacenar el nimero de
instancias mal clasificadas almacena una lista como la que se muestra en el cuadro [£.17]
La primera posicién en la lista almacena la dupla (100,898), lo cual se interpreta de la
siguiente manera: la instancia nimero 898 fue asignada 100 veces a la clase 7, siendo la
clase 5 su clase real.
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Indice (contador, nim. de instancia) ‘ Indice (contador, nim. de instancia)

1 100,898 21 46,662
2 100,969 22 25,929
3 100,970 23 23,715
4 100,971 24 19,991
5 100,985 25 17,927
6 100,986 26 17,990
7 100,987 27 15,655
8 100,993 28 15,800
9 100,995 29 15,980

10 100,1018 30 13,787

11 100,1020 31 13,989

12 98,967 32 12,923

13 98,972 33 12,1022

14 97,901 34 11,652

15 95,968 35 10,915

16 91,828 36 9,651

17 81,892 37 8,754

18 74,897 38 7,819

19 63,654 39 6,918

20 50,900 40 6,1021

Cuadro 4.17: Primeras 40 posiciones de la lista almacenada en la casilla (5, 7) de la matriz
de confusién al aplicar 100 repeticiones de SVM sobre el conjunto de la transformacion

ACC.

Al analizar las listas de las matrices de confusion de las cuatro transformaciones, se
observa que las instancias mal clasificadas. Sélo alternan entre dos clases, la real y al-
guna otra que el clasificador asigna. Dicho de otra forma, el modelo multi-etiqueta sélo
contendra instancias asociadas a dos clases diferentes. Existen casos en los cuales alguna
instancia es asignada a mas de dos clases por el clasificador a lo largo del proceso iterativo,
sin embargo el nimero de veces que esto sucede no es significativo y se puede considerar
como un error de clasificacion comun. Dichas instancias no se toman en cuenta para el
modelado multi-etiqueta de este trabajo.

Después de analizar las listas de las matrices de confusién se definen cuatro rangos a
tomar en cuenta para la creacién de la forma multi-etiqueta de las cuatro transformaciones.
El primer rango contiene a las instancias que fueron clasificadas erréneamente las 100 veces
a una clase determinada, esta version del modelado multi-etiqueta es la mas estricta, ya
que sigue un punto de vista rigido. El segundo rango contempla a las instancias que
fueron mal clasificadas de 90 a 100 veces ([90,100]), y el tercer y cuarto rango contiene
a las instancias mal clasificadas de 85 a 100 ([85,100]) y de 75 a 100 ([75,100]) veces,
respectivamente.

Ahora existen cuatro modelos multi-etiqueta para cada una de las cuatro transforma-
ciones, cada modelo con 1392 instancias. El cuadro muestran el nimero de instancias
multi-etiqueta que contiene cada transformacién de acuerdo a los rangos establecidos(IA
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AAC  PseAAC W-PseAAC  ACC
Rango 1A TI |[IA TI |[IA TI [IA TI

[100] 61 61 | 75 75 | 60 60 65 65
[90 — 100] 39 100 | 53 128 | 40 100 36 101
[85 —100] 12 112 | 15 159 | 11 111 9 110
[75—100] 9 121 |16 175 | 24 135 11 121

Cuadro 4.18: Numero de instancias multi-etiqueta de las transformaciones de acuerdo a
su rango.

= instancias agregadas, I'T = instancias totales). La segunda columna indica el nimero de
instancias que se agregan al modelo al tomar en cuenta las instancias con menor frecuencia
de error para la misma casilla de la matriz de confusion. Para las cuatro transformacio-
nes aproximadamente la mitad de instancias multi-etiqueta caen dentro del primer rango

([100]).

4.5. Resultados utilizando clasificadores multi-etiqueta

En esta seccién, los modelos multi-etiqueta de las cuatro transformaciones se someteran
a un algoritmo de clasificacién basado en el mismo tipo de aprendizaje. El clasificador
seleccionado es k-NN multi-etiqueta (ML £-NN), los siguientes cuadros (4.19} [4.20} 4.21]
y muestran el rendimiento de las cuatro transformaciones para el mejor valor de
ke [1,15].

Rango 1-Hamminglooss 1-RankinglLoss 1-OneError 1-Coverage Average_Precision
E.S.B. 95.01 95.26 82.72 71.53 90.03
[100] 94.77 95.30 83.89 66.45 90.42
[90 — 100] 94.72 95.51 84.99 64.24 90.93
[85 — 100] 94.69 95.52 85.19 63.36 91.00
[75 — 100] 94.62 95.62 85.79 62.92 91.31

Cuadro 4.19: Medida de exactitud promedio utilizando ML 11-NN para la transformacion
AAC multi-etiqueta.

En la primera columna de los cuadros, la casilla marcada como Etiqueta Simple Bina-
rizada (E.S.B.), representa la transformacion original, en la cual el vector Y de etiquetas
esta representado por medio de una notacién binarizada, conocida como 1 de m (por
ejemplo Y; = 5 — [0000100], donde Y; representa la etiqueta de la i-ésima instancia x;),
la cual no contiene instancias multi-etiqueta y por tanto no existe una correlacién entre
la matriz de datos y la matriz de etiquetas que los algoritmos multi-etiqueta puedan ex-
plotar. La representacion E.S.B. de cada transformacion fungird como control y servira
para poder comparar la exactitud de los modelos multi-etiqueta.
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Cada cuadro contiene cinco métricas que evalian el rendimiento del clasificador, a di-
ferencia de la clasificacion tradicional, algunas de las métricas de evaluacién en el apren-
dizaje multi-etiqueta pueden no ser faciles de interpretar.

Rango 1- HamminglLoss 1- RankingLoss 1- OneError 1-Coverage Average_Precision

E.S.B. 95.14 95.47 83.56 72.81 90.50
[100] 95.50 96.17 87.16 70.66 92.30
[90 — 100] 95.36 96.43 88.29 67.95 92.91
[85 — 100] 95.28 96.52 88.68 67.44 93.15
[75 — 100] 95.27 96.59 89.03 66.49 93.35

Cuadro 4.20: Medida de exactitud promedio utilizando ML 11-NN para la transformacion
PseAAC multi-etiqueta.

En la seccion [2.4.4] se describieron las métricas utilizadas para medir el rendimiento de
ML k-NN, sin embargo cuatro de estas métricas se enfocan en medir el error minimizando
su funcion de evaluacion correspondiente, por lo tanto, mientras mas se acerquen a cero
el rendimiento del clasificador es mejor. De forma contraria a lo expuesto, la métrica
denominada precision media (Average_Precision) maximiza su funcién de evaluacién
siendo 6ptima cuando el resultado es uno.

Para que los resultados se puedan comparar bajo el mismo rango se toma a las cuatro
métricas (perdida Hamming (HammingLoss), perdida de jerarquia (RankingLoss), méxi-
mo error de jerarquia (OneError) y cobertura (Average) que minimiza su funcién de la
siguiente manera: 1 — f(Y;, 0;), siendo (f(y,0)) la funcién de evaluacion, y y el vector de
clases real, mientras que o es el vector que asigna el clasificador.

Rango 1- HamminglLoss 1- RankinglLoss 1-OneError 1- Coverage Average Precision
E.S.B. 95.22 95.53 83.47 73.18 90.52
[100] 95.62 96.30 86.83 72.59 92.22
[90 — 100] 95.49 96.59 88.28 70.82 92.96
[85 — 100] 95.55 96.64 88.63 70.04 93.17
[75 — 100] 95.29 96.70 88.80 68.09 93.30

Cuadro 4.21: Medida de exactitud utilizando ML 11-NN para la transformacién Wavelet-
PseAAC multi-etiqueta.

1- HammingLoss (1-HL) es equivalente a el concepto de exactitud que se maneja en
el aprendizaje maquina tradicional. I-RankingLoss mide el rendimiento del clasificador
mediante un conteo de las etiquetas que tiene mejor posicién del ranking y no estan
asociadas a la instancia en proceso. I-OneError mide las veces que la etiqueta en la
primera posicion del ranking pertenece a las etiquetas reales de la instancia en proceso.
1-Coverage mide el promedio de posiciones que existen en el nivel mas alto del ranking
que no estan asociadas a etiquetas reales de cada instancia.
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Average_precision (A_P) mide el nimero de posiciones que se tiene que avanzar en el
ranking para encontrar todas las etiquetas asociadas a la instancia en cuestion, para que
su rendimiento sea éptimo. Si una instancia esta asociada a k etiquetas, estas deben de
estar en las primeras k posiciones en la lista del ranking devuelta por el clasificador.

Rango 1-Hamminglooss 1-RankinglLoss 1-OneError 1-Coverage Average_Precision
E.S.B. 95.21 95.50 84.05 73.02 90.70
[100] 95.62 96.33 87.96 71.85 92.69
[90 — 100] 95.57 96.54 89.02 70.26 93.20
[85 — 100] 94.94 96.10 87.29 66.45 92.23
[75 — 100] 94.90 96.12 87.69 65.10 92.35

Cuadro 4.22: Medida de exactitud utilizando ML 11-NN para la transformaciéon ACC
multi-etiqueta.

El mayor rendimiento de los modelos multi-etiqueta para la transformacién AAC con
la métrica 1-HL se obtiene con el conjunto E.S.B. y para las transformaciones restantes
el conjunto con rango [100] es el que ofrece mejores resultados. Para la métrica A_P, en
las transformaciones AAC, PseAAC y Wavelet-PseAAC el conjunto con rango [75 — 100]
es con el que se obtiene mayor rendimiento, mientras que para la transformacion ACC es
en el conjunto de rango [90 — 100]. Sélo se analizan estas dos métricas debido a que son
las que se pueden comparar directamente con las métrica de rendimiento tradicional que
se obtuvieron en la seccién 4.3

4.6. Resultados de reduccion de dimensionalidad multi-
etiqueta

Esta seccion se enfoca en los resultados de rendimiento de clasificacion para las cua-
tro transformaciones con sus respectivos rangos al aplicarles métodos de reduccién de
dimensionalidad multi-etiqueta.

MLDA HSL CCA OPLS
1-HL AP | 1-HL AP | 1-HL AP | 1-HL AP

Rendimiento | 98.86  98.85 | 98.86  98.90 | 9876  98.90 | 98.85 98.80
Rango | E.S.B. [90—100] | E.S.B. [90 —100] | [100] [90 —100] | E.S.B. [100]
Transformacién | ACC ACC ACC  ACC | ACC  ACC | ACC ACC

Cuadro 4.23: Mejor rendimiento con ML 3-NN para las cuatro transformaciones multi-etiqueta
utilizando los diferentes algoritmos.

Debido a que los mejores resultados reportados en la seccién son con LDA tradicio-
nal, el primer método de reduccion de dimensionalidad que se aplica a los conjuntos es la
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versién multi-etiqueta de este método (MLDA, ver seccién [2.4.2)). Al igual que LDA tradi-
cional el nimero de caracteristicas en el espacio de baja dimension al que son proyectados
los datos al aplicar MLDA depende del niimero de clases del conjunto de datos. Debido
a que los conjuntos de datos que se manejan en esta investigacion contiene siete clases
el nuevo espacio contendrd sélo seis dimensiones, ya que LDA obtiene k-1 hiperplanos
para separar las instancias de las k clases. El cuadro muestra el mejor rendimiento
obtenido con ML k-NN aplicado a las proyecciones obtenidas por MLDA con la métrica
1-Hamming Loss y Average Precision.

Los resultados con MLDA superan los obtenidos con el enfoque tradicional. Para obtener
resultados que permitan una comparacién del rendimiento de algoritmos de RD multi-
etiqueta se le aplica a los conjuntos de datos tres métodos mas. Los métodos seleccionados
son: aprendizaje espectral basado en hipergrafos (HSL), el cual es una técnica nativa de
este tipo de aprendizaje, también se aplica andlisis de correlacién canénica (CCA) y
minimos cuadrados parciales ortogonales (OPLS).

De la misma forma que para MLDA s6lo se presentan los mejores resultados para estas
tres técnicas, el cuadro4.23| muestran los resultados de rendimiento de cada algoritmo. Una
ventaja de los métodos que toman en cuenta la correlacion entre dos conjuntos de datos, en
este caso la correlacion entre la matriz de datos y la de etiquetas, es que el maximo niimero
de caracteristicas al aplicar la reduccién de dimensionalidad, es el minimo(q, p), donde ¢
y p representan la dimension de ambos conjuntos, datos y etiquetas, respectivamente. Los
cuatro métodos de RD multi-etiqueta se basan en resolver un problema de optimizacion
mediante un sistema propio (eigen system). Al obtener los siete valores propios de cada
sistema, el valor propio con menor valor es muy pequeno comparado con los valores propios
restantes y tiende a cero para todos los casos, es por ello que todos las proyecciones de
baja dimension sélo contienen seis caracteristicas.

Si analizamos la informacién en los cuadros de rendimiento, podemos observar que el
rendimiento del aprendiza multi-etiqueta obtenido para ML k-NN con los cuatro métodos
de RD multi-etiqueta es muy similar. Ademads, para todas las pruebas el rendimiento
supera el obtenido con k-NN y SVM al aplicarlos a los conjuntos sin reduccion y los
reducidos con los métodos de RD del aprendizaje tradicional. Cabe recalcar que aun para
la version F.S.B. se presenta esta situacion. Lo anterior sugiere que las secuencias de
GPCRs modeladas con el enfoque multi-etiqueta comparte funciones biolégicas de tipo
olfativo.

De la misma forma que en las pruebas de exactitud utilizando clasificadores tradicio-
nales el rendimiento se incrementa para las transformacionales con mayor nimero de
caracteristicas descriptivas iniciales (transformacién ACC). Esto indica que dicha trans-
formacion logra capturar la informacion relevante en la secuencias de GPCRs ain cuando
el el conjunto es reducido De forma general, el mejor rendimiento para la métrica HL
se mantiene en los conjuntos marcados con el rango E.S.B y [100], mientras que para
la métrica A_P el mejor rendimiento los ofrecen los conjuntos con rango [90 — 100] y
[85 — 100].
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4.7. Comparaciéon de resultados

La version E.S.B. de los conjuntos multi-etiqueta es la forma equivalente del conjunto de
datos en el aprendizaje tradicional. Como ya se mencion6 anteriormente, el rendimiento de
dicha version supera al equivalente en la version tradicional, por lo tanto, en esta seccion
se compara el rendimiento de las versiones E.S.B. con las versiones tradicionales de las
diferentes transformaciones.

D Espacio de caracteristicas

D Espacio de etiquetas

Espacio de etiquetas se puede expresar de dos formas:

1.- Notacion discreta
2.- Notacién 1 de m

Espacio de etiquetas
con notacién discreta

Espacio de etiquetas

Clasificacion: k-NN y SVM Clasificacion: ML k-NN con notacion 1 de m
Reduccion de dimensionalidad: Reduccién de dimensionalidad:
LDA, CCAy OPLS ML LDA, CCA, HSLy OPLS

Figura 4.13: Representacion de un conjunto de datos mediante un modelo de etiqueta
simple y un modelo de etiquetas multiples, ambos modelos son equivalentes.

Para esta seccion, al hablar de reduccién y clasificacion multi-etiqueta se asume que se
habla de la version tradicional del conjunto en la cual sus etiquetas estan representadas
en forma de un vector binario (E.S.B. o notacién 1 de m). Por otro lado, si se hace
referencia a algoritmos de clasificacién y reduccion tradicionales se asume que el conjunto
de etiquetas es un vector que contiene numeros naturales (notacién discreta). CCA y
OPLS son capaces de trabajar con conjuntos de datos de etiqueta simple y multi-etiqueta.
La figura[d. T3] muestra como un conjunto de datos con un modelo de etiqueta simple puede
ser representado para poder aplicar técnicas de apredizaje multi-etiqueta.

En el cuadro [4.24] se muestra el rendimiento de clasificaciéon mediante la métrica 1-
Hamming loss obtenida por ML k-NN comparado con el rendimiento de la métrica de exac-
titud obtenida por k-NN y SVM. El rendimiento que se obtiene mediante 1-Hammming
loss para ML k-NN supera el rendimiento obtenido mediante k-NN y SVM. Esto se debe
a que ML k-NN ademas de tomar en cuenta los k vecinos mas cercanos incluye la corre-
lacién de cada etiqueta con la nueva instancia a clasificar basdndose en los principios del
aprendizaje bayesiano. Esto es, al agregar un enfoque probabilista que toma en cuenta
tanto a las muestras de conjunto de entrenamiento como a los k-vecinos més cercanos lo-
gra optimizar los resultados de clasificacion. El rendimiento de ML k-NN para las cuatro
transformaciones sin reduccién no varia significativamente, de forma contraria a lo que
sucede en el enfoque tradicional, en el cual varia desde un 88.14 hasta un 92.53 para SVM,
siendo este ultimo método el que mejores resultados obtiene.
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Transformacién ML 11-NN k-NN SVM
1-Hamming loss Exactitud
AAC 95.01 81.25 (k=1) 88.14
PseAAC 95.14 87.43 (k=3) 89.66
Wavelet-PseAAC 95.22 87.57 (k=1) 90.89
ACC 95.21 87.50 (k=3) 92.53

Cuadro 4.24: Rendimiento de las cuatro transformaciones sin reduccién utilizando ML
E-NN, k-NN y SVM

El rendimiento obtenido mediante la métrica 1-Hamming loss para ML k-NN en las
transformaciones reducidas con los cuatro algoritmos multi-etiqueta (ver cuadros ,
14.26] [4.27] y [4.28)) es superior al rendimiento obtenido con la métrica de exactitud al
reducir y clasificar con el enfoque tradicional. Para las proyecciones obtenidas al utilizar
los diferentes algoritmos de RD multi-etiqueta el rendimiento con ML k-NN practicamente
es el mismo, si comparamos la misma transformacién. Por ejemplo, para la transformacion
AAC, la exactitud de clasificacion de ML k-NN es 94.01, 93.99, 93.94 y 94.06 con las
proyecciones que se obtiene al plicarle MLDA, HSL, CCA y OPLS, respectivamente. Esto
mismo sucede si se reduce la dimensiéon de ACC con las versiones tradicionales analogas y
se clasifica con k-NN o SVM. Al igual que en la versién tradicional, los mejores resultados
son obtenidos con la transformacion ACC.

El cuadro no muestra la comparacion de rendimiento utilizando HSL en su versién
tradicional, esto se debe a que HSL es un algoritmo que surge del aprendizaje multi-
etiqueta y no existe una version homoéloga en el enfoque tradicional.

Los modelos multi-etiqueta con los que se trabajé hasta ahora, contienen conjuntos de
etiquetas independientes para cada transformacion. Dichos modelos se crearon de acuerdo
a la matriz de confusién obtenida al ejecutar SVM sobre su transformacion sin reduccion
correspondiente. Como ultima prueba, tomaremos la proyeccién obtenida de ACC-LDA, la
cual representa el modelo con mejor rendimiento para el enfoque tradicional. De la misma
forma que se crearon los modelos multi-etiqueta para cada transformacién sin reduccion
se crea el modelo multi-etiqueta de la proyeccion ACC-LDA. A cada transformacion sin
reduccion se le asocia el conjunto de etiquetas multiples antes mencionado y se ejecutan
las pruebas de clasificacion y reduccion. La figura muestra el proceso realizado.

Rango Instancias agregadas Total de instancias

[100] 32 32
[90 — 100] 7 39
85 — 100] 1 40
[75 — 100] 2 43

Cuadro 4.29: Numero de instancias multi-etiqueta de la transformacién ACC-LDA de
acuerdo a su rango.

Dicho modelado se puede aplicar a las cuatro transformaciones debido a que estas son
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MLDA LDA
Transformacion | ML 3-NN k-NN SVM k-NN SVM

AAC | 94.01 7823 (k=7) 79.53 | 78.45 (k=9) 79.31

PseAAC | 95.79  85.85 (k=13) 86.78 | 85.78 (k=15) 86.78
Wavelet-PseAAC | 95.98  86.85 (k=13) 86.71 | 86.64 (k=15) 86.71
ACC | 98.86  96.48 (k=13) 96.70 | 96.48 (k=13) 96.70

Cuadro 4.25: Rendimiento de las cuatro transformaciones al ser reducidas con MLDA y
LDA utilizando ML k-NN, k-NN y SVM para clasificar.

Transformaciéon ML 3-NN k-NN SVM
AAC 93.99 78.23 (k=7) 79.59
PseAAC 95.90 85.84 (k=9) 87.28
Wavelet-PseAAC 95.90 86.85 (k=13) 86.71
ACC 98.86 96.48 (k=13) 96.83

Cuadro 4.26: Rendimiento de las cuatro transformaciones al ser reducidas con HSL utili-
zando ML k-NN, k-NN y SVM para clasificar.

ML CCA CCA
Transformacion | ML 3-NN k-NN SVM k-NN SVM

AAC | 93.94 7852 (k=9) 80.10 | 78.45 (k=9) 79.67

PseAAC | 95.71  85.49 (k=13) 86.64 | 85.42 (k=11) 79.67
Wavelet-PseAAC | 96.01  86.93 (k=15) 87.00 | 86.71 (k=15) 86.64
ACC | 98.84  96.48 (k=13) 96.55 | 96.84 (k=9) 96.70

Cuadro 4.27: Rendimiento de las cuatro transformaciones al ser reducidas con ML CCA
y CCA utilizando ML k-NN, k-NN y SVM para clasificar.

ML OPLS OPLS
Transformaciéon | ML 3-NN k-NN SVM k-NN SVM

AAC | 94.06  85.85 (k=7) 79.31 | 85.70 (k=7) 79.96

PseAAC | 95.84  85.85 (k=13) 87.28 | 85.70 (k=9) 86.35
Wavelet-PseAAC |  95.98  86.85 (k=15) 86.93 | 86.57 (k=17) 86.57
ACC | 98.85  96.34 (k=15) 97.05 | 96.26 (k=7) 96.70

Cuadro 4.28: Rendimiento de las cuatro transformaciones al ser reducidas con ML OPLS
y OPLS utilizando ML k-NN, k-NN y SVM para clasificar.
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AAC AAC AAC
multi-etiqueta multi-etiqueta
Psedl | multi-etiqueta PseAAC PseAAC
con una SYM multi-etiqueta multi-etigueta
ACC-L DA
madelo Wavelet-Pse AL Wavelet-Pse Al
Wavelet-PseAdC ——— | multi-etiqueta avelet-Pse, avelet-Pse
con una SV multi-etiqueta multi-etiqueta
modelo Acc e
ACC 2 | M lti-etiqueta
con unaqS‘u'M multl-etiqueta multi-etiqueta

(a) (b)

Figura 4.14: Modelados multi-etiqueta implementados para las pruebas de reduccién y
clasificacion. (a) Primera version del modelado multi-etiqueta, la cual modela el espacio
de etiquetas de forma individual para cada transformacién. (b) Segunda versién del mo-
delado multi-etiqueta, para esta version se modela el espacio de etiquetas de la proyeccion
obtenida al aplicar LDA a la transformaciéon ACC. El nuevo espacio de etiquetas multiples
obtenido es asignado a las cuatro transformaciones sin reduccién.

equivalentes entre si, tanto las transformaciones de origen, como las proyecciones obteni-
das al aplicar algin método de reduccién. Esto se debe a que los algoritmos de reduccion
de dimensionalidad capturan la dimensiéon intrinseca de los datos de alta dimension, con-
servado solo las propiedades del conjunto de datos que mas informacién aportan al criterio
utilizado por el algoritmo correspondiente. Como consecuencia, el nuevo conjunto de da-
tos no conserva caracteristicas superfluas. Al modelar la forma multi-etiqueta partiendo
de conjunto de datos ACC-LDA se espera un comportamiento similar al obtenido con
los modelos creados con los conjuntos no reducidos. El cuadro muestra el nimero
de instancias que se agregan a los modelos al tomar en cuenta los diversos porcentajes
que clasificacion errénea en la matriz de confusién de las 100 iteraciones. Estos modelos
contienen un menor nuimero de instancias que los modelos multi-etiqueta anteriores ya
que el rendimiento de ACC-LDA con SVM es significativamente mayor que el obtenido
con SVM utilizando las transformaciones sin reduccion.
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Rango 1-HamminglLoss Average_Precision = Reduccién

[100] 96.00 91.67 sin reduccién
[100] 98.57 97.92 MLDA
[100] 98.72 97.94 HSL
[100] 98.60 97.70 ML CCA
[100] 98.53 97.70 ML OPLS

Cuadro 4.30: Rendimiento de los modelos multi-etiqueta de la transformacion ACC con
y sin reduccion obtenidos de ACC-LDA

El cuadro [4.30] muestra el mejor rendimiento de los conjuntos reducidos con el nue-
vo modelo multi-etiqueta. Para todos los modelos los conjuntos con rango [100] son los
que arrojan un mayor rendimiento, tanto para las versiones no reducidas, como para las
versiones reducidas con los cuatro algoritmos de RD multi-etiqueta. El porcentaje de cla-
sificacion correcta es muy similar a los resultados obtenidos con los modelos multi-etiqueta
anteriores.

4.8. Complejidad computacional

La complejidad computacional de las técnicas de reduccién de dimensionalidad apli-
cadas a las transformaciones dependen de dos factores: el nimero de muestras (N) y la
dimensién de los datos (D). La solucién de las seis técnicas que muestra el cuadro se
basa en resolver una sistema propio mediante descomposicién de valores singulares.

Por ejemplo, PCA genera una matriz de varianza-covarianza de DxD), la obtencién de
los valores y vectores propios de esta matriz exije una complejiad computacional O(D?) y
un cantidad de espacio de orden O(D?). Dichas complejidades en tiempo y espacio pueden
cambiar si N < D tomando la siguiente forma: O(N?3) y O(N?), respectivamente [Strange
and Zwiggelaar] 2014]. De forma similar, en las técnicas de reduccién que toman en cuenta
tanto el espacio de caracteristicas como el espacio de etiquetas, el mayor poder de computo
recae en la resolucion del sistema propio de las matrices que obtiene el algortimo en
cuestién [Sun et al., 2009].

Técnica Paramétrica Parametros Complejidad en tiempo de computo

PCA Si No O(D3)
LDA Si No O(D?)
MLDA No No O(D3)
HSL No No O(D?)
CCA Si No O(D?)
OPLS Si No O(D?)

Cuadro 4.31: Analisis de la complejidad de los algoritmos utilizados en los experimentos
El cuadro muestra un analisis de los diferentes algoritmos de reduccién de dimen-
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sionalidad. La segunda columna del cuadro indica si el método es paramétrico o
no lo es. Aqui se entiende que, las técnicas multivariantes que sélo funcionan adecuada-
mente bajo ciertas configuraciones geométricas de los datos, son denominadas métodos
paramétricos. Si los parametros en el conjunto de datos que se analiza no presentan las
condiciones necesarias que requiere el método, estas técnicas no proporcionaran resulta-
dos adecuados. En particular, las técnicas de reduccion de dimension, y de categorizacion
deben ser adecuadas para la tipologia de los datos. Por ejemplo, LDA exige una distri-
bucién normal de los datos. Ademaés los grupos dentro del conjunto de datos deben de
tener varianza similares, medias distintas y no contener outliers. Es por ello que las técni-
cas paramétricas exigen un andlisis previo de lo datos para observar si cumplen con los
parametros que exige el algoritmo. Por otro lado, cuando el algoritmo no es paramétrico
no hay necesidad de un analisis estadistico previo, sin embargo, para estas técnicas no es
posible medir la cantidad de informacion que es retenida en el espacio de baja dimension
[Van Der Maaten et al., |2008].

La tercera columna del cuadro muestra si el algoritmo necesita parametros de entra-
da para realizar su funcién. Dicho cuadro muestra que los seis algoritmos utilizados no
contienen parametros que necesitan ser optimizados. El contener parametros a optimizar
influyen directamente en la funcion de coste y en el tiempo de ejecucion del algoritmo. Las
técnicas sin parametros son flexibles al tratar con los datos, no obstante, si fuera necesario
optimizar el algoritmo para un caso especifico es necesario realizar cambios directamente
en la forma de trabajar de dicho algortimo [Van Der Maaten et al., [2008].

La tdltima columna muestra la complejidad computacional en tiempo de las diferentes
técnicas. Conocer la complejidad computacional de una técnica de reduccién de la dimen-
sionalidad es de importancia para su aplicabilidad practica. Como se mencioné en parrafos
anteriores, la complejidad computacional de una técnica de reduccién de la dimensionali-
dad esta determinada por las propiedades del conjunto de datos. Ademas, tambien se debe
de tomar en cuenta (si es el caso) los pardmetros a optimizar, tales como la dimensién
del nuevo espacio, k vecinos méas cercanos (para técnicas basadas en grafos), el nimero
de iteraciones (para técnicas iterativas), parametros de regularizacién, etc.

Otro aspecto a tomar en cuenta es la cantidad de espacio en memoria que necesita el
algoritmo. Si la memoria o los recursos computacionales requeridos son demasiado grandes,
la aplicacion se vuelve imposible. Para el caso de los GPCRs de clase C, el nimero de
muestras es 1,392, por lo tanto el espacio requerido no conlleva un problema que se deba
analizar a fondo con las técnicas propuestas. De forma general, el espacio en memoria
necesario es de orden O(D?), ya que los algoritmos s6lo necesitan almacenar las matrices
de dimensién D para el andlisis del sistema propio. En [Cai et al., 2008, Ewerbring and
Luk, [1989] Strange and Zwiggelaar, [2014} [Sun et al.| 2009, Van Der Maaten et al. 2008|
se encuentra el andlisis detallado de la complejidad de los algoritmos mencionados.

Otra caracteristica de los métodos utilizados es que se basan en una funcién lineal para
obtener las proyecciones de baja dimensién. Por ejemplo, LDA se basa en la suposicion de
que los datos son separables mediante un hiperplano lineal. PCA utiliza una combinacion
lineal de las variables que maximizan la variabilidad del sistema [Shawe-Taylor and Cris-
tianini, 2004]. Por otro lado, cabe mencionar que el anélisis de correlacién canénica esta
fuertemente relacionado con algunas técnicas de andlisis multivariante como son: PCA,
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LDA, PLS, regresion multiple y analisis factorial. Bajo ciertas restricciones se puede con-
siderar a CCA como un caso especial de las técnicas antes citadas, incluso del aprendizaje
espectral basado en hipergrafos (HSL) [Sun et al. 2013].
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Capitulo 5

Conclusiones y trabajo a futuro

Los resultados obtenidos para discriminar las subfamilias de la clase C de GPCRs con
el enfoque tradicional indican que es necesario utilizar métodos maéas sofisticados si se
pretende mejorar la exactitud de clasificacion utilizando reduccién de dimensionalidad.

El método tradicional que mejor resultados arroja es LDA aplicado a la transformacion
ACC, debido a que se enfoca en separar los ejemplos de acuerdo a su clase mediante
una proyeccion en una dimension mas baja. Esto aunado a que ACC contiene en sus
variables descriptivas informacién de orden de las secuencias de aminoacidos. Lo anterior
es debido a que LDA crea un hiperplano discriminante que maximiza la variabilidad entre
instancias de diferentes clases al mismo tiempo que minimiza la varianza de las instancias
asociadas a una misma clase. Al aplicar SVM a la proyeccion ACC-LDA, el rendimiento
no se incrementa significativamente como lo hace con el resto de las transformaciones. Lo
dicho anteriormente se debe a que las clases 4, 5 y 7 ya no pueden ser separadas con el
kernel Gaussiano que utiliza SVM.

El suponer que las tres clases antes mencionadas comparten el espacio de hipotesis,
nos lleva al enfoque multi-etiqueta, el cual ofrece resultados superiores a los reportados
en la literatura, aun para el conjunto con el modelo E.S.B.. Lo anterior sugiere que
las secuencias de GPCRs modeladas con dicho enfoque comparten funciones biolégicas de
tipo olfativo. Otro resultado de los experimentos, es que el rendimiento de los proyecciones
obtenidas con los cuatro métodos de RD multi-etiqueta es consistente para los dos enfoques
de modelado multi-etiqueta que se plantearon. Como punto final se puede decir que, atin
si la forma de modelar las transformaciones a su version multi-etiqueta puede llegar a ser
difusa o incierta, se debe tomar en cuenta que seguimos un enfoque de cémputo suave.
Por otro lado, los resultados de acuerdo a los rangos planteados son muy cercanos al
conjunto definido como control (etiqueta simple binarizada), lo que nos lleva a concluir
que el enfoque multi-etiqueta para los GPCRs de clase C es viable.

Como trabajo a futuro se pretende aplicar a las transformaciones variantes de LDA no
lineales a la transformacion ACC, principalmente, para observar si logran una mejor se-
paracion de las clases 4, 5 y 7. También, es necesario modelar las versiones multi-etiqueta
de las cuatro transformaciones partiendo del mejor modelo del conjunto denominado eti-
queta simple binarizada y observar el comportamiento de los algoritmos de clasificacion
y RD multi-etiqueta. De igual forma, los resultados obtenidos en este trabajo deben ser
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validados por expertos del area de Biologia y/o Bioquimica.
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Anexo A

Manual de usuario de la biblioteca
desarrollada

En este anexo se detalla como utilizar las clases y métodos de la biblioteca desarro-
llada en el presente proyecto de tesis, también se ejemplifica como clasificar y reducir la
dimensionalidad de la transformaciéon ACC con MLKNN y CCA respectivamente.

A.1. Proceso de instalacion

Para poder utilizar la biblioteca desarrollada (ml.h) es necesario instalar una biblioteca
adicional. Armadillo |[Sanderson, [2010] es una biblioteca de algebra lineal utilizada en las
areas de aprendizaje automatico, reconocimiento de patrones, vision por computadora,
procesamiento de senales, bioinformatica, entre otras. Armadillo es una biblioteca de
cédigo abierto con una sintaxis similar a la de Matlab y esta disenada para plataformas
Linux, Windows y Mac OS. Los pasos para instalar dicha biblioteca sobre la consola de
ubuntu son los siguientes:

Codigo A.1: Comandos para instalar la biblioteca armadillo sobre consola

$sudo apt-add-repository ppa:comp-phys/stable

$sudo apt-get update
$sudo apt-get install libarmadillo-dev

Una vez instalada la biblioteca armadillo, s6lo es necesario incluir el archivo ml.h
desarrollado en este proyecto dentro del cédigo fuente donde se desea utiliza MLKNN o

CCA, c6mo se ilustra en el cédigo [A.2]

Codigo A.2: Integracion de la biblioteca ml.h
1 #include "ml.h"
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4

Relio i el

A.2. Ejemplo practico

El codigo ilustra la forma de utilizar los métodos de las clases mlknn y cca. En
la linea 9 y 10 se instancian los objetos de la clase mlknn y cca, respectivamente. Pos-
teriormente se lee el conjunto de datos (linea 12) y realiza el entrenamiento con k-NN
multi-etiqueta utilizando validacién cruzada de 10 iteraciones (linea 13). En la linea 14
se imprime el valor promedio de la métrica Hamming loss que se obtuvo en el la linea
anterior.

En la linea 18 se aplica la reduccion de dimensionalidad a través del método de anélisis
de correlacién candnica al conjunto de datos de ACC, que se cargo en memoria en la linea
anterior (linea 17). El método canon_corr toma como parametro el nimero de componen-
tes candnicas a tomar en cuenta, las cuales son sinénimo del nimero de caracteristicas
en el nuevo espacio reducido. Después de realizar la reduccién, la proyeccién de datos
obtenida se guarda en un archivo llamado ACC_CCA.csv (linea 21). En la linea 24 se
carga en memoria dicho archivo para aplicar el algoritmo k-NN multi-etiqueta y obtener
el rendimiento con el nuevo conjunto de datos mediante validacién cruzada (linea 25). El
método reset de ambas clases (lineas 22, 29 y 30) elimina el contenido que almacenan las
variables dentro de la clase correspondiente para que puedan volver a ser utilizadas sin
conflictos de memoria.

Cédigo A.3: Ejemplo de uso de la biblioteca ml.h

1 #include <iostream>

3 #include "ml.h"

using namespace std;
int main ()
{
mlknn knnml() ;
cca acc();
knnml.read_file ("ACC.csv" ,1392,7,325);\\leer conjunto de datos
knnml. k_cross_validation (10,11); \\hacer validacién cruzada de 10 iteraciones (10—VC) con 11-NN
knnml. print_hl_kcv (); \\imprimir el promedio de la validacién
\\ de la métrica hamming loss
acc.read_file ("ACC.csv" ,1392,7,325); \\leer conjunto de datos
acc.canon-corr (6); \\reducir utilizando las primeras 6

\\componentes candénicas

acc.write_cca-data("ACC_CCA.csv"); \\escribir el conjunto reducido a un archivo
knnml.reset () ;

knnml.read_file ("ACC_CCA.csv" ,1392,7,6);\\leer conjunto de datos
knnml. k_cross_validation (10,11); \\hacer 10—VC con 11-NN

knnml. print_hl_kcv (); \\imprimir el promedio de la validacién
\\ de la métrica hamming loss
knnml.reset () ;

acc.reset ();

return 0;

Si el codigo anterior se guarda en un archivo llamado reducdim.cpp podemos compilarlo
y posteriormente ejecutar el codigo bajo Linux o Mac OS ejecutando en la terminal las
siguientes ordenes:

Codigo A.4: Compilar y ejecutar el cdédigo fuente sobre consola

$g++ reducdim.cpp -o reducdim -02 -larmadillo

$./reducdinm
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Lo anterior produce la siguiente salida en la pantalla de la terminal:

Cédigo A.5: Parte de la salida en la pantalla de la terminal al ejecutar el codigo A.4

Training
Predict
Hamming Loss

- 8 de 10
Training
Predict
Hamming Loss

- 9 de 10
Training
Predict
Hamming Loss

- 10 de 10
Training
Predict
Hamming Loss

Hamming loss 10 cross fold validation:
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