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Capítulo 1

Introducción

Durante las fases iniciales del ciclo de vida del desarrollo del software, independiente-
mente del modelo que se pretenda seguir, la fase de requisitos se declara como una pieza
clave para conseguir un desarrollo exitoso [2, 5, 91]. Si los requisitos no se descubren y se
definen correctamente en esta fase temprana surgen fallas durante el desarrollo, lo cual
promueve que la entrega final sea la de un software incompleto, es decir que éste no haga
lo que debía hacer, sumando a eso que los tiempos establecidos no se lleguen a cumplir y
se extiendan, lo cual ocasionará que los costos previamente estimados se eleven [5,75]. Por
ello, dicha fase se considera vital ya que la correcta ejecución de las actividades evitará
que se produzca el fracaso del desarrollo del software [5, 10,83,88].

La importancia de la fase de requisitos introduce a la Ingeniería de Requisitos (RE, por
sus siglas en inglés) [8, 55,74]. De acuerdo con [2,15,55,74,91,96], la RE está formada de
actividades como son elicitación, análisis, especificación, validación/verificación y gestión
de requisitos, por lo que el objetivo de la RE es que cada una de estas actividades busque
producir requisitos de calidad que vayan directamente ligados a los objetivos y metas de la
empresa, es decir, que sólo contengan información necesaria que permita alcanzar el éxito
del desarrollo del software. Los requisitos para un software son las descripciones de lo que
debe hacer el sistema, los servicios que proporcionará y las restricciones de su funciona-
miento [49,96]. Estos requisitos reflejan las necesidades de los clientes para un sistema que
cumple un determinado propósito; de ahí que se busca identificar la funcionalidad y las
características no funcionales del software [91,96].

Las actividades que forman la RE tienen una constante relación con las partes intere-
sadas o stakeholders, por lo que la presencia del Lenguaje Natural (NL, por sus siglas en
inglés) se encuentra presente durante casi toda la fase [15,48,91]. Dada la existencia innata
del lenguaje durante las actividades de la RE se producen problemas constantes [28, 85],
por lo que se ha buscado implementar técnicas y métodos que permitan el tratamiento de
dichos problemas. Por citar algunos ejemplos para la selección de técnicas de elicitación
en [29] proponen un enfoque de tres componentes: primero, se realiza una revisión de la

1



2 CAPÍTULO 1. INTRODUCCIÓN

literatura para identificar los atributos que afectan la selección de las técnicas comunes
de elicitación; segundo, se construye un modelo de regresión múltiple para analizar estos
atributos con el fin de identificar los atributos críticos que influyen en la selección de las
técnicas; y tercero, se establece un modelo basado en una Red Neuronal Artificial (ANN,
por sus siglas en inglés) para seleccionar las técnicas de elicitación adecuadas para un
proyecto dado, el propósito del modelo ANN es ayudar a reducir la participación humana
en este proceso.

Además, en [76] se propuso el algoritmo TTC (Two-Tired Clustering) que indexa y
agrupa las especificaciones de requisitos; primero, identifica los verbos y las palabras clave
de cada requisito, luego agrupa estos requisitos por funcionalidad, y a continuación cada
grupo se subdivide utilizando la similitud de coseno entre grupos. Por otro lado, en [93] se
propone un enfoque de transformación sistemática que extrae automáticamente diversos
elementos de casos de uso de especificaciones de problemas textuales, su enfoque utiliza
el analizador de NL para identificar etiquetas de partes del habla (POS, por sus siglas
en inglés), dependencias de tipo (TD, por sus siglas en inglés) y roles semánticos de la
especificación de texto de entrada para completar los elementos de casos de uso.

Considerando lo anterior, se puede observar que la RE realiza actividades con cons-
tante interacción humana por lo que el lenguaje natural llega a ser un problema común
durante la ejecución de éstas. Algunos de los ejemplos mencionados en los párrafos anterio-
res tienen como propósito automatizar y evitar la intervención humana, por ello aplicaron
técnicas y métodos de aprendizaje automático con el fin de minimizar dichos problemas.

En consecuencia con lo anterior, se encontró la motivación del tema de tesis para
utilizar técnicas de aprendizaje automático y aplicarlas en la RE en la actividad de Espe-
cificación de Requisitos (RS, por sus siglas en inglés), en particular sobre la clasificación de
requisitos. Dicha actividad consiste en identificar la clase de requisito a la que pertenece o
simplemente diferenciar entre un requisito e información [48,49]. En particular, se enfocará
a los Requisitos No Funcionales (NFR, por sus siglas en inglés), ya que frecuentemente
son discriminados porque los consideran de poca o nula importancia para el desarrollo de
software, así como la falta de conocimiento para identificarlos [18,22,40,54].

La actividad de clasificación que se llevará acabo durante el desarrollo de esta tesis
consiste en una etiquetación automática de NFR; el enfoque a utilizar serán las Redes
Neuronales Convolucionales (CNN, por sus siglas en inglés). Éstas se eligieron debido a
las características de clasificación que poseen, por ejemplo, realizan el procesamiento de
datos de gran dimensionalidad y, gracias a las múltiples neuronas que pueden ser imple-
mentadas, brindan mayor confianza con respecto a la precisión de las predicciones. En la
sección de Justificación y Marco teórico, de esta tesis, se detalla más sobre este tema.
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1.1. Planteamiento del problema

Durante la fase de Especificación de Requisitos se encuentra la actividad de anotar
los requisitos de las partes interesadas en un documento, los cuales deben ser completos,
consistentes y deben carecer de ambigüedad [48,49,91]. Este documento debe describir los
requisitos de los stakeholders en lenguaje natural, de ahí que no se debe usar la jerga de
software, las notaciones estructuradas o las notaciones formales. La importancia de este do-
cumento es que puede usarse como parte del contrato del desarrollo del proyecto [15,49,91].

Para llevar a cabo la RE es necesario tomar en cuenta cual es la utilidad final del
sistema, para ello es necesario determinarlo en dos clases de requisitos: por funcionalidad
y por características no funcionales [22]. La primera clase hace referencia a los Requisitos
Funcionales (FR, por sus siglas en inglés), que se definen en [91] como: “enunciados acerca
de servicios que el sistema debe proveer, de cómo debería reaccionar el sistema a entradas
particulares y de cómo debería comportarse el sistema en situaciones específicas”, y la se-
gunda clase que son los Requisitos No Funcionales representan limitaciones propias sobre
servicios o funciones del sistema e incluyen restricciones que actúan como agentes funda-
mentales durante la búsqueda de la solución de alguna característica del sistema [40,89,91].

La actividad de anotar los requisitos conlleva a realizar una tarea difícil de clasificación
mediante la identificación de las clases de requisitos [48]. Debido a la inherente ambigüe-
dad que existe en el lenguaje natural, dicha clasificación está propensa a errores; además,
consume tiempo, es costosa porque se necesitan anotadores expertos para tener resultados
correctos y podría ser abrumador si son pocos anotadores, ya que no tendrían más puntos
de vista con respecto a la clase de requisito en cuestión [48,60].

Un ejemplo de dicho problema es la investigación de [82], ya que en su propuesta de
clasificación de NFR, realizaron un corpus. Éste fue elaborado por cuatro anotadores, quie-
nes realizaron un proceso de anotación manual analizando 3, 064 oraciones, obtenidas de
distintos documentos de especificación de requisitos de software para posteriormente rea-
lizar el etiquetado de los requisitos. Los autores mencionan que cada anotador etiquetaba
las 3, 064 oraciones y posteriormente se reunían los cuatro anotadores para determinar si
cada una de las oraciones pertenecía, efectivamente, a la clase de requisitos que individual-
mente identificaron. Este es un claro ejemplo de que el esfuerzo y el tiempo que envuelve
el realizar esta actividad representa un problema para los analistas, además de que si no se
identifica bien a qué clase de requisitos pertenece cada oración podrían presentarse fallas
en etapas posteriores [44, 65]. Por ejemplo, en [44] se menciona que muchas de las fallas
durante las pruebas del proyecto se producen porque en el documento de especificación
se incluyen requisitos incorrectos, requisitos modificados y requisitos faltantes. También
existen informes de estadísticas [41,51] que muestran que al menos el 70% de los fracasos
de desarrollo de software provienen de requisitos y especificaciones incompletas, cambios
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frecuentes en los requisitos y especificaciones, expectativas no realistas, y a objetivos poco
claros. Aunque el peso de la especificación de requisitos no solo radica en la actividad
de la clasificación, llega a ser una pieza importante para obtener una especificación de
calidad [49].

Una prueba más de que la especificación de requisitos no se realiza de forma adecuada
es que frecuentemente se pasan por alto o existe falta de atención hacia los requisitos
no funcionales. Esto puede deberse a que muchos analistas tienen un vago entendimiento
de qué son realmente este tipo de requisitos y por lo tanto consideran que éstos no son
importantes durante el desarrollo del proyecto [18,24,40,47,54]. Sin embargo, ante la dis-
crepancia que existe entre los expertos del tema, [25], [32] y [57] recalcan que los NFR son
tan importantes como los FR, ya que describen restricciones importantes sobre el desarro-
llo y el comportamiento un sistema de software. Por ello, dichos expertos mencionan que
los NFR son parte fundamental del diseño arquitectónico y por lo tanto deben conside-
rarse y especificarse de manera oportuna. De no ser identificados en esta etapa temprana
los costos de producción del proyecto podrían elevarse, la fecha estimada de entrega sería
aplazada y la inconformidad del cliente sería notoria [52,96].

La existencia de estos problemas e inconvenientes antes mencionados refleja el rol tan
significativo que representa el lenguaje natural debido a que el contenido de las especifica-
ciones son descripciones textuales de las necesidades concretas para realizar el desarrollo
de un proyecto de software. Por ello se han realizado varios intentos para automatizar
el proceso de identificación y clasificación de requisitos, funcionales y no funcionales, de
documentos de especificaciones utilizando distintas técnicas de aprendizaje automático,
entre ellas las CNN, mediante el procesamiento del lenguaje natural [18, 53, 62, 68, 82, 90]
utilizando diferentes conjuntos de datos, entre ellos, Promise [87]. Los intentos mencio-
nados anteriormente y los que se encuentran plasmados en el estado del arte, muestran
que el rendimiento de clasificación que han obtenido no ha rebasado el 81%, por lo que se
podrían implementar otros métodos de aprendizaje automático que ayudarían a mejorar el
rendimiento de clasificación de los NFR, lo cual le facilitaría a los analistas esta actividad
de identificación y clasificación de requisitos.

1.2. Justificación

La RE busca mejorar la calidad en el de desarrollo del software, reducir el riesgo de
exceder el presupuesto, retrasos y fallos en el proyecto, por lo que representa una base
fundamental para el desarrollo de software, [4,39,56,69]. Dicha mejora se realiza mediante
actividades como la elicitación, análisis, especificación, validación/verificación y gestión de
requisitos [2,15,55,74,91,96], las cuales, si son ejecutadas de forma correcta, promoverán
al éxito del desarrollo [4, 10].
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Durante la realización de dichas actividades se presenta un problema recurrente: el
lenguaje natural, por ello la comunidad de investigadores de la RE han incrementado
su interés por atacar dichos problemas con la automatización mediante la Inteligencia
Artificial (AI, por sus siglas en inglés) [28]. Algunos ejemplos de la aplicación de AI en ac-
tividades de la RE son los siguientes: para la selección de técnicas de elicitación de acuerdo
a un proyecto dado se estableció un modelo basado en una ANN, su propósito fue reducir
la participación humana [29]; para el análisis de requisitos [31] realizó un generador de
diagramas UML a partir de requisitos en lenguaje natural, esto fue mediante el procesa-
miento del lenguaje natural; y en [76] se propuso un algoritmo TTC para la identificación
y agrupación de los tipos de especificaciones de requisitos. Los ejemplos mostrados ante-
riormente proponen el procesamiento del lenguaje natural en base a las diversas técnicas
que ofrece la AI para solucionar ciertas actividades de la RE. Por ello, para la realización
de está tesis se propone atacar el problema de clasificación de requisitos, que es una de las
actividades la Especificación de Requisitos, la cual busca identificar las clases de requisitos
que existen en un documento de requisitos con texto en NL. Los documentos de requisitos
concentran descripciones textuales que regularmente son conjuntos de datos con grandes
cantidades de información [50,91,97].

Actualmente se han hecho diferentes propuestas para realizar dicha actividad entre
ellas se encuentra la de [18], donde evaluaron un enfoque semi supervisado para la clasifi-
cación de los NFR mediante la Maximización de Expectativa con Clasificadores Bayesianos
naïve. Esto fue para evaluar la efectividad de los clasificadores y calcular la precisión de
categorizar la recopilación de requisitos utilizando diferentes tamaños del conjunto de en-
trenamiento Promise. Posteriormente, se elaboró una lista de requisitos sobre clases reales,
donde un simulador analista hacia comentarios de clasificación sobre dicha lista y a con-
tinuación un analista humano se encargaba de expresar su acuerdo o desacuerdo con la
elección del simulador. El intercambio de información sobre las clases asignadas en las lis-
tas clasificadas entre el analista y el simulador permitía converger la clasificación real dado
un número de iteraciones, de ahí que obtuvieron una precisión en la clasificación dentro
de los primeros 5 elementos de 90.11% y considerando 10 elementos se obtuvieron 93.66%.

Por otro lado, en [82] se utilizaron 6 tipos de documentos de requisitos para elaborar el
conjunto llamado Concordia, donde obtuvieron 3, 140 oraciones sobre las cuales 6 analistas
realizaron el trabajo de la clasificación de forma manual. Además, en ese trabajo imple-
mentó un clasificador basado en el modelo de una Máquina de Soporte Vectorial (SVM,
por sus siglas en inglés) donde obtuvieron una medida de clasificación del 84.96%.

En [68] se realizó la identificación de NFR mediante la similitud semántica de palabras
con el análisis semántico latente (LSA, por sus siglas en inglés) y la agrupación de palabras
requeridas (required word clustering). Para determinar el rendimiento de la clasificación se
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realizó un análisis con tres métodos: Similitud semántica de texto (TSS, por sus siglas en
inglés), Modelo de espacio vectorial (VSM, por sus siglas en inglés) e Indización semánti-
ca latente (LSI, por sus siglas en inglés). Estos métodos realizan mediciones en términos
de precisión (precision) y recuperación (recall). Los investigadores pudieron notar que el
mejor rendimiento fue obtenido por VSM, la principal desventaja entre TSS y LSI residió
en su proceso de calibración, el cuál fue computacionalmente costoso. Los tres métodos
lograron una medida en umbral del 70%, esta baja precisión se debe a las impurezas de
los conjuntos de datos que manejaron, en particular por el proceso de agrupamiento, ya
que algunos clústeres de NFR contenían ruido, o palabras no relacionadas. Otro aspecto
que llevó a la baja precisión es que los conjuntos de datos no eran robustos. El conjunto
de datos que utilizaron fue SmartTrip, BlueWallet y SafeDrink.

En [89] se propuso un enfoque basado en reglas para la clasificación automatizada
de NFRs de Especificaciones de Requisitos. Durante el análisis de requisitos utilizaron la
herramienta GATE, donde cada oración fue anotada por roles temáticos usando reglas
JAPE (complemento de GATE). Los investigadores reportaron la comparativa entre los
conjuntos de datos de Promise con un 97.21% y Concordia obtuvo un 94% de medida,
cabe mencionar que dicha medida fue en base a subclases de NFRs.

En [53] se planteó la implementación de una CNN donde evaluaron la clasificación de
requisitos funcionales y no funcionales. El procesamiento de los datos se realizó con el
modelo Skip-gram, el cual predice las palabras de contexto, posteriormente el resultado
se implementó en la CNN para la clasificación y por último para medir qué tan precisa
fue evaluada la clasificación, se implementó un entrenamiento con la validación cruzada
K-Fold, con k = 10; una precisión del 81%. El conjunto de datos que utilizaron fue Promise.

Las propuestas mencionadas en los párrafos anteriores, aunque son solo unos cuantos
ejemplos, dejan ver las técnicas y modelos de aprendizaje automático que se han aplicado
para atacar la actividad de clasificación. En base a ello y a la revisión que se hizo en el
estado del arte, se plantea implementar una CNN. Aunque este modelo ha sido utilizado
para detección de objetos, visión por computadora, procesamiento de imágenes y voz, re-
cientemente ha generado nuevas ideas con respecto al procesamiento del lenguaje natural
en texto [12, 63, 71–73]. La razón más importante para elegir dicho modelo es que ofrece
una mayor precisión y mejora el rendimiento del sistema debido a características únicas
como pesos compartidos e interconectividad local, además que pueden procesar datos de
gran dimensionalidad y la implementación de múltiples neuronas dentro de esta red, lo
cual puede brindar confianza en las predicciones de clasificación [12].

La entrada para el entrenamiento de la CNN será el conjunto de datos Promise que
contiene 625 oraciones de requisitos preclasificadas, de las cuales 255 son FR y 370 son
NFR. Sólo se abordarán los requisitos no funcionales, como se mencionó en el planteamien-
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to del problema, ya que frecuentemente no son tomados en cuenta debido a que existen
problemas para identificarlos de forma adecuada durante la actividad de clasificación, e
inclusive se piensa que no son relevantes para el desarrollo del software [9,34,94]. La selec-
ción del conjunto de datos Promise, se debió a su frecuente uso en investigaciones previas,
lo cual permitirá ofrecer una comparativa de rendimiento.

1.3. Hipótesis

Si se aplican redes neuronales convolucionales para el procesamiento de lenguaje natu-
ral se mejorará el rendimiento en la clasificación automatizada de NFRs a partir de texto
en el idioma natural inglés.

1.4. Objetivos

1.4.1. Objetivo general

Clasificar requisitos no funcionales mediante el procesamiento de lenguaje natural a
partir de texto en el idioma inglés utilizando redes neuronales convolucionales para mejo-
rar el rendimiento de la clasificación.

1.4.2. Objetivos particulares

1. Seleccionar la arquitectura profunda más adecuada para el procesamiento del len-
guaje natural.

2. Implementar la arquitectura seleccionada con las herramientas Tensorflow y Keras.

3. Comparar los resultados obtenidos con la arquitecturas profundas y el trabajo rela-
cionado.

4. Proponer una guía de software para la clasificación de NFRs usando la arquitectura
profunda implementada.

1.5. Estructura de la tesis

En el Capítulo 2 se presenta el marco teórico y estado del arte del tema de tesis. Para el
marco teórico se comienza resaltando la influencia del NL en la RE, para dirigir la atención,
posteriormente, a las estrategias que han usado los expertos en el área para contrarrestar
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dicha influencia. Después, se identifica en qué actividad de la RE se encuentra la clasifica-
ción de requisitos; además de mencionar qué clase requisitos se usarán en el desarrollo de
la propuesta de la tesis, así como el conjunto de datos a implementar. A continuación, se
establece la unión entre el NLP y el aprendizaje automático, por ello primero se definen
términos teóricos propios de ambos conceptos, todo con el fin de que en la sección que
concluye dicho capitulo se exponga el trabajo relacionado con la implementación de dicha
unión para clasificar requisitos1. En el estado del arte se hace una distinción entre los
trabajos relacionados que implementaron CNNs de los que implementaron otras técnicas
del aprendizaje automático, así como distintos métodos de vectorización.

En el Capítulo 3, se describe la metodología para realizar la clasificación de NFR utili-
zando CNN’s, detallando cómo se realiza el tratamiento de los datos para posteriormente
implementarlos sobre una CNN, al final de dicho capítulo se muestran los resultados de
forma general.

En el Capitulo 4, se realiza la experimentación que aborda el tema de tesis. Se analizan
los resultados obtenidos con los clasificadores Naïve Bayes, Máquina de soporte Vectorial
(SVM, por sus siglas en inglés) y la implementación de la CNN propuesta, junto a estra-
tegias que permitan mejorar los resultados comparados con el estado del arte [37,53].

El Capítulo 5 revela las conclusiones del trabajo de tesis relacionadas con el proceso
de investigación y el punto de vista personal. Finalmente, en este capítulo se incluye una
propuesta de trabajo a futuro.

Por último en la sección de Anexos, se presenta información adicional de relevancia
que se haya obtenido durante la investigación. Por ejemplo, se muestra un concentrado de
resultados bajos para el modelo de CNN base como referencia de la mejora del modelo
propuesto. Además, incluye una guía para el uso de la aplicación web que auxilia al analista
a clasificar los requisitos no funcionales.

1La recopilación de ese trabajo relacionado se encuentra fuera del rango temporal establecido para el
estado del arte, por ello se incluye en una sub sección del marco teórico.



Capítulo 2

Antecedentes y Fundamentos

2.1. Marco teórico

Para comprender el contexto en el que se encuentra el tema de tesis y el desarrollo
del mismo, primero se establece el fundamento teórico necesario para poder comprender
tecnicismos de AI y RE. El punto de partida se inicia señalando el impacto que tiene
el NL en la RE y cómo los especialistas en el área han optado por utilizar NLP para
automatizar algunas actividades de RE. Posteriormente, se hace una breve descripción de
las actividades de la RE para identificar en qué actividad interviene la clasificación de
requisitos y en qué consiste, también se dirige la atención hacia los NFR y al conjunto de
datos que se usará en la experimentación de la tesis. Por último, se muestran conceptos
teóricos básicos: aprendizaje automático y sus tipos, el aprendizaje de representaciones,
también se habla de algunos métodos de vectorización y arquitecturas profundas, con
el fin de presentar el trabajo de algunos investigadores que han atacado problemas de
clasificación de requisitos, demostrando que la unión del NLP y del aprendizaje automático
es un buen aliado para ese tipo de problemas.

2.1.1. El lenguaje natural en la Ingeniería de Requisitos

La RE es un enfoque disciplinado y sistemático para elicitar, analizar, especificar, va-
lidar/verificar y gestionar los requisitos [7, 38, 91]. Conforme se va avanzando durante la
realización de cada una de las actividades de la RE, la actividad anterior resulta tan
importante como la que precede, la relevancia radica en que la RE es el pilar para el
desarrollo del software [92]. Por lo que si en la RE, alguna actividad o tarea dentro de las
actividades se llegaran a omitir, desencadenaría una avalancha de problemas posteriores
durante el desarrollo del proyecto [20, 89, 97]. Como se mencionó anteriormente la RE es
fundamental para el desarrollo del software, sin embargo, su correcta realización depende
del factor humano y el NL, por lo que dichas actividades resultan con complicaciones e
inconvenientes [36,68,89].

9
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Pero, ¿por qué el factor humano y el NL complican la RE? Para entenderlo imagine la
siguiente situación: un analista1, consciente de que omitió actividades y tareas de la RE
porque el creía que eran innecesarias, consideró que su trabajo en la etapa de requisitos
había concluido, por lo que, según él, la especificación de requisitos estaba lista. Por ello,
decidió entregar la especificación al encargado de diseño, el cual al ver que tenía mucho
por leer, optó por archivar la especificación y abordar al analista durante el almuerzo para
que en unas cuantas palabras le dijera qué es lo que el software debería hacer. Con eso en
mente, el encargado de diseño efectúa las actividades propias de su etapa. Posteriormen-
te, el resultado de dicha etapa se envía a codificación, y los programadores comienzan a
codificar de acuerdo con las peticiones del área de diseño. Una vez que ésta concluyó, se
procede a enviar el resultado de la etapa al área de prueba. Sin embargo, durante el testeo
se dan cuenta que el software carga cualquier tipo de archivos, a lo que los stakeholders
muestran inconformidad ya que alegan que una de las funciones principales del software
era cargar sólo archivos en formato .PDF, con un rango de peso definido y con una longitud
específica del nombre del archivo. Después de hablar con los stakeholders y mencionarles
que ese error será corregido, el jefe del proyecto va con el área de codificación reclamando
que cometieron errores a la hora de establecer restricciones y funcionalidades del software,
a lo que estos mencionan que su entrega fue lo que el área de diseño pidió. Así es como el
jefe de proyecto dialoga con el encargado de diseño y se da cuenta que el desarrollo fue en
base a lo que él pensó que el software debería hacer, así que pide que realice su trabajo
conforme a lo que dice la especificación. Y una vez más se hecha a andar el desarrollo
del software, no obstante, cuando llegan al área de test se encuentran nuevamente con un
error, por lo que buscan el requisito dentro de la especificación y se dan cuenta que la
interpretación de éste fue errónea.

Aunque parezca un cuento de nunca acabar, las situaciones del ejemplo anterior son
comunes dentro del desarrollo de los proyectos [41, 51]. Las situaciones que se observaron
en el párrafo anterior dejan ver cómo la negligencia del personal, la falta de información y
su interpretación errónea de información desencadenan inconvenientes. Algunos inconve-
nientes son: entregas fuera de tiempo, costos elevados con respecto a lo que se estableció
en un inicio y clientes inconformes con la entrega [18,53,82,97].

Para contrarrestar las aptitudes negligentes del factor humano, algunas empresas han
optado por sustituir al personal que muestre dichas aptitudes, hacerles llamadas de aten-
ción para que mejoren su desempeño o bien utilizar algún software que realice su traba-
jo [86]. Sin embargo, para la RE, en la actualidad, la consideración de la última opción
puede aplicarse parcialmente durante la realización de sus actividades, ya que de acuerdo
al estudio que realizaron [38] y [30] se puede observar que la mayoría de software diri-
gido a la RE involucra sólo cuestiones de gestión en todas sus actividades, es decir, la

1Es la persona que se encarga de identificar y definir las necesidades del software a desarrollar en base
a la información que proporcionan los stakeholders.
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modificación y eliminación de información. Al analizar los estudios que se mencionaron
anteriormente, se identificó sólo una herramienta que sirve de apoyo para la elicitación de
requisitos. Dicha herramienta ofrece al analista una versión automatizada de la técnica
de entrevistas, esto es mediante el chat que hace preguntas dependiendo de las respuestas
del stakeholder. El chat automatizado contiene un conjunto de cuestionarios con tópicos
comunes de empresas que permiten la interacción con el stakeholder, además permite in-
gresar cuestionarios propios. Ahora bien, ¿qué estrategia se utiliza para contrarrestar la
presencia de las interpretaciones erróneas de la información durante las actividades de la
RE, es decir, el lenguaje natural?.

2.1.2. Ingeniería de Requisitos y el Procesamiento de Lenguaje
Natural

Cada una de las actividades de la RE, tiene como común denominador la interacción
entre el analista y los stakeholders, por lo que en consecuencia se presenta el innherente
NL [22,38,62,90]. Por ello, se dice que es la notación predominante a la hora de documentar
y especificar software y requisitos del sistema [92]. Todos esos requisitos escritos en NL
se extraen de la información que proporcionan los stakeholders, por lo que el analista
debe establecer la distinción entre deseos y necesidades que éstos expresaron [5] [75].
Sin embargo, el NL puede presentar ambigüedades, lo que llevaría a una definición de
requisitos incorrecta [17]. Dada esa situación, se comprende que los requisitos deben ser
una conceptualización abstracta de lo que realmente se necesita del sistema, debido a ello
el proceso de definición de requisitos puede llegar a estar inherentemente abierto a distintas
interpretaciones [36].

2.1.2.1. Procesamiento de Lenguaje Natural

Algunos especialistas en el área de RE se han inclinado por utilizar el NLP y utilizar
las ventajas que éste ofrece [29,48,60,76,93]. A continuación se detalla más sobre el NLP
y sus aplicaciones.

El NLP es un área de investigación de la AI que se encarga de explorar cómo se pueden
usar las computadoras para comprender y manipular texto y habla en el lenguaje natu-
ral con el objetivo de aplicarse en distintos campos donde pueda ser de utilidad [21, 36].
El objetivo de los investigadores de esta área es reunir conocimientos sobre cómo los se-
res humanos entienden y usan el lenguaje para comunicarse y relacionarse, por ello se
busca desarrollar herramientas y técnicas apropiadas para que los sistemas informáticos
entiendan y manipulen el lenguaje natural y puedan desempeñar diversas tareas que nor-
malmente consumen recursos significativos para dichas tareas [21].
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Las disciplinas en las que se ha implementado el uso del NLP son Ingeniería de Soft-
ware, Informática, Lingüística, AI, Robótica, Psicología, entre otras. Tiene aplicaciones en
distintos campos de estudio por ejemplo, por mencionar algunos, en la traducción auto-
mática, el procesamiento y resumen de texto en lenguaje natural, las interfaces de usuario,
el reconocimiento de voz, y sistemas especialistas [21].

2.1.2.2. Herramientas para NLP

Existen diversas herramientas que son de gran utilidad para realizar tareas asociadas
con el campo de aprendizaje automático y las redes neuronales profundas [18, 53, 62, 82].
El objetivo de éstas es construir y entrenar redes neuronales para detectar y descifrar
patrones. Para el caso de esta tesis las que se consideran son las siguientes:

Tensorflow. Se originó del trabajo de Google Brain Team, de un grupo de ingenieros e
investigadores que formaban parte de la organización de investigación de aprendizaje
automático y redes neuronales profundas. TensorFlow es una biblioteca de software
libre que se utiliza para realizar cálculos numéricos mediante diagramas de flujo de
datos. Los nodos de los diagramas representan operaciones matemáticas y las aristas
muestran matrices de datos multidimensionales, llamados tensores, comunicadas en-
tre ellas. Para utilizar esta herramienta se necesita una API para desplegar el sistema
informático de una o varias CPU2 o GPU3.

Keras. Keras es una API de redes neuronales de alto nivel, escrita en Python y capaz
de ejecutarse sobre TensorFlow, CNTK o Theano. Fue desarrollada para permitir la
experimentación rápida. Es decir, pasar de la idea al resultado con el menor retraso
posible con el objetivo de una buena investigación.

2.1.3. ¿Qué es la clasificación de requisitos y en qué actividad de
la Ingeniería de Requisitos se encuentra?

Como se mencionó en secciones anteriores, la RE cuenta con cinco actividades. Las cua-
les se muestran gráficamente en la Figura 2.1 y se describen brevemente a continuación.
Durante el proceso de elicitación se capturan, sin restricciones y sin ninguna formaliza-
ción, las necesidades de los stakeholders en NL [75,91]. Posteriormente, el análisis de estas
necesidades generalmente implica la manipulación de grandes conjuntos de texto que, al
estar escritos en un lenguaje natural, frecuentemente contienen ambigüedades; por ello, es
necesaria la intervención de un experto que los interprete sin que pierda de vista las metas
y el objetivo de la empresa, para así obtener los requisitos y concentrarlos en un documen-
to [78]. Dicho documento será manipulado posteriormente por un experto para diferenciar

2Central Processing Unit. Unidad de procesamiento central
3Graphics Processing Unit. Unidad de procesamiento gráfico
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entre una clase y otra de requisitos [35], lo cual servirá para determinar las características
funcionales y no funcionales; a este proceso se le conoce como especificación de requisitos.
Finalmente, se realiza la verificación y validación del resultado de la actividad anterior,
que consiste en corroborar que efectivamente cada requisito corresponde a las necesidades
de los stakeholders [91]. Durante la ejecución de cada una de las actividades descritas
anteriormente, se realiza, de forma casi simultánea, la gestión de requisitos, esta actividad
se encarga de comprender y controlar los cambios que se vayan realizando durante cada
una de las actividades anteriores a ésta [91]. El resultado del proceso sistemático de la RE
es la Especificación de Requisitos del Software (SRS, por sus siglas en inglés), el propósito
de este documento es definir los requisitos específicos de lo que el software debe de hacer
y cómo se espera que funcione, por ello se deben encontrar alineados con su propósito
y naturaleza [47, 89, 91]. El nivel de importancia de este documento es elevado ya que
establece la base del proyecto, siendo así un contrato o documento oficial [91].

Figura 2.1: Actividades de la RE [75].

Como se ha resaltado, durante todo el documento de tesis, las actividades tienen el
mismo nivel de importancia así como de dificultad. El objetivo de ello ha sido el no menos-
preciar una de la otra, ya que el tema de investigación se centra en una tarea en particular
de una de estas actividades: la clasificación de requisitos. Si se dirige la atención una vez
más a las actividades descritas anteriormente, la ubicación de la clasificación de requisitos
se encuentra dentro de la Especificación de Requisitos (RS, por sus siglas en inglés) [35,91].

La clasificación de requisitos consiste en diferenciar entre los FR y los NFR4, dicha
actividad se realiza mediante el conocimiento que el analista tiene de lo que es un FR y un
NFR para determinar a qué clase pertenece cada oración de la SRS y hacer una anotación
manual de éstos [60,82]. En el Cuadro 2.1 se muestra un ejemplo de la anotación realizada
de un extracto de un documento de requisitos. En los casos en los que se tiene un grupo de

4Se sabe que existen otros tipos de requisitos, pero para efectos de la tesis solo se hará mención de los
FR y los NFRs.
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analistas, se hacen sesiones constantes para comparar la clasificación que determinó cada
analista y, en caso de no coincidir se abre el debate para determinar de forma conjunta a
qué clase pertenece en realidad [48,82,89]. Al observar ambas situaciones, las dos implican
tiempo y esfuerzo por parte de los analistas, sumándole que las SRS no son solo 5 oraciones,
ya que dependiendo del tamaño del proyecto será el contenido de la SRS [53, 80, 82, 89].
Ahora bien, si sólo es un analista, podría interpretar de forma errónea debido a que existe
la posibilidad de que no sepa diferenciar una clase de la otra e incluso las subcatergorias
de NFR lo que implicará, posteriormente, problemas futuros durante las etapas siguientes
al desarrollo [47,61,90].

Cuadro 2.1: Ejemplo de anotación de requisitos del software (traducido de [48]).

Al igual que en todas las actividades de la RE, el NL se encuentra presente dentro
de la RS ya que está contenido en la lista de requisitos ahí descritos. De acuerdo con
[67], alrededor del 90% de las RS se encuentran representados en NL. En dicha lista,
comúnmente, se deben encontrar dos clases de requisitos, estos son los FR que describen
las funciones que el software ejecutará y los NFR que actúan para restringir la solución,
por lo cual se les conoce como restricciones o requisitos de calidad [89]. Sin embargo, la
ambigüedad innata al lenguaje natural, así como la interpretación dada por los analistas,
da lugar a que la clasificación, de las clases mencionadas anteriormente, resulte difícil de
realizar [82]. Por ello los analistas se inclinan por los FR ya que, frecuentemente, no tienen
suficiente conocimiento para identificar y clasificar un NFR, además de que consideran que
si no los incluyen en la SRS no tendrá algún impacto significativo para el desarrollo del
software [34,40,82,90]. No obstante, varios investigadores han resaltado la importancia de
los NFR durante y después el desarrollo del software, ya que si se les subestima pueden
causar fracasos [5, 9, 23, 40, 80, 90]. Por ello, la clasificación que se propone en la tesis va
dirigida a los NFR. A continuación se detalla un poco más de ellos, así como del conjunto
de datos Promise que se utilizará en la experimentación.
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2.1.3.1. Requisitos No Funcionales

En [40] se realizó una revisión sistemática de los NRFs, donde se les define atributos o
restricciones en un sistema. Este investigador definió la taxonomía de requisitos mostrada
en la Figura 2.2, donde hace especial referencia a los NRFs. Dicha taxonomía menciona
que estos requisitos pueden ser identificados como atributos y restricciones, donde ambos
se enfocan en definir las métricas para el desempeño y calidad de los NRFs.

Figura 2.2: Taxonomía de Requisitos. Requisitos No Funcionales (traducido de [40]).

2.1.3.2. Conjunto de datos Promise

El repositorio PRedictOr Models In Software Engineering (Promise) se inició en diciem-
bre de 2004 por Sayyad Shirabad y Tim Menzies para fomentar el desarrollo de modelos
predictivos para la Ingeniería de Software [70]. La primera versión de este repositorio se
creó a partir de datos de la NASA y se alojó en la Universidad de Ottawa (Canadá). Este
repositorio es una colección de conjuntos de datos proporcionados al público de forma
gratuita por la comunidad de ingenieros de software para servir a los investigadores y la
industria del software.

Promise está contenido por 625 requisitos con 255 FR y 370 NFR. El conjunto de los
NFR está etiquetado con las siguientes categorías: Disponibilidad = A, Legal = L, Look
and feel = LF, Mantenimiento = MN, Operacional = O, Rendimiento = PE, Escalabilidad
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= SC, Seguridad = SE, Usabilidad = US, Tolerancia a fallos = FT y Portabilidad =
PO. En el Cuadro 2.2 se muestran ejemplos de cada clase de requisitos que se encuentran
almacenados en Promise. En la Figura 2.3 se muestra la distribución de clases que contiene
Promise.

Cuadro 2.2: Ejemplos del contenido del conjunto de datos Promise [70].

Figura 2.3: Distribución de clases de Promise (traducido de [53]).
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2.1.4. Procesamiento del lenguaje natural y aprendizaje automá-
tico. La mancuerna ideal para la clasificación de requisitos

En secciones anteriores se analizó como el NL se encuentra presente en la clasificación
de los requisitos, debido a la ambigüedad que presenta y la interpretación del analista, éste
podría seleccionar como FR o NFR o incluso podría tener confusión entre las subcategorías
de NFR [22,40,82,91]. En esta sección se hará un breve acercamiento al aprendizaje auto-
mático, así como al aprendizaje de representaciones y a las arquitecturas profundas, que
serán de ayuda para comprender términos técnicos. Todo ello servirá de parteaguas para
que en la sección siguiente se muestre cómo especialistas en el área de RE han optado por
utilizar el NLP junto con técnicas de aprendizaje profundo como ayuda para automatizar
dicha actividad.

2.1.4.1. Aprendizaje automático

Es una rama de la AI que busca crear algoritmos capaces de generalizar comportamien-
tos y reconocer patrones usando ejemplos de datos (datos de entrada o casos conocidos)
o experiencia acumulada, para luego usar los patrones descubiertos para predecir datos
futuros o para realizar otros tipos de toma de decisiones bajo incertidumbre [84]. El apren-
dizaje automático ha sido de vital importancia para el avance de la tecnología basada en
el uso inteligente de la información [11].

2.1.4.2. Tipos de aprendizaje automático

De acuerdo con [81], algunos tipos de aprendizaje automático son:

Aprendizaje supervisado. En este tipo de aprendizaje los datos se encuentran
etiquetados (salidas), los cuales consisten en pares (x,y), donde x es la entrada obte-
nida de una distribución de probabilidad desconocida, y y es la salida que se asocia
con la entrada x, como se muestra en la Figura 2.4. El proceso que se busca realizar
con la información anterior es que después de la fase entrenamiento, el algoritmo
de aprendizaje proporcione soluciones también llamadas salidas, que se muestren
adecuadas ante entradas nuevas o desconocidas.

Aprendizaje no supervisado. En la Figura 2.5 se observa, para este tipo de
aprendizaje, que los datos de entrada no están etiquetados, por lo que se dice que
sólo se conocen los datos de entrada x. El objetivo de este tipo de aprendizaje es
encontrar propiedades o estructuras ocultas en los datos.
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Figura 2.4: Aprendizaje supervisado [81].

Figura 2.5: Aprendizaje no supervisado [81].

Aprendizaje semi-supervisado. Para este tipo de aprendizaje se conocen muy
pocas entradas. Al contrario del aprendizaje anterior, en éste los datos ya se en-
cuentran etiquetados lo que conlleva a la existencia de un gran número de datos sin
información de clase o etiquetas. Por lo que, debido a las características que presen-
ta, éste ofrece la ventaja de realizar tareas de tipo supervisado y no supervisado. Su
esquema de representación se puede observar en la Figura 2.6.

Figura 2.6: Aprendizaje semi-supervisado [81].
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2.1.4.3. Aprendizaje de representaciones

Es un conjunto de técnicas de aprendizaje automático cuyo objetivo principal es apren-
der las características desde un bajo nivel hasta un nivel superior de los datos de entrada
original, los cuales forman una representación que puede ser aprovechada de manera efecti-
va en una tarea de aprendizaje, por ejemplo la clasificación o el agrupamiento [11]. Cuando
se emplea este tipo de aprendizaje se puede llegar a mejoras significativas con respecto a
los modelos estándares supervisados en pruebas fuera de su dominio. Para realizar este
proceso el aprendizaje de representaciones utiliza un enfoque no supervisado, el cual tiene
la ventaja de no requerir información de clase [46].

2.1.4.4. Aplicaciones

De acuerdo con [81], algunas aplicaciones del aprendizaje de representaciones son las
siguientes:

1. Reconocimiento de voz y procesamiento de señal. El reconocimiento de voz fue una
de las primeras aplicaciones neuronales, el aprendizaje profundo y el aprendizaje de
representaciones han tenido un fuerte impacto en esta área.

2. Reconocimiento de dígitos. En los inicios del aprendizaje profundo uno de los prin-
cipales problemas que se abordaron fue la clasificación de imágenes de dígitos utili-
zando la base de datos publica MNIST.

3. Procesamiento de lenguaje natural. Las aplicaciones de procesamiento de lenguaje
natural se basan en el aprendizaje de representaciones distribuidas de palabras lla-
madas word embedding. Por ejemplo, en el 2011 se aplicó esta idea junto con una
arquitectura convolucional para desarrollar el sistema SENNA, el cual utilizó técni-
cas avanzadas de análisis sintáctico, etiquetamiento de categorías gramaticales, entre
otros.

2.1.4.5. Algoritmos de aprendizaje

Los algoritmos de aprendizaje son utilizados en la implementación de las CNNs, estos
se realizan mediante entrenamientos controlados por un agente externo, es decir, por un
aprendizaje supervisado, el cual determina la respuesta que debería generar la red a partir
de una entrada determinada [42].

El algoritmo de propagación hacia atrás (BP, por sus siglas en inglés). Es
uno de los algoritmos de aprendizaje más populares en redes neuronales [6, 79]. Es
como si el error se propagara desde la salida y de vuelta a las entradas, por ello se
adaptó dicho nombramiento. De acuerdo con [66], este algoritmo realiza una aproxi-
mación a la minimización global lograda por el método de descenso más pronunciado.
Como tal, el algoritmo puede verse como una generalización del algoritmo adaptativo
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de mínimos cuadrados medios (LMS, por sus siglas en inglés). La principal diferencia
entre BP y LMS es el modelo subyacente; a saber, LMS ocupa un combinador lineal
adaptador, mientras que BP funciona en un perceptrón multicapa. El algoritmo de
BP minimiza el costo funcional E (n) al alterar recursivamente el coeficiente basado
en la técnica de búsqueda de gradiente.

Adam [59]. Es un algoritmo para la optimización basada en gradientes de primer
orden de funciones objetivas estocásticas, basado en estimaciones adaptativas de mo-
mentos de orden inferior. Este algoritmo es apropiado para objetivos no estacionarios
y problemas con gradientes muy ruidosos y/o dispersos. Los hiperparámetros tienen
interpretaciones intuitivas y generalmente requieren poco ajuste.

AdaGrad [33]. AdaGrad ajusta de manera adaptativa la tasa de aprendizaje con res-
pecto al gradiente cuadrado acumulado en cada iteración para cada dimensión. Este
algoritmo se desempeña mejor para datos dispersos porque disminuye la velocidad
de aprendizaje más rápido para parámetros frecuentes y más lento para parámetros
poco frecuentes.

Descenso de gradiente estocastico (SGD, por sus siglas en inglés) [16]. Es
una simplificación drástica por lo que en lugar de calcular exactamente el gradiente
de En(fw), cada iteración estima este gradiente sobre la base de un solo ejemplo
elegido al azar. Dado que algoritmo es estocástico, no necesita recordar qué ejem-
plos se visitaron durante las iteraciones anteriores, puede procesar ejemplos sobre
la marcha en un sistema implementado. En tal situación, el descenso del gradiente
estocástico optimiza directamente el riesgo esperado, ya que los ejemplos se extraen
aleatoriamente de la distribución de la verdad fundamental.

2.1.4.6. Métodos de análisis para la experimentación de aprendizaje automá-
tico

Los resultados que se obtienen durante la experimentación del aprendizaje automático
corresponde a analizar los datos de manera que cualquier conclusión que se obtenga no sea
subjetiva o se deba al azar. Por ello, se han desarrollado métodos que permiten analizar
dichos resultados, a continuación se presentan algunos de ellos:

Validación cruzada [6]. El siguiente ejemplo ilustrará la función de éste método.
Para fines de replicación, la primera necesidad es obtener varios pares de conjuntos
de entrenamiento y validación de un conjunto de datos X (después de haber omitido
alguna parte como conjunto de prueba). Para obtenerlos, si la muestra X es lo
suficientemente grande, se puede dividirla aleatoriamente en K partes, luego dividir
aleatoriamente cada parte en dos y usar una mitad para el entrenamiento y la otra
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mitad para la validación. Esto se realiza mediante validación cruzada, que es el uso
repetido de la misma división de datos de manera diferente.

Estratificación [6]. Dado un conjunto de datos X, se esperaría generar K pares de
conjuntos de entrenamiento/validación, Ti, Vi K i = 1, a partir de dicho conjunto de
datos. Por ello se espera que los conjuntos de entrenamiento y validación sean lo más
grandes posible para que las estimaciones de error sean sólidas y, al mismo tiempo,
se pueda mantener la superposición entre los diferentes conjuntos lo más pequeña
posible. De ahí que es necesario el asegurarse que las clases estén representadas
en las proporciones correctas cuando los subconjuntos de datos se mantengan en
estratificación, para no perturbar las probabilidades previas de la clase. De ahí que
la estratificación considera todas las dimensiones y, por lo tanto, pueda proporcionar
un marco de muestreo que proporcione la representación de todas las características
en cantidades proporcionales.

Validación cruzada de K-fold. El conjunto de datos X se divide aleatoriamente en
K partes de tamaño de validación de igual paso, Xi, i = 1, ..., K. Para generar cada
par, Se mantiene una de las partes K como el conjunto de validación y se combinan
las partes K - 1 restantes para formar el conjunto de entrenamiento. Haciendo este
K veces, cada vez se deja fuera otra de las K partes, se obtiene K pares.

Leave-one-out. Un caso extremo de validación cruzada de K-fold es dejar fuera
uno donde dado un conjunto de datos de N instancias, solo se deja una instancia
como el conjunto de validación (instancia) y la capacitación usa las instancias N−1.
Luego obtenemos N pares separados dejando fuera una instancia diferente en cada
iteración. Esta técnica se usa cuando la cantidad de ejemplos es pequeña.

2.1.4.7. Arquitecturas profundas

Las arquitecturas profundas permiten que los modelos computacionales compuestos
de múltiples capas de procesamiento aprendan representaciones de datos con múltiples
niveles de abstracción [81]. Cada nivel de arquitectura representa características en un nivel
diferente de abstracción, definido como una composición de características de nivel inferior
[64]. Estos métodos han ido mejorando rápidamente para desarrollar diversas herramientas
concernientes, por ejemplo, al reconocimiento de voz, reconocimiento visual de objetos,
detección de objetos e interpretación del lenguaje natural en base a texto [11].

2.1.4.8. Redes neuronales Artificiales

De acuerdo con [27], una ANN se define como un sistema de mapeo no lineal cuya
estructura está basada en el comportamiento observado en los sistemas nerviosos de hu-
manos y animales. Por lo que ésta, toma como ejemplos problemas previamente resueltos
para construir un sistema capaz de tomar decisiones en base al entrenamiento aplicado y
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mediante ello realizar clasificaciones. Las ANN constan de un número grande de procesa-
dores simples, unidos por conexiones y pesos. Las unidades de procesamiento se denominan
neuronas. Cada unidad recibe entradas de los nodos que la alimentan y genera una salida
simple escalar que depende de la información local disponible.

2.1.4.9. Redes Neuronales Convolucionales

En las últimas décadas, se han considerado como una de las herramientas más po-
derosas ya que son capaces de manejar una gran cantidad de datos, esto es debido al
rendimiento que se puede obtener mediante su método de reconocimiento de patrones, a
estas herramientas se les conoce por el término de Deep Learning o Deep Neural Network,
haciendo referencia a las ANNs con capas múltiples [3].

Las CNNs, toman este nombre por la operación lineal matemática entre matrices lla-
mada convolución; de ahí que las CNN cuenten con capas múltiples, como por ejemplo
la capa convolucional, la de no linealidad, de agrupación y la capa totalmente conecta-
da [45]. Como se mencionó anteriormente, una CNN es una red neuronal profunda que
está formada por una combinación en cascada de capas convolucionales, capas de pooling
y capas totalmente conectadas [43]. Un ejemplo de una arquitectura para un modelo de
una CNN para NLP se muestra en la Figura 2.7. En dicha figura se puede observar una
matriz de entrada, donde cada fila representa una oración. A su vez cada oración pasa por
un filtro realizando una operación de convolución, lo cual devuelve un mapa de caracte-
rísticas. Para esta arquitectura se cuenta con dos “canales” de vectores de palabras: uno
que se mantiene estático durante todo el entrenamiento y otro no estático que se ajusta
mediante la propagación hacia atrás. Por ello en esta arquitectura multicanal cada filtro
se aplica a ambos canales y los resultados se agregan para calcular una característica por
convolución mediante una determinada ventana de palabras. Posteriormente, se aplica la
operación max-over-time pooling sobre el mapa de características, este esquema de pooling
trata longitudes de oraciones variables. Hasta ese punto es el proceso para la extracción
de una sola característica, por lo que ésta forma la penúltima capa y se pasan a una capa
softmax completamente conectada cuya salida es la distribución de probabilidad sobre las
etiquetas.

Debido a su arquitectura las CNN llegan a ser una excelente herramienta para el
desempeño en problemas de aprendizaje automático [3, 58, 97]. Las CNN se han utilizado
en clasificación de imágenes, visión por computadora y procesamiento de lenguaje [3].

2.1.4.10. Métodos de vectorización

Las características del aprendizaje automático son básicamente atributos numéricos
desde los cuales cualquier persona puede realizar alguna operación matemática, como
por ejemplo el producto punto. Por ello para convertir el texto en NL en algo que una
máquina pueda entender, se realiza el proceso de conversión de texto a un vector numérico.
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Figura 2.7: Modelo de arquitectura de CNN para NLP (traducido de [58]).

A dicho proceso se le denomina vectorización. Existen diversos métodos para llevar a cabo
la vectorización, por lo que a continuación se hace una breve explicación con el fin de
entender cómo funciona cada método.

Modelo de Bolsa de Palabras Continuas (CBOW, por sus siglas en inglés). La idea de
éste modelo es tratar un grupo de palabras con la finalidad de obtener una palabra
que se relacione con su contexto [72]. Como se puede observar en la Figura 2.8a, el
modelo recibe un vector de palabras (representando una oración con alguna palabra
faltante), por lo que cada posición es una palabra, posteriormente mediante algo-
ritmos de aprendizaje automático se realizan operaciones obteniendo una suma que
da como salida la palabra que mejor encaja en el contexto de la entrada. Poniendo
un ejemplo práctico, a la oración “El”, “gato”, “se”, “sobre”, “el”, “sillón”, le falta una
palabra. Teniendo como entrada al modelo de CBOW, dicha oración, el resultado
del predictor sería la palabra “sentó”.

El modelo Skip-Gram, también propuesto por [72], está basado en el modelo anterior,
por lo que en lugar de predecir la palabra basada en el contexto se busca predecir el
contexto basado en la palabra. En la Figura 2.8b se muestra gráficamente el proceso
de clasificación para este modelo, en donde usa cada palabra actual como entrada
del clasificador en la capa de proyección, y predice las palabras dentro de un cierto
rango establecido por la palabra actual.
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(a) Modelo CBOW (b) Modelo Skipgram

Figura 2.8: Modelos CBOW y Skipgram (traducido de [72]).

Este modelo está implementado en la herramienta Word2Vec, la cual realiza un pre-
procesamiento de la entrada (conjunto de datos), es decir, una “limpieza” que busca
eliminar caracteres no útiles (simbolos y números), para ello efectúa etiquetado gra-
matical (part-of-speech tagging). Después del pre-procesamiento, se crea un diccio-
nario a partir de las palabras actuales y su frecuencia. A continuación, el diccionario
se adapta para eliminar stopwords5 e incluso ignorar las palabras cuya frecuencia
sea menor de un límite dado. El diccionario, al que se denomina vocabulario, es la
entrada para el entrenamiento de la red neuronal en donde se usarán pares de pala-
bras encontradas en los datos de entrenamiento, estos pares dependerán del windows
size6. La salida de éste es, mediante métodos de aprendizaje automático, una matriz
de probabilidades (pesos). Esta matriz representa la cercanía que existe entre la pa-
labra y el contexto determinado por el modelo Skipgram. En la Figura 2.9 se puede
apreciar de forma práctica cómo es que se lleva acabo el entrenamiento en base a
una oración.

5Palabras vacías son palabras en el idioma inglés consideradas como inútiles, por ejemplo, “the”, “a”,
“an”, “in”.

6Windows size o ventana, es el parámetro que determina el número de palabras de cada contexto.
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Figura 2.9: Modelo de Skipgram (traducido de [19]).

Frecuencia de Términos (TF, por sus siglas en inglés). Cuenta el número de ocurren-
cia de palabras en un documento. Cada dimensión de un vector corresponde a una
palabra que se encuentra al menos una vez en cualquier documento. El número de
ocurrencia de una palabra que no se encuentra en un documento es cero.

Frecuencia de términos – frecuencia inversa de documento (Tf-idf, por sus siglas en
inglés). Representa la importancia o frecuencia de una palabra en un documento
dentro de un conjunto de documentos, ignora las relaciones entre las palabras en
un documento, y los n-gramas de palabras a veces se agregan como nuevas palabras
antes de la vectorización.

Word2Vec. Es un método para aprender incrustaciones de calidad para palabras. Las
incrustaciones prácticamente significan representaciones numéricas dimensionales de
palabras.

Doc2vec. Es un método para aprender las presentaciones numéricas dimensionales
de un documento. Este método también puede reducir el tamaño de la dimensión
dramáticamente. Doc2Vec proporciona dos enfoques como Word2Vec: bolsa de pala-
bras distribuida (DBOW, por sus siglas en inglés) y memoria de distribución (DM,
por sus siglas en inglés).
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2.1.5. El uso del aprendizaje automático para el procesamiento
del lenguaje natural en la clasificación de requisitos

En esta sección se presentan ejemplos de investigaciones que emplearon NLP y apren-
dizaje automático para la clasificación de requisitos de software, cabe mencionar que las
aportaciones aquí mostradas no fueron incluidas en el estado del arte ya que no utilizaron
CNNs como parte del desarrollo de la propuesta. Sin embargo, sus contribuciones dejan ver
que el uso de algoritmos de aprendizaje, métodos de vectorización y métodos de análisis
para la experimentación contribuyen a que la precisión de la clasificación sea más óptima.

El aprendizaje automático se ha visto reflejado en estudios de extracción de la in-
formación en diferentes áreas que han utilizado técnicas de aprendizaje automático, ta-
les como Márkov, modelos de máxima entropía, maquinas de soporte vectorial, entre
otras [13, 14, 77]. Por ejemplo, en [26] se obtuvieron resultados favorables en el campo
del NLP, ya que demostraron que una arquitectura de red neuronal unificada, entrenada
simultáneamente con un conjunto de tareas relacionadas, ofrece etiquetados más precisos.
Dicho estudio propuso una red neuronal profunda, la cual aprendió a discriminar entre
oraciones genuinas y oraciones generadas sintéticamente. También la propuesta de [79],
implica el uso de una arquitectura profunda para la extracción de información basada en
caracteres, en particular del idioma chino. Esta propuesta consiste en un sistema unificado
de extremo a extremo que, dado una cadena de caracteres, proporciona varias capas de
extracción de características y predice las etiquetas de cada carácter, las características re-
levantes para el objetivo de extracción de la información son aprendidas automáticamente
por la backpropagation en las capas más profundas del modelo de la red.

En el párrafo anterior se mencionaron investigaciones con relación a la extracción y
clasificación de información las cuales señalan que los resultados que se han obtenido han
sido favorables para la comunidad de AI, ya que han conseguido facilitar la extracción de
información mediante el procesamiento de lenguaje natural. Por ello, para la comunidad
de Ingeniería de Software, la integración que se puede crear entre la AI y la RE resulta de
gran interés. En base a eso, a continuación se analiza en especifico cómo especialistas en
el área han buscado optimizar el desempeño de la precisión en cuanto a la clasificación de
FR y NFR.

En [25] se presentó un enfoque para recuperar y clasificar los NFR de documentos
estructurados y no estructurados. El conjunto de datos que utilizaron fue Promise. Los
autores primero utilizaron los términos del indicador ponderado que luego utilizaron para
clasificar los requisitos adicionales. Para la usabilidad, seguridad, funcionamiento y rendi-
miento de los NFR, lograron una recuperación de entre el 20% y el 90% y una precisión
de entre el 13% y el 73%, respectivamente. Para evaluar la efectividad del clasificador de
NFR se aplicó una técnica de validación cruzada sin interrupciones (leave-one-out cross
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validation) y para el análisis de los resultados de la clasificación se utilizó una matriz
de confusión que determina la representación de positivos verdaderos y falsos, así como
negativos verdaderos y falsos.

La investigación presentada por [47] tuvo por objetivo automatizar el proceso de de-
tección de oraciones de NFRs mediante el uso de un clasificador de texto equipado con
un etiquetador llamado POS (part-ofspeech), el cual consiste en marcar una palabra en un
texto como correspondiente a una parte particular del habla, basada tanto en su definición
como en su contexto, es decir, su relación con palabras adyacentes y relacionadas en una
frase, oración o párrafo. La clasificación de características o palabras claves, fue conside-
rada por dos medidas de probabilidad diferentes: 1) Medida de probabilidad no suavizada
y 2) Medida de probabilidad suavizada. Utilizaron el conjunto de datos Promise. Los re-
sultados reportados fue de una precisión del 98.56% utilizando validación cruzada de 10
iteraciones. Como mencionan estos investigadores su propósito fue ayudar a los analistas
de software a resaltar los NFR en los documentos de especificaciones de software, lo cual
buscó evitar una mayor supervisión.

En [18] evaluaron un enfoque semi supervisado para la clasificación de los NFR me-
diante la maximización de expectativa con clasificadores Bayesianos naïve. Esto fue para
evaluar la efectividad de los clasificadores y calcular la precisión de categorizar la recopila-
ción de requisitos utilizando diferentes tamaños del conjunto de entrenamiento con datos
de Promise. Se obtuvo una precisión en la clasificación dentro de un top 5 de requisitos de
90.11% y considerando un top 10 de 93.66%.

En [98] realizaron un estudio empírico para clasificar automáticamente los NFR utili-
zando expresiones multipalabra (MWE, por sus siglas en inglés) y una máquina de soporte
vectorial con kernel lineal como clasificador. Se utilizó el conjunto de datos Promise. Los
resultados mostraron que la clasificación automática de los NFR es mejor cuando el con-
junto de datos es grande, ya que cuantas más muestras haya en una categoría en el conjunto
de datos mejor será el rendimiento.

En [90] desarrollaron un enfoque que examina documentos no estructurados utilizando
el procesamiento automatizado del lenguaje natural. Se analizó qué tipos de documentos
contienen NFR, los cuales fueron asignados a categorías de NFR (por ejemplo, capacidad,
confiabilidad y seguridad) y se midió la eficacia con la que se puede identificar y clasificar
las oraciones de NFR dentro de estos documentos. Para ello, se utilizaron SVM y el algo-
ritmo de Bayesiano naïve.

En [82] realizaron dos contribuciones para la clasificación de NFRs en la Especificación
de Software, la primera es una ontología llamada Concordia, la cual tiene anotaciones en
un manual que contiene documentos provenientes de diferentes documentos de requisitos,
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estos documentos fueron procesados con Arquitectura General para Ingeniería de Texto
(GATE, por sus siglas en inglés), en particular con su componente llamado ANNIE; y la
segunda es un clasificador basado en Máquinas de Soporte Vectorial, el cual tiene un en-
foque para las tareas de clasificación de requisitos donde obtuvieron un 84.96% de medida.

En [80] proponen un sistema automático de identificación de NFR a partir de algorit-
mos de clasificación de oraciones de similitud difusa de vecinos más cercanos, (FSKNN, por
sus siglas en inglés), con la adición de factores semánticos como el desarrollo del término
de hipernim y la medición de la relación semántica entre cada término y cada categoría
de aspectos de calidad. Dicho estudio utilizó el conjunto de datos Promise. El resultado
de esta investigación es que el método FSKNN semántico puede reducir el valor de la
tasa de error en un 21.9%, y también elevar el valor de la precisión en un 43.7%. Sin
embargo, se produce la disminución en el rendimiento de este método ya que el proceso
de información de patrones de entrenamiento tiene un proceso adicional de búsqueda de
relación semántica entre cada categoría de NFR.

En [68] realizaron la identificación de NFR mediante similitud semántica de palabras
con el análisis semántico latente (LSA, por sus siglas en inglés) y agrupación de palabras
requeridas (Required word clustering). Para determinar el rendimiento de la clasificación
se realizó un análisis de 3 métodos que fueron Similitud semántica de texto (TSS, por sus
siglas en inglés), Modelo de espacio Vectorial (VSM, por sus siglas en inglés) e Indización
semántica latente (LSI, por sus siglas en inglés), estos métodos miden en términos de
precisión (precision) y recuperación (recall). El mejor rendimiento fue obtenido por VSM,
la principal desventaja entre TSS y LSI reside en su proceso de calibración computacio-
nalmente costoso. Los tres métodos lograron una medida en umbral del 70%, esta baja
precisión se debe a las impurezas de los conjuntos de datos que manejan, en particular por
el proceso de agrupamiento, ya que algunos clústeres de NFR contienen ruido, o palabras
no relacionadas. Otro aspecto que llevó a la baja precisión es que los conjuntos de datos
no eran grandes.

Por otro lado, en [89] se propuso un enfoque basado en reglas para la clasificación
automatizada de NFRs de SRS, considerando el análisis de requistos mediante GATE,
donde cada oración fue anotada por roles temáticos usando reglas JAPE (complemento de
GATE). Dicho estudio reportó la comparativa entre el corpus de Promise con un 97.21%
y Concordia obtuvo un 94% de medida, cabe mencionar que dicha medida fue en base a
subclases de NFRs.

En el caso de [62] se estudió la precisión con la que se puede clasificar automáticamen-
te los FR y NFR del conjunto de datos Promise con aprendizaje supervisado. También
se evaluó la precisión con la que se pueden identificar las clases de NFR, en particular:
usabilidad, seguridad, funcionamiento y rendimiento. Esta investigación se basó en un en-
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foque de aprendizaje automático supervisado utilizando metadatos, características, léxicas
y sintácticas. Se emplearon también estrategias de under y over sampling, SVMs y vali-
dación cruzada. Para la clasificación e identificación de NFR de las clases mencionadas
anteriormente, se obtuvo un rendimiento arriba del 70%.

Finalmente, la contribución presentada en [1] es la revisión de cómo funcionan varios
enfoques de aprendizaje automático para el contexto de los NFRs y FR. Dicha investigación
también utilizó el conjunto de datos de Promise. Se encontraron diferencias significativas en
el rendimiento del enfoque de LDA, modelado de temas término, y el clasificador Bayesiano
naïve para la subclasificación de NFRs.

2.2. Estado del arte

La sección anterior representa las bases teóricas que permiten tener un mejor entendi-
miento del desarrollo de las propuestas de la revisión de literatura relacionada con el tema
de tesis, las cuales se presentan a continuación.

2.2.1. Clasificación automática de requisitos basados en redes neu-
ronales convolucionales

2.2.1.1. Propuesta

La investigación realizada en [97] pretendió clasificar automáticamente los elementos
de contenido de una especificación de requisitos de lenguaje natural como requisito o
información utilizando CNNs.

2.2.1.2. Desarrollo de la propuesta

Para construir un clasificador que sea capaz de distinguir información de los requisitos
en oraciones en lenguaje natural, se utilizó el proceso de Descubrimiento de Conocimientos
en Bases de Datos (KDD, por sus siglas en inglés). Este proceso describe los pasos nece-
sarios y los riesgos a tener en cuenta al crear conocimiento a partir de datos sin procesar
utilizando técnicas de extracción de datos. El proceso contiene los 9 pasos que se muestran
a continuación. En cada paso se identificó la forma en la que los investigadores aplicaron
el KDD para su propuesta:

1. Entender el dominio de aplicación. Se realizó una distinción de lo que es una especifi-
cación de requisitos, por lo que caracterizaron una especificación de requisitos como
un conjunto de elementos de contenido. Los elementos de contenido fueron identi-
ficados como partes atómicas de una especificación de requisitos que generalmente
contenían una sola oración o una figura. De ahí que los elementos de contenido fueran
asociados a diferentes atributos. Por ello, para comprender mejor los diferentes tipos
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de contenido, almacenados en una especificación de requisitos, los investigadores se
dieron a la tarea de examinar un conjunto de especificaciones de requisitos de un
fabricante automotriz. De esos documentos solo se enfocaron en el texto que se en-
contraba estructurado, por lo que definieron atributos como requisitos e información.

2. Crear un conjunto de datos. El conjunto de datos que crearon fue de la base de datos
de documentos DOORS, mencionada en el punto anterior, por lo que completaron
los siguientes criterios de selección para 89 documentos: 1) El documento debería
ser una especificación que describiera un solo componente electrónico del vehículo.
2) Todos los documentos debían estar escritos en el mismo idioma. 3) Para entrenar
al clasificador, los elementos de contenido de los documentos seleccionados debían
clasificarse como información o requisito. 4) La clasificación de los elementos del
contenido dentro del documento debería ser confiable.

3. Preprocesar y limpiar los datos. Todos los elementos de contenido fueron preproce-
sados mediante pasos de preprocesamiento estándar, como convertir texto en minús-
culas y eliminar palabras de parada (noise words).

4. Transformar los datos utilizando la técnica de palabras incrustadas Word2Vec. Esto
creó un diccionario de palabras frecuentes. Es decir, con un mapeo de cada palabra
frecuente se asignó a un vector, a su vez, con el objetivo de convertir oraciones en
matrices.

5. Elegir la tarea apropiada para la minería de datos. Consistió en determinar el tipo
elementos dado el contenido de un documento de clasificación. En este sentido, se
determinó que el contenido se clasificaría como requisito o información.

6. Elegir el algoritmo. Se seleccionó a las CNNs debido al éxito que tienen en la reso-
lución de los problemas comunes del lenguaje natural.

7. Emplear el algoritmo seleccionado. Los hiper parámetros del modelo, como el tama-
ño de incrustación, los tamaños de filtro y el recuento de filtro por tamaño, fueron
elegidos mediante un proceso iterativo. Se comenzó con pocos filtros pequeños, pos-
teriormente, se aumentó tanto el recuento como el tamaño de los filtros hasta que
el rendimiento de la red ya no siguió aumentando. Se logró el mejor rendimiento
utilizando el tamaño de incrustación 128, filtros de 1, 2 y 3 y 64 por tamaño (192
filtros en total). Para entrenar a la red el conjunto de datos se dividió al azar en
90% de datos de entrenamiento y 10% de datos de prueba. La red fue entrenada
con los datos de entrenamiento utilizando el gradiente estocástico.

8. Evaluar el enfoque seleccionado. Se evaluó el rendimiento de la red entrenada utili-
zando medidas estándar. Esto incluyó la precisión de la red en el conjunto de entre-
namiento y prueba, así como la precisión, recuperación y puntuación f1 de ambas
clases objetivo en el conjunto de prueba.
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9. Usar el conocimiento adquirido. Para aplicar este enfoque en la industria se planteó
integrar una CNN pre-entrenada en una herramienta.

2.2.1.3. Resultados

Los resultados que obtuvieron estos investigadores se resumen en el Cuadro 2.3. Como
se puede observar la precisión de requisitos fue de un 0.733, para la clasificación de infor-
mación se obtuvo un 0.896, y para la recuperación un 0.885 y un 0.754, de requisitos e
información respectivamente.

Cuadro 2.3: Tabla de resultados (traducido de [97]).

Considerando lo anterior se concluyó que la precisión de la CNN propuesta puede
mejorar al aumentar la cantidad de datos de entrenamiento. Es decir, al incluir documentos
de otros tipos, como las especificaciones de sistemas de componentes múltiples. De manera
similar, también se aumentó la calidad para filtrar elementos de contenido mal clasificados
e incorrectos mediante la aplicación cuidadosa de técnicas semiautomáticas.

2.2.2. Hacia el soporte de la Ingeniería de Software utilizando
Deep Learning: Un caso de clasificación de requisitos de
software

2.2.2.1. Propuesta

El estudio realizado en [53], se propuso el uso de Deep Learning (DL, por sus siglas en
inglés) para clasificar los requisitos de software (SR, por sus siglas en inglés) sin necesidad
de hacerlo manualmente. El modelo propuesto se basa en una red neuronal convolucional
(CNN), debido al comportamiento que tiene en las tareas relacionadas con el lenguaje
natural, de acuerdo a su revisión del estado del arte. Para la evaluación del modelo se
utilizó el conjunto de datos de Promise.

2.2.2.2. Desarrollo de la propuesta

El modelo creado se basa en una CNN. Para evaluar dicho modelo se utilizó el conjunto
de datos PROMISE. Antes de implementar el modelo, se realizó un preprocesamiento que
consistió en lo siguiente:



32 CAPÍTULO 2. ANTECEDENTES Y FUNDAMENTOS

1. Generar vectores de incrustación de palabras (WEC, por sus siglas en inglés), utili-
zando Skip-gram previamente entrenado con Wikipedia. El modelo Skip-gram apun-
ta a predecir palabras de contexto

wcontext = ((wt)i, ..., (wt)1, (wt) + 1, ..., (wt) + i)

donde
i ≥ 1

recibe una palabra w(t) como entrada . La proyección es una representación de baja
dimensionalidad y espacio vectorial continuo de la palabra w(t).

2. Generar one-hot-encoding. Todas las palabras en los requisitos que coincidan se cam-
bian por un 1, que incluye la representación de esa palabra. Las palabras que no
existen en el espacio de incrustación se reemplazan por vectores con 0s.

3. Utilizar el resultado de lo anterior para el modelo CNN. Esto es una concatenación
de WEC que representan cada requisito de software.

La configuración propuesta por los investigadores se encuentra en la Figura 2.10. En la
Figura 2.10a, se observa la arquitectura de la CNN que, como se mencionó anteriormente,
recibe una entra de WEC que servirá para el entrenamiento de la CNN. Esta red cuenta
con tres capas de convolución, dos de máxima agrupación y dos capas totalmente conec-
tadas, por lo que ésta última obtiene la salida del entrenamiento. Y en la Figura 2.10b se
describen las dimensiones que se establecieron por cada capa.

2.2.2.3. Resultados

Para evaluar el modelo propuesto, los investigadores utilizaron el promedio de las si-
guientes medidas aplicadas a cada pliegue (fold) a lo que obtuvieron: precisión= 80%,
recuperación= 78.5% y medida de f = 77%. Además, se menciona que el modelo pro-
puesto presenta una estabilidad muy buena que se refleja en la baja desviación estándar
(<0.035) en precisión, recuperación y medida de f. En ese sentido, los resultados obtenidos
muestran que, aunque el conjunto de datos se procesó de manera deficiente para conver-
tirse a propósito en información del modelo, con el fin de medir qué tan bien las técnicas
DL pueden crear y transformar características útiles por sí mismas para clasificar SR.
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(a) Arquitectura de CNN (b) Dimensiones de la CNN

Figura 2.10: Arquitectura y dimensiones de la CNN (traducido de [53]).

2.2.3. Clasificación de requisitos de software mediante incrusta-
ciones de palabras y redes neuronales convolucionales

2.2.3.1. Propuesta

La investigación realizada en [37] exploró la aplicación de técnicas de aprendizaje pro-
fundo en la clasificación de requisitos de software, específicamente el uso de incrustaciones
de palabras para la representación de documentos cuando se realiza un entrenamiento en
una CNN.

2.2.3.2. Desarrollo de la propuesta

En primer lugar se realizó una limpieza en los datos, eliminando palabras de parada
del corpus y lematizandolas y aplicando la estratificación al conjunto de datos. La Figura
2.11 muestra la arquitectura de la red que se empleó para la propuesta. En la capa de
incrustación se utilizó el tensor de entrada para transfórmala en una matriz de incrustación,
lo que significa que el texto de entrada sin procesar se conviertió en una pila de sus
incrustaciones respectivas. Después de la preparación en la capa de incrustación, se definió
una colección de capas convolucionales y de agrupación que actuaron en paralelo, cada
capa de convolucional se agrupó al máximo y la salida de toda la agrupación se concatenó
en un vector de características final para canalizar a la capa de dropout. Y por último,
se implementó una capa de salida, es donde se aplicó una función de regularización de
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Figura 2.11: CNN de palabras incrustadas [37].

softmax para convertir los valores de salida de la capa de dropout en valores normalizados
para la predicción de clase.

2.2.3.3. Resultados

Los resultados obtenidos utilizando distintos métodos de vectorización fueron los si-
guientes: para random se obtuvo un 73.1% de precisión, usando Word2Vec se obtuvo un
80.4% y para fastText arrojó un 79.2%. De acuerdo con [37], el uso de una CNN para la
clasificación de requisitos puede tener mayor precisión cuando se trata de multi-etiqueta,
término que se empleo para referirse a cada clase de los NFR.

2.2.4. Análisis comparativo de propuestas

Las propuestas mencionadas anteriormente son comparadas en este apartado para iden-
tificar cuáles son las técnicas de aprendizaje automático que se utilizaron y cuáles fueron
los resultados que se obtuvieron. Primero se establecerá la definición de los criterios, lo
que permitirá entender la comparativa que se realiza en la sección posterior.

2.2.4.1. Definición de criterios

Los criterios a evaluar son las características comunes que se identificaron durante el
análisis de dichas investigaciones. Estas características están presentes durante el desarrollo
de las propuestas. La primera de ellas es el preprocesamiento, ya que la limpieza de los
documentos permitió resultados más favorables que un conjunto de datos sin preprocesar
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[37, 97], esto sucede debido al contenido no relevante que pueda tener el conjunto de
datos, que va desde caracteres que no se encuentran en el alfabeto hasta dígitos o palabras
de parada. La segunda es el método de vectorización empleado, ya que es necesaria la
incrustación de palabras como entrada para la arquitectura a utilizar. La tercera es la
arquitectura usada, todas las propuestas fueron aplicadas por medio de una CNN, también
se muestra la configuración de cada modelo y el tipo de validación. Por último, se presentan
los resultados obtenidos por cada propuesta. Cabe mencionar que se tomaron los resultados
respectivos a la clasificación de NFR, a excepción de [53] ya que clasificaron FR y NFR.

2.2.4.2. Comparación sobre las propuestas

Se identificó que las tres propuestas ocuparon el mismo preprocesamiento, arquitectura
y vectorización, y se obtuvieron diferentes resultados de precisión en cuanto a la clasifica-
ción (Ver Cuadro 2.4). Por lo que se determinó que existieron variables que influyeron en
dichos resultados: la configuración de la arquitectura, el método de validación y el número
de clases que se tomaron del conjunto de datos utilizado. Por ejemplo, en la propuesta
de [97] no se muestra cual es la configuración que se utilizó, y no se menciona algún tipo
de validación empleado, además los autores mencionan que debido a que el conjunto de
datos que utilizaron contiene poca información, la clasificación de requisitos obtuvo una
precisión del 73%. Por otro lado, [53] obtuvo un 80%, utilizando la validación cruzada con
parámetros de k=10 y la aplicación del optimizador AdamOptimizer. Para el caso de [37],
se utilizan los mismos parámetros de [53] para la validación cruzada y el mismo método de
optimización, pero con resultados de precisión del 80.4% con el método de vectorización
Word2Vec.

Cuadro 2.4: Comparación sobre las propuestas.



36 CAPÍTULO 2. ANTECEDENTES Y FUNDAMENTOS

2.2.4.3. Resultados de la comparativa

En la revisión de dichas propuestas se observó que han utilizado estrategias similares
con distintos resultados de precisión. La diferencia radica en que una de ellas utiliza la
estratificación del conjunto de datos [37]. En base al análisis de la clasificación de requisitos
en la matriz de confusión de [53] se observa la notoria inclinación sobre una clase, que es la
de FR, característica que resalta cuando no se utiliza la estratificación, de ahí la explicación
al resultado de la precisión que obtuvieron.

2.2.4.4. Conclusiones

En base a lo analizado, se pudo observar que la estratificación permite obtener un re-
sultado de precisión óptima, debido a que se realiza un balanceado de datos, lo cual evita
la inclinación de una clase específica. Por ello se aplicará tanto en la etapa de entrena-
miento como en la etapa de pruebas para esta tesis. También se pretende emplear distintos
algoritmos de aprendizaje lo que podrá aumentar la precisión en cuanto a la clasificación,
así como la implementación de otros métodos de vectorización. Además se planea hacer
una búsqueda de malla, lo que permitirá determinar la mejor precisión de la CNN.



Capítulo 3

Metodología

Las propiedades únicas de los documentos de requisitos de software, presentados en el
Capítulo 2 de esta tesis, plantean una serie de preocupaciones cuando se consideran las
técnicas de aprendizaje profundo, ya que la naturaleza de los datos no se alinea con las
condiciones convencionalmente adecuadas para las aplicaciones de aprendizaje profundo
como las que se muestran a continuación:

El documento de requisitos de software es corto, lo que da como resultado muestras
de datos insuficientes. Los análisis de aprendizaje profundo generalmente requieren
grandes volúmenes de datos, del orden de millones o miles de millones.

El documento de requisitos de software cuenta con 12 clases, de las cuales existen
algunas que cuentan con tres ejemplos por clase, lo que orilla a buscar una alterna-
tiva para poder realizar un balanceo de ejemplos entre clases.

Los ejemplos por clase, a los que llamaremos oraciones, tienen en su contenido una
serie de palabras de ruido o stopwords las cuales podrían interferir con el contexto
relevante para determinar a que clase pertenece cada una de estas.

Debido a lo anterior se busca evaluar si el uso de representaciones de palabras en ca-
racterísticas proporcionadas a través de incrustaciones de palabras puede enriquecer las
características de estos documentos y compensar su escasez. Especialmente porque los
documentos de requisitos a menudo se caracterizan por la escritura formal y la jerga espe-
cífica del dominio, las palabras que componen el texto del documento debe ser clave para
identificar las características de los requisitos individuales. Dado que se afirma que las
incorporaciones de palabras preservan las relaciones semánticas entre palabras que de otro
modo se pierden en los métodos de vectorización tradicionales como TF-IDF, se determinó
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investigar si estas ventajas pueden contrarrestar la calidad deficiente de las muestras de
requisitos.

3.1. Especificación de hardware y software

Para analizar los atributos mencionados al inicio de este capítulo, se pudo identificar
que se necesitaba orquestar la preparación de datos, la capacitación de clasificadores y la
evaluación del desempeño necesarios para evaluar el impacto de las tecnologías menciona-
das anteriormente en relación con las interrogantes con la condición del dominio. Por ello
resultó indispensable el uso de una tarjeta gráfica que tenga la capacidad de afrontar con
dicha condición, para la experimentación la máquina cuenta con dos tarjetas de la marca
NVidia GeForce rtx 2080 TI, la cual por su naturaleza será de utilidad para procesar la
arquitectura de la CNN.

El software necesario para poder desarrollar la aplicación de esta investigación se so-
porta mediante la ayuda de herramientas de aprendizaje automático como TensorFlow
2.3.0, desarrollada por Google, y Keras 2.4.0, Scikit-Learn, Gensim y NLTK, esto es para
realizar el preprocesamiento, la vectorización de palabras y el uso de los clasificadores,así
como la creación del modelo de la CNN.

3.2. Conjunto de datos

El conjunto de datos de atributos de calidad NFR, también conocido como el corpus
PROMISE [87], es una compilación de especificaciones de requisitos para 15 proyectos
de software desarrollados por estudiantes de la Universidad DePaul como un proyecto de
término para un curso de Ingeniería de Requisitos, el idioma del contenido es en inglés. El
conjunto de datos consta de 326 NFR y 358 requisitos FR. El conjunto de datos NFR se
presta, para efectos de esta tesis, a la clasificación de etiquetas múltiples de varios tipos
de requisitos NFR. Una muestra del contenido de este conjunto se muestra en el Cuadro
3.1.
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Cuadro 3.1: Promise [70].

3.3. Estructura experimental

La propuesta para esta tesis es realizar la estructura experimental que se muestra en la
Figura 3.1. Dicha figura muestra el proceso a seguir para realizar la clasificación iniciando
con el preprocesamiento de datos, seguido de la vectorización de palabras, continuando con
la implementación en el modelo seleccionado y por último con la evaluación del modelo, en
las siguientes secciones se explicará lo que implica hacer cada uno de los procedimientos
mencionados. Dicha estructura fue basada en el trabajo de [18, 37,53,62, 97], en donde se
hace la unión de las técnicas y procedimientos comunes para realizar la clasificación de
requisitos. A continuación se explica de forma breve la propuesta de esta tesis durante
dicha estructura:

Preprocesamiento. No solo limitarse a usar la biblioteca llamada CountVectorizer
como [37], la cual sirve para eliminar stopwords y vectorizar; sino que antes de pasar
a esa parte realizar una limpieza previa que elimine más stopwords

Vectorización de palabras. Usar los vectorizadores que utilizaron [37,53,62].

Modelo ML y evaluación. Si bien el objetivo de esta tesis es el de implementar
la estructura de una CNN para lograr la clasificación, sin embargo, se mostrará la
implementación en los clasificadores Naïve Bayes y SVM para demostrar la eficiencia
de la CNN utilizando los mismos criterios de evaluación cómo son precisión, medida
F1 y recuperación que utilizó [37]. Además se pretende utilizar la estratificación de
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datos y una búsqueda de malla que permitirá encontrar los valores óptimos para
obtener mejores criterios de evaluación.

Figura 3.1: Estructura experimental.

3.3.1. Preprocesamiento

El procesamiento de texto significa llevar el texto en su forma original a una forma
numérica la cual será posible ser procesado por las técnicas de ML. Esto, con el fin de que
los clasificadores puedan analizar la información que este recibiendo. Para dicho trabajo
es necesario emplear NLP, ya que su objetivo es interpretar el lenguaje natural para
posteriormente convertirlo en un formato legible por la máquina. Los pasos para realizar
dicha conversión son los siguientes:

Limpieza. Consiste en deshacerse de las partes menos útiles del texto a través de
la eliminación de palabras de ruido o stopwords, tratando con mayúsculas y signos
de puntuación, caracteres especiales, entre otros.

Anotación. Se trata de la aplicación de un esquema a textos. Las anotaciones
pueden incluir el etiquetado part-of-speech y el marcado estructural.

Normalización. Es la traducción (mapeo) de términos en el esquema o reducciones
lingüísticas a través de Stemming, Lemmazation y otras formas de estandarización
de texto.
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Análisis. Se trata de un sondeo estadístico, manipulación y generalización del con-
junto de datos para el análisis de características.

3.3.2. Formato de entrada para el clasificador

Los clasificadores que serán presentados como pruebas para esta tesis esperan que
los datos tengan la forma de una lista de cadenas de texto de requisitos(a los que se
denominarán como ejemplos) en forma de un vector de palabras únicas one-hot como se
observa en el Cuadro 3.2. Esto significa que existirá un vector de palabras únicas donde se
realizará una búsqueda dentro de cada ejemplo de la lista y en caso de encontrar cualquiera
de esas palabras únicas dentro del ejemplo se le asignará un 1, en caso contrario será un
0.

Cuadro 3.2: Ejemplificación de la vectorización de palabras únicas en formato one-hot

Como se puede observar tanto para los ejemplos como las clases se espera obtener un
conjunto de arreglos para que el clasificador pueda procesar la información. Para ello es
necesario esperar con que dichos arreglos cuenten con las siguientes características:

Los ejemplos deben de estar limpios y tokenizados

Los ejemplos deben estar en forma de lista e irse añadiendo a esta una vez que se ha
realizado el paso anterior

La lista de ejemplos debe tener la forma de un vocabulario, esta se realiza utilizando
un extractor de características.

Posteriormente se procede a realizar la incrustación de palabras o word embedding,
este método representa las palabras como vectores de palabras, ya que recopilan más
información en menos dimensiones. Su objetivo es mapear el significado semántico en un
espacio geométrico. Esto con el fin de obtener la entrada al clasificador el cual tendrá una
forma de matriz de palabras incrustadas.
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3.3.3. Estrategias de muestreo sobre datos no balanceados

El objetivo de las estrategias de muestreo es evitar el desequilibrio en la distribución
de la clase que constantemente presentan los conjuntos de datos, dicho desequilibrio hace
que los algoritmos de aprendizaje automático tengan un bajo rendimiento en la clase
minoritaria; ya que el costo de clasificarla erróneamente suele ser mucho más alto que el
costo de otras clasificaciones incorrectas [37,62,95]. Por ello, al observar la distribución del
conjunto de datos Promise (ver Figura 3.2) se opta por implementar algunas estrategias
de muestreo, como se señalan a continuación [37,62,95]:

Figura 3.2: Distribución de clases del conjunto de datos Promise.

Undersampling. La clase mayoritaria se submuestrea o reduce para lograr una
distribución equilibrada (ver Figura 3.3).
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Figura 3.3: Undersampling.

Oversampling. La clase minoritaria se sobremuestrea o complementa con mues-
tras adicionales adquiridas de otro conjunto de datos para lograr una distribución
equilibrada, como se observa en la Figura 3.4.

Figura 3.4: Oversampling.

3.3.4. Clasificadores y su configuración

Una vez que se hayan preparado los datos de entrada, el siguiente paso es crear la
arquitectura de los clasificadores con los que se va a experimentar. Para ello es necesario
establecer las configuraciones que se presentan en [37, 53, 97], esto con el fin de buscar la
replicación de las propuestas para la clasificación de NFR que son CNN y Naïve Bayes,
además se propone probar en una SVM para determinar el porque una CNN es mejor en
este tipo de clasificación. A continuación se muestran las configuraciones para cada uno
de los clasificadores.
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3.3.4.1. SVM

La mejor configuración con respecto a la exactitud de la SVM girará entorno a la
propuesta de una búsqueda de malla, la cual buscará los siguientes parámetros de confi-
guración:

Kernel . Especifica el tipo de núcleo que se utilizará en el algoritmo. Debe ser uno
de “lineal”, “poli”, “rbf”, “sigmoide”.

C . Que es un parámetro de regularización positivo. El cual tiene como valor prede-
terminado de 1.0, por lo que se necesita encontrar el mejor parámetro. La búsqueda
de malla recibirá un arreglo de 7 números entre 0.001 y 1000, para está prueba.

Gamma . Es el coeficiente de kernel para “lineal”, “poli”, “rbf”, “sigmoide”, al igual
que C la búsqueda de malla recibirá un arreglo de 7 números entre 0.00001 y 10,
para está prueba.

3.3.4.2. Naïve Bayes

Los métodos Naïve Bayes son un conjunto de algoritmos de aprendizaje supervisado
basados en la aplicación del teorema de Bayes de independencia condicional entre cada
par de características dado el valor de la variable de clase. Estos métodos son tomados de
la biblioteca que proporciona Scikit-learn.

GaussianNB. Este método implementa el algoritmo gaussiano de Naïve Bayes,
por lo que se supone que la probabilidad de las características es gaussiana. La
configuración de dicho método recibe la matriz X, la matriz Y y se aplica una
validación cruzada de 10.

MultinomialNB. Implementa el algoritmo Bayes ingenuo para datos distribuidos
multinomialmente, y es una de las dos variantes Naïve Bayes clásicas utilizadas en
la clasificación de texto (donde los datos se representan típicamente como recuentos
de vectores de palabras. La distribución está parametrizada por vectores. La confi-
guración es la misma que en el método anterior. Cabe mencionar que éste método
es utilizado por [37].

3.3.4.3. CNN

Las configuraciones de la arquitectura de la CNN presentadas por [37, 97], se basaron
en el modelo de clasificación propuesto por [58]; para el caso de [53] no dejan ver cual
fue la inspiración de su arquitectura, por lo que para esta tesis se pretende replicar los 3
casos, además de proponer una configuración de la arquitectura en base a los resultados
de las pruebas que se obtengan de dichos trabajos. Cabe mencionar que se mostrarán a
más detalle en el apartado de Experimentación y Resultados de esta tesis. No obstante,
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en la Figura 3.5 se puede observar una configuración de la arquitectura general fusionada
de los casos mencionados.

Figura 3.5: Configuración de arquitectura basada en [37,53,58,97].

3.3.5. Optimización de hiperparámetros

La optimización de hiperparámetros consiste en buscar posibles variables de configura-
ción para un algoritmo de entrenamiento con el fin de encontrar un conjunto de variables
que le permita al algoritmo lograr resultados más deseables. Por ello se plantea imple-
mentar las búsquedas que se muestran a continuación para mejorar el rendimiento de los
clasificadores.

Búsqueda de malla. Lo que hace este método es que toma listas de parámetros
y ejecuta el modelo con cada combinación que puede encontrar. Es la forma más
completa pero también la forma más costosa computacionalmente.

Búsqueda aleatoria. Esta búsqueda toma combinaciones aleatorias de paráme-
tros. Para este caso se pretende aplicar la que ofrece la biblioteca de Keras : Ke-
rasClassifier, la cual tiene una clase llamada RandomizedSearchCV que implementa
la búsqueda aleatoria con validación cruzada. La validación cruzada es una forma
de validar el modelo y tomar todo el conjunto de datos y separarlo en múltiples
conjuntos de datos de entrenamiento y pruebas.
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3.3.6. Métricas de evaluación para rendimiento de los clasificado-
res

Como se mencionó al final del Capítulo anterior se utilizarán las mismas métricas de
evaluación que utilizaron [37, 53, 97], ya que además de establecer la mejora del trabajo
realizado, miden la rendimiento del modelo con respecto a las predicciones correctas que
realiza este. A continuación se muestran brevemente:

Matriz de confusión. Sirve para evaluar la precisión de una clasificación

Exactitud. Es el porcentaje total de casos clasificados correctamente. Es decir, es
la relación entre las predicciones correctas y el número total de predicciones.

Recall . Es el número de datos identificados correctamente como positivos del total
de positivos verdaderos.

Puntaje F1 . Se puede interpretar como un promedio ponderado de la precisión y
el recall, donde un puntaje F1 alcanza su mejor valor en 1 y el peor puntaje en 0.
La contribución relativa de precisión y recall al puntaje F1 es igual.

Precisión. La precisión es la relación entre las predicciones correctas y el número
total de predicciones correctas previstas. Esto mide la precisión del clasificador a la
hora de predecir casos positivos.

3.4. Conclusiones

Con base en la investigación realizada en el estado del arte y la optimización de la expe-
rimentación de esta tesis, se pudieron encontrar agentes que a simple vista ofrecen mejorar
los resultados de dicha experimentación por ello en el siguiente capítulo, se mostrará la
implementación de la metodología que se construyó.



Capítulo 4

Experimentación y resultados

En este capítulo se presenta y analiza la experimentación y resultados sobre 3 modelos
de clasificación de requisitos no funcionales de acuerdo a la comparativa que se desea es-
tablecer con [37, 53, 97]. Es importante dejar en claro que aunque los 3 autores utilizaron
CNN’s con diferentes arquitecturas, [37] implementó Naïve Bayes como parte de su inves-
tigación, es por ello que en está tesis también se presenta la experimentación sobre dicho
modelo. Para cada problema de clasificación se definió lo siguiente:

Experimento 1. Modelo base para Naïve Bayes de acuerdo con [37].

Experimento 2. Modelo base para SVM.

Experimento 3. Modelos de CNN con respecto a 3 matrices de incrustaciones de
palabras previamente entrenadas.

Para los 3 experimentos, se incluyen la propuesta de eliminar stopwords, mencionado
en el capítulo 2, antes de pasar por el extractor de características, así como el proceso
de reducir palabras a su forma normal o raíz (lematización).También se busca resaltar la
importancia del preprocesamiento del texto antes de integrarlo al modelo de clasificación.
Además, se presenta la implementación de dos estrategias de muestreo como son: Random
Under sampling (RUS, por sus siglas en inglés) y Random Over sammpling (ROS, por sus
siglas en inglés), proporcionadas por la biblioteca de Scikit-Learn.
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4.1. Experimento 1: Naïve Bayes

El primer clasificador a implementar es el de Naïve Bayes Multinomial (NBM, por sus
siglas en inglés), la configuración base de este modelo parte de [37].

4.1.1. Resultados y comparativa

El Cuadro 4.1, concentra los resultados obtenidos en los experimentos realizados en
esta tesis y los de [37] para el modelo NBM. A continuación se interpreta cada uno de
ellos:

Cuadro 4.1a [37]. Se aprecia un promedio de recall del 0.0491, precision del 0.503
y una medida F1 del 0.497. El modelo no clasificó las clases L y MN ; la autora
menciona que el motivo por el que el modelo no las identificó fue porque representan
la minoría de ejemplos por clase en el conjunto de datos. Sin embargo, menciona que
se lograron con puntuaciones aceptables para PE, SE y US.

Cuadro 4.1b. El resultado en esta figura comprende de un promedio de recall del
0.632, precision del 0.720 y una medida F1 del 0.649. A se puede apreciar que el
modelo identificó de manera óptima incluso a las clases que menciona [37], sin em-
bargo, llama la atención que US no fuera detectada por el clasificador.

Cuadro 4.1c. Los promedios obtenidos fueron de recall del 0.607, precision del
0.807 y una medida F1 del 0.645. Se puede observar que todos los NFR utilizados
en la implementación de este modelo fueron identificados por el clasificador. Para
obtener dichos resultados, tomando en cuenta que L y MN son clases con muy pocos
ejemplos, tal como lo menciona [37] en sus resultados, su ubicación no está distribuida
uniformemente dentro del conjunto de datos. Esa situación conlleva a que, cuando
se realice la partición de los datos de entrenamiento y de prueba, algunos o ningún
ejemplo de esas clases exista dentro de la partición realizada dentro el conjunto de
prueba. Para dar una solución a esto se optó por utilizar uno de los argumentos que
proporciona ScikitLearn, durante la partición de datos: random_state, este generador
de números enteros aleatorios, controla la combinación aplicada a los datos antes de
realizar la partición; el cual al proporcionarle un valor fijo garantiza que se genere la
misma secuencia de números aleatorios. Para obtener dichos resultados, se aplicó un
random_state de 21, se probó un rango de 13 a 25, para elegir dicho rango se tomó
el número de ejemplos de la clase minoritaria.
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(a) Resultados obtenidos de [37]

(b) Resultados obtenidos para el modelo de NBM

(c) Resultados obtenidos para el model NBM aplicando random_state en la partición de datos de
entrenamiento y test

Cuadro 4.1: Resultados y comparativa del modelo NBM con [37].

4.1.2. Conclusiones

Principalmente se puede percibir, con base a los resultados obtenidos, las propuestas
de eliminación de stopwords, definición de la lematización de las palabras dentro del texto
y la partición balanceada de datos aportan una clasificación con un mejor rendimiento de
las métricas de evaluación del modelo NBM. Es importante resaltar que la mejoría se debe
principalmente al balancear el número de ejemplos, debido a que habrá ejemplos de las
clases mencionados tanto en el conjunto de entrenamiento como en el de prueba, por lo que
se podrá hacer una clasificación de estas y no etiquetarlas con la clase mayoritaria, es decir
de forma errónea o que no la identifique. Aunque hasta este ejemplo no se ha obtenido una
recall y F1 con un promedio mayor a 0.800, la mejoría se observa entre de los promedios
de 4.1a vs 4.1c con una diferencia del 11.6% para recall, 30.4% para precision y un 14.8%
para F1.
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4.2. Experimento 2: SVM

La experimentación con SVM estaba considerada sólo para el modelo de Clasificación
de Vectores (SVC, por sus siglas en inglés), pero también se presenta la implementación
del modelo de clasificación de vectores de soporte lineal (LinearSVC, por sus siglas en
inglés). Para ambos se muestra el mejor resultado encontrado por la Búsqueda de Malla
que proporciona Scikitlearn, esta toma valores de un diccionario de parámetros para poder
realizar la búsqueda de la mejor configuración. Los parámetros para cada clasificador son
los siguientes:

SVC Diccionario de parámetros. C : 0.001, 0.01, 0.1, 1, 10, 100, 1000, gamma:
0.00001,0.0001,0.001,0.01,0.1,1,10 y kernel : ’linear’, ’poly’, ’rbf’.

LinearSVC Diccionario de parámetros.C :0.001, 0.01, 0.1, 1, 10, 100, 1000, mul-
ti_class :’ovr’, ’crammer_singer’.

4.2.1. Resultados y comparativa

El cuadro 4.2 muestra los resultados de la experimentación sobre estos dos modelos de
SVM, aunque se planeaba solo considerar un modelo (SVC), se decidió comparar con otro,
en específico el de LinearSVC, ya que éste cuenta con parámetros que permiten realizar
una clasificación multiclase, y esta es la naturaleza del conjunto de datos sobre el que se
está trabajando. Los mejores parámetros fueron los siguientes:

SVC. ’C’: 100, ’gamma’: 0.01, ’kernel’: ’rbf’

LinearSVC. ’C’: 0.1, ’multi_class’: ’crammer_singer’.

Al observar los resultados de las métricas de evaluación de ambos modelos se encuentra
un mejor promedio de recall y F1 en el Cuadro 4.2b que en el Cuadro 4.2a, esto concuerda
con la documentación encontrada sobre el modelo LinearSVC, en la que dice que rara vez
conduce a una mejor precisión y resulta más costosa computacionalmente. Por otro lado,
se muestra en el Cuadro 4.2a con una precision del 0.771.

4.2.2. Conclusiones

De acuerdo a lo que se encontró en la documentación de estos modelos, LinearSVC
tendría un mejor rendimiento con grandes conjuntos de datos. Cabe mencionar que los
NFR contiene 359 ejemplos, por lo que ese sería uno de los motivos para obtener los
resultados observados en el Cuadro 4.2.
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(a) Resultados del modelo SVC

(b) Resultados del modelo LinearSVC

Cuadro 4.2: Resultados y comparativa de los modelos base de SVC y LinearSVC.

4.3. Experimento 3: CNN

En esta sección se tiene por objeto explorar, identificar y mejorar las bases de pre-
procesamiento y configuración de CNN propuestas por [37, 53, 97]. El punto clave para
la clasificación de NFR radica en que su naturaleza es multiclase, por lo que se determi-
nó, con base a los experimentos previos, construir modelos combinando las mejoras que
se hicieron en cada experimento anterior y de ser posible adaptarlas en este modelo de
clasificación con CNN para tratar de aumentar las métricas de evaluación.

[97], no utiliza el conjunto de datos Promise, y realiza clasificación binaria. Su aporte
ayudará a identificar una configuración de la CNN y entender cual es la función de
cada capa que utilizó.

[53], realiza clasificación multiclase, si dispone el conjunto de datos Promise, pero
utiliza las 12 clases, es decir tanto Requisitos funcionales así como los No funcionales.
Utilizó el modelo embebido de fastText.

[37], realiza clasificación multiclase, también ocupa Promise e implementa experi-
mentación sobre NFR, en especial sobre 9 clases, ya que las otras dos que pertenecen
a ese tipo de requisitos, cuentan con pocos ejemplos, lo que impide el uso de las es-
trategias de muestreo; por lo que se requiere de al menos dos ejemplos para llevarla
acabo. No hace referencia a que tipo de estrategia obtuvo los resultados que pre-
senta, así que para los efectos de esta tesis se probaron con ambos ROS y RUS, sin
embargo, en está sección solo se presenta el más óptimo que fue ROS, para ver los
resultados de la experimentación con RUS ver el apartado en el índice. Utilizó los
modelos embebidos de fastText y Word2Vec. También menciona el uso una matriz
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embebida aleatoria, en donde se aprecian que los resultados son bajos, por lo que se
determinó utilizar otra matriz embebida común en el NLP: Glove.

La experimentación busca determinar la influencia que tiene el preprocesamiento del
texto, la vectorización de los datos, la estrategia de muestreo ROS, la implementación de
las matrices embebidas pre entrenadas de Word2Vec, fastText y Glove en la capa embe-
bida de la CNN y la hiperparametrización de sus capas consecuentes.

4.3.1. Resultados y comparativa

Los resultados mostrados a continuación se presentan de manera gradual; es decir, se
señala la forma en la que al agregar las técnicas propuestas a una arquitectura base de
CNN, el rendimiento de clasificación va mejorando. La Figura 4.1, muestra las capas con
la que está propuesta en la red para esta tesis.

Figura 4.1: Arquitectura base de la CNN, para esta experimentación.

En esta experimentación se quiere mostrar como influye cada una de estas implementa-
ciones en la mejora de la clasificación de los NFR, los puntos a considerar son los siguientes:

Preprocesamiento. Incluir o no una limpieza previa del conjunto de datos Promi-
se, además de aplicar lematización a las palabras. También se prueba con 3 tipos de
vectorizadores: TF-IDF, Tokenizer y CountVectorizer.

Hiperparametrización en la partición de los datos.

Arquitectura de la CNN. Iniciando con la arquitectura base mostrada anterior-
mente incluyendo o no los pesos de las matrices preentrenadas.

El Cuadro 4.3 contiene la concentración de resultados obtenidos aplicando lo antes
mencionado. En primer lugar, en el Cuadro 4.3a, en donde se logró un promedio de Recall
de 0.11, Precision de 0.01 y F1 con un 0.02 para la prueba con el vectorizador TF-IDF;
por otro lado con el vectorizador Tokenizer se obtuvo un promedio de 0.44 para Recall, un
0.46 para Precision y un 0.44 para la métrica F1. En cambio, con el vectorizador Count-
Vectorizer, se logra ver que el entrenamiento de la red con esa herramienta ganó un Recall
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con 0.59, Precision con 0.53 y F1 con 0.54. La segunda parte de la experimentación, es
integrando la limpieza previa y lematización, además de hacer la hiperparametrización en
la partición de los datos; por lo que los promedios resultantes de esta etapa son los que
se muestran en el Cuadro 4.3b. Se observa un aumento en el accuracy, sin embargo, al
dirigir la atención en el promedio las métricas se examina que al aplicar dichas propuestas
se encuentra una notable mejora para el caso del vectorizador CountVectorizer, en donde
Recall tiene un 0.70, Precision con un 0.69 y F1 con un 0.67. Por lo tanto, el clasificador
ha mostrado un comportamiento particular sobre CountVectorizer, tanto en esta prueba
como en la anterior. Por último, se agrega una propuesta más que es entrenar el modelo
con los pesos de la matriz pre entrenada Word2vec, ya que está fue un común denominador
entre las propuestas de [37, 53, 97]. Los promedios obtenidos se pueden ver en el Cuadro
4.3c, Recall con 0.72, Precision con 0.74 y F1 con 0.72; por lo que se pudo observar un
incremento en los promedios utilizando dicha matriz de pesos.

(a) Resultados de modelo base

(b) Resultados de modelo base con integración de dos propuestas

(c) Resultados de modelo base con integración de tres propuestas

Cuadro 4.3: Resultados obtenidos de la experimentación con integración progresiva de
propuestas para la mejora de la clasificación de NFR utilizando NFR.
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Durante las experimentaciones, se pudo observar como han mejorado los resultados del
modelo de clasificación con respecto al estado del arte implementando las propuestas en el
preprocesamiento, la hiperparametrización durante la partición de datos y el agregar una
matriz de pesos preentrenados. Debido a esas mejoras, se ha decidido utilizar la configu-
ración de la Tabla 4.3 correspondiente al vectorizador countvectorizer, al verificar que los
otros vectorizadores no obtuvieron una mejora en las métricas de evaluación; como base
para las siguientes experimentaciones.

4.3.1.1. CNN con la implementación de matrices preentrenadas y estrategia
de muestreo ROS

Para este experimento se añadió una capa de Dropout, después de la capa embebida, así
como otro grupo de una convolución seguida de una capa de MaxPooling. La arquitectura
propuesta para esta experimentación se muestra en la Figura 4.2.

Figura 4.2: Arquitectura propuesta.

En el Cuadro 4.4 se pueden observar los resultados de las métricas obtenidas al imple-
mentar cada una de las diferentes matrices embebidas preentrenadas. El preprocesamiento
del texto, la estrategia de muestreo ROS y la nueva arquitectura, fueron empleadas para es-
te entrenamiento que se realizó con 100 épocas. Sin embargo, fue la vectorización de datos
el factor importante para mejorar los resultados. Para dicha esta se utilizó la biblioteca de
CountVectorizer, la cual además de obtener propiedades como eliminar stopwords, calcular
la frecuencia de palabras entre otras, también posee el argumento de ngram_range. Este
argumento determina el límite inferior y superior del rango de n valores para diferentes
palabras, llamado n-gramas [71, 72].

De ahí que dicho argumento resultó importante y fue considerado para obtener una
vectorización de palabras que contribuye a darle sentido a cada uno de los requisitos de
acuerdo a su contexto. El ngram_range que permitió que se obtuvieran los resultados
mostrados en el Cuadro 4.4 fue de (1, 4) para fastText y Word2Vec y de (1, 2) para Glo-
ve. Es importante resaltar que se realizaron pruebas sin ngram_range y con rangos de
(1,1),(1,2),(1,3) y (1,4), para cada experimentación con las matrices embebidas seleccio-
nadas. Por lo que se hicieron 5 pruebas por cada script.
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Cuadro 4.4: Resultados de la CNN con 100 épocas para la clasificación de NFR utilizando
3 tipos de matrices embebidas.

Realizando la comparativa en el Cuadro 4.5, se puede observar como la propuesta base
de esta tesis con 100 épocas reflejó una incremento notable con respecto a los resultados
óptimos obtenidos por [37] con 140 épocas. Para determinar si realmente una mejora con
respecto a las configuraciones iniciales se ha propuesto realizar un análisis estadístico en
el siguiente apartado.

(a) Resultados obtenidos por [37] para 140 épocas (b) Resultados obtenidos en está tesis para 100 épocas
como corrida inicial para arquitectura base

Cuadro 4.5: Resultados de las métricas obtenidas del preprocesamiento y arquitectura
óptimos de [37] vs. resultados del preprocesamiento y arquitectura base propuestos en
esta tesis.
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4.3.2. Evaluación de las propuestas implementadas al modelo de
la CNN con validación cruzada k-fold mediante el análisis
de varianza

Para evaluar si la implementación de de las propuestas realizadas en esta tesis tuvie-
ron una mejora significativa se determinó realizar el análisis de varianza (ANOVA, por
sus siglas en inglés). Este análisis se encarga de probar que existe una diferencia gene-
ral entre los grupos que se están estudiando. El Cuadro 4.6 presenta tres versiones y las
propuestas que se implementaron en su experimentación. Es importante mencionar que
la matriz preentrenada Word2vec se seleccionó ya que en las pruebas anteriores reflejó el
mejor promedio de las métricas Recall, Precision y F1, así como la arquitectura base que
se aprecia en la Figura 4.1 y la propuesta en la Figura 4.2.

Al realizar el análisis es necesario tomar un conjunto de promedios resultantes de la
misma versión del modelo, por ello se hizo el entrenamiento con validación cruzada k-fold
con k=10. Los promedios utilizados provienen de la métrica F1 ya que representa el pro-
medio entre Recall y Precision. La bondad de F1 es útil cuando se tiene una distribución
desigual en las clases, siendo este el caso del conjunto de datos que se está ocupando, por
eso la elección de esa métrica.

Cuadro 4.6: Propuestas implementadas a tres versiones de la CNN.

Primero para realizar el cálculo de ANOVA, se recopilaron los resultados promedio de
la métrica F1 de cada despliegue obtenido del entrenamiento con validación cruzada de
cada versión. Al obtener los 30 resultados, se hizo un un análisis de la distribución de
dichos datos, en donde se observa a simple vista en la Figura 4.3a que para la versión 1
se refleja un valor atípico que varia del promedio de los datos. Por ejemplo, el contener
un promedio de 0.66 (ver Cuadro 4.3b, los promedios sombreados resaltan el máximo pro-
medio alcanzado) para el fold número 4; para el caso de la versión 2 el modelo reflejo un
incremento en su promedio y se comportó arriba del 65% hasta un 77%. Sin embargo, su
promedio general llegó a un 66%; en constaste el modelo en su versión 3 sus promedios
fueron del 85% hasta un 90%, teniendo un promedio general del 88%. A simple vista se
puede observar que si se marca la diferencia entre las versiones experimentadas.
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(a) Diagrama de caja de las promedios de las métricas F1 per-
tenecientes a las 3 versiones del modelo

(b) Tabla de promedios de la métrica F1 para las 3 versiones del modelo

Figura 4.3: Cuadro de promedios de la métrica F1 para las 3 versiones del modelo y
diagrama de distribución de dichos datos.

Ahora bien, como ya se mencionó el propósito de está propuesta fue el evaluar la
diferencia entre cada versión del modelo y las propuestas implementadas con respecto a
la métrica f1. El promedio general de la métrica f1, como se muestra en el Cuadro 4.7a,
fue de 0.714 para 30 muestras (N) y su intervalo de confidencialidad (CI, por sus siglas
en inglés) al 95% fue de (0.6645,0.7635). Los promedios específicos para los grupos por
versión del modelo con N=10 cada uno, fueron los siguientes (ver Cuadro 4.7b): la versión
1 con un promedio de 0.570 y un CI al 95% de (0.5378, 0.6022), para el caso de la versión
2 se obtuvo un promedio de 0.695 con un CI al 95% de (0.6686, 0.7214), por otro lado la
versión 3 arrojó un promedio de 0.877 y un CI al 95% de (0.8635, 0.8905).
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(a) Cuadro de resumen para el total de muestras con respecto a los promedios de
la métrica F1.

(b) Cuadro de promedios F1 de modelos individuales.

Cuadro 4.7: Promedios general y particular de los modelos analizados con respecto a F1.

Se tomó como referencia el valor de significancia estándar de α= 0.05, ahora bien al
calcular ANOVA para las muestras presentadas se puede observar en el Cuadro 4.8 que hay
una diferencia estadísticamente significativa entre los modelos presentados debido a que se
obtuvo a p=1.148591e-16. Por lo tanto, con los datos observados, hay evidencia suficiente
para asumir una diferencia significativa entre los modelos expuestos en esta evaluación.
Cabe mencionar que se verificaron los supuestos de la prueba haciendo uso de la prueba
no perimétrica Kruskall-Wallis.

Cuadro 4.8: Resultado de ANOVA para los modelos con respecto a F1.

Además se realizo la prueba de diferencia honestamente significativa de Tukey (HSD
de Tukey, por sus siglas en inglés), se utiliza para probar las diferencias entre las medias
de la muestra en cuanto a significancia, probando las diferencias por pares. Por lo que
en el Cuadro 4.4a, se observa que entre todas las versiones de experimentos probados
la diferencia fue verdadera, esto es debido al valor que arroja el valor p para cada una
de las combinaciones. Gráficamente se puede observar en la Figura 4.4b que entre las
combinaciones entre los grupos, la evaluación presenta una diferencia estadísticamente
significativa sobre las versiones.
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(a) Cuadro de múltiples comparaciones de promedios Tukey HSD, menor
a=0.05

(b) Gráfica Tukey de múltiples comparaciones de promedios entre pares.

Figura 4.4: Prueba post-hoc Tukey

4.3.3. Implementación del modelo con mejor rendimiento para la
clasificación de NFR en una aplicación web

Se ha tomado el mejor modelo obtenido del entrenamiento con las implementaciones
de las propuestas realizadas en esta tesis, con el fin de proporcionar una herramienta que
auxilie a los analistas a la hora de determinar la clase a la que pertenece un requisito no
funcional de acuerdo con la clasificación que proporciona el conjunto de datos. El manual
y la configuración de dicha herramienta la puede encontrar en el Anexo B.2. Una muestra
de dicho clasificador web se observa en la Figura 4.5, en donde se realiza la clasificación
de requisitos no funcionales de un documento.
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Figura 4.5: Pantalla de resultados de clasificación de una lista de oraciones/requisitos.

4.3.4. Conclusiones

En los casos base que se presentaron al inicio de esta sección se pudo observar como
el incremento de las métricas establecidas fueron creciendo, mostrando que al aplicar las
propuestas como limpieza de texto, lematización de las palabras, vectorizar el texto, hacer
hiperparametrización tanto de la partición de datos así como en la arquitectura de la red,
además de probar como se comporta el clasificador con las 3 matrices preentrenadas pro-
puestas, permitió mostrar una mejora significativa, para demostrar este hecho se probaron
dos cosas, la evaluación del rendimiento de la red mediante el análisis de las matrices de
confusión obtenidas con respecto de las matrices pre entrenadas y se realizó un ANOVA.
A continuación se muestra la conclusión de dichas evaluaciones.

Para la experimentación con matrices embebidas preentrenada y la implementación
de las propuestas se pudieron obtener las siguientes matrices de confusión para cada im-
plementación con el mejor resultado del parámetro ngram_range y la matriz embebida
correspondiente a Glove, FastText y Word2Vec. Se puede apreciar en la Figura 4.6a en
donde se utilizó Glove que el modelo confunde a la clase A con la case SC al mismo
porcentaje, esto implica que tiene la misma probabilidad de clasificar por cualquiera de
las dos disminuyendo el rendimiento del clasificador, además, en menor cantidad confunde
con otras tres clases. La clase LF clasifica más como SE ; la clase O la confunde con SC
y SE y en menor cantidad con LF, esto indica que estas 3 clases son las que afectan el
rendimiento del modelo usando Glove. Por otro lado al usar FastText, como se aprecia en
Figura 4.6b, el problema recae en la clase LF y en menor impacto en la clase A. La clase
LF es confundida por el clasificador con otras cuatro clases, por lo que afecta el rendi-
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miento de este, presentando el mismo problema de clasificación sobre LF al igual que con
Glove, en este caso de experimentación también confunde a las clase A con otras cuatro.
Finalmente Word2Vec (ver Figura 4.6c), al igual que en los otros experimentos, la clase
A es la más complicada de clasificar, la confunde también con cuatro clases. Sin embargo,
su buen rendimiento se debe a que el modelo identifica mejor el resto de las clases, por lo
que se observa menor confusión entre ellas, logrando con esto el mejor resultado de los 3
experimentos.

(a) Matriz de confusión de la CNN con Glove (b) Matriz de confusión de la CNN con FastText

(c) Matriz de confusión de la CNN con Word2Vec

Figura 4.6: Matrices de confusión correspondientes a la mejor configuración de la CNN
con los resultados más altos obtenidos de 100 épocas.

En el caso de la evaluación con ANOVA, se permitió, determinar de forma estadística
que existe un mejoramiento del clasificador, reflejándose en el resultado de dicho análisis
con un valor p=0.05. Esto significa que si se aplican herramientas y técnicas de NLP y
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aprendizaje profundo se mejorará el rendimiento en la clasificación de NFR con CNN,
como fue en el caso de está tesis. Ya que se implementaron las propuestas establecidas
para esta experimentación y el resultado aparte de mejorarse con respecto al estado del
arte [37,53,97] también pudo verificarse de forma estadística.
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Conclusiones y Trabajo a futuro

El NLP y la IA, han sido grandes aliados para resolver problemas de clasificación de
texto. Sin embargo, la solución de estos problemas generalmente están reservadas para
trabajo a gran escala con grandes volúmenes de muestras de datos, lo que el lidiar con
bases de datos con pocos ejemplos sugieren resultados bajos con respecto a al rendimiento
de clasificación. Dicho problema ha estado presente al intentar optimizar la clasificación
requisitos de software, ya que durante el análisis de estos están plasmados en un documen-
to que frecuentemente están representados por oraciones con poco texto o información.
Además, los conjuntos de datos de requisitos solo contienen de cientos a miles de documen-
tos, lo que representa un volumen de órdenes de magnitud menor de lo que normalmente
se considera necesario para el aprendizaje profundo. Además el tomar en cuenta que exis-
ten diferentes clases de requisitos, sobre todo los NFRs que son obtenidos del conjunto de
datos Promise, lo que hace a la tarea de clasificación difícil de obtener resultados deseados.

Es por ello que en esta tesis, se realizó una investigación para determinar cuales eran
las mejores estrategias empleadas en el estado del arte que llevaron a obtener mejores
resultados en cada una de esas investigaciones, esto con el fin de unificarlas y observar si
dichas estrategias juntas reflejaban una eficiencia en el rendimiento para la clasificación de
NFRs mediante redes neuronales convolucionales. En principio, la experimentación inició
con Naïve Bayes y SVM , ya que alguno de los autores realizó pruebas con el primer clasi-
ficador mencionado. Con respecto al segundo, surgió la curiosidad de como se comportaba
el clasificador con respecto a la implementación de dichas estrategias. Se pudo observar,
para la experimentación de esta tesis, como el vectorizar el conjunto de datos con incrus-
taciones de palabras, aplicar métodos de estrategias de muestreo Ros, hiperparametrizar
la configuración al realizar la partición de datos se reflejó un aumento del promedio de
las métricas Recall, Precision y F1 contra el estado del arte, ya que a diferencia de [37] se
obtuvo hasta un 30% en el incremento del promedio de las métricas mencionadas. Siendo
esto una primera línea guía para aplicarlas a las CNN. Al implementar dichas propuestas
a la arquitectura de la CNN, así como realizar la hiperparametrización de la misma, se
optó por probar con una capa embebida con o sin pesos, mostrando así la importancia
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de utilizar matrices preentrenadas que permitan mejora en cuanto a la clasificación de
texto. Para determinar si realmente existió un mejoramiento en el clasificador, se realizó
el análisis ANOVA que dejó ver un valor p de 0.05, por lo que, de acuerdo con significancia
estándar de, si existe una mejora significativa entre los modelos presentados. De ahí que
se puede decir que la aplicación de las propuestas para la clasificación de NFR con CNN
dieron como resultado el mejoramiento del rendimiento del clasificador con respecto al
estado del arte.

5.1. Trabajo a futuro

La investigación sobre clasificación de texto utilizando herramientas ML en SE (en es-
pecífico la RE), ha tomado gran importancia, ya que se busca automatizar actividades que
tengan inmersos el lenguaje humano debido a que resulta ambiguo y difícil de interpretar.
Sobre todo en la RE, es de vital importancia que se definan requisitos de calidad para
formar una base sólida que garantice un desarrollo de software de calidad. Por lo que se
pueden proponer el desarrollo de trabajos a futuro, observados durante está investigación,
que podrían motivar e interesar a la comunidad científica ya que podrían servir para me-
jorar el rendimiento de las redes neuronales con respecto a la clasificación de requisitos,
además de ser un apoyo para los analistas de requisitos en está actividad. Algunas temas
son los siguientes:

Crear un conjunto de datos de NFR en español con más ejemplos (al menos 5000
ejemplos), al momento de empezar este trabajo se hizo una búsqueda de conjun-
to de datos en español y no se encontró. Esto podría servir como apoyo para la
investigación de la comunidad hispana.

Clasificar NFR utilizando la redes neuronales recurrentes, con un conjunto de da-
tos con al menos 5000 ejemplos, para observar el rendimiento de las métricas de
evaluación que se obtienen de estas redes.

Diseñar, crear y adaptar un módulo de clasificación de requisitos a una herramienta
de open source conocida dentro del SE o RE, para brindar ayuda a los analistas
durante dicha tarea. Incluso, esta herramienta podría ser utilizada por la industria
de desarrollo de software.
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Anexos A

Concentrado de resultados bajos para el
modelo CNN

Figura A.1: Resultados de clasificación de NFR con CNN para Glove y Word2Vec sin
parámetro n_range, y FastText con n_range=3.
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Anexos B

Clasificación de NFR en una aplicación
web

La aplicación se desarrollo en IDE de python Pycharm. Es recomendable usarlo en
este entorno, por si se necesita mejorarlo; por lo que correrlo en dicho entorno provee
de facilidad para un usuario inexperto. Para poder realizar la clasificación es necesario
iniciar el servicio de back-end y posteriormente se ingresa a una dirección web en el nave-
gador de su preferencia que permita ingresar a la aplicación con interfaz de usuario. Estos
procedimientos se explican en las siguientes secciones.

B.1. Configuración back-end

Una vez instalado Pycharm, se selecciona Archivo/File >Nuevo proyecto/New Project
y aparecerá la ventana que se muestra en la Figura B.1. Por lo que primero se debe
cargar el proyecto, dando clic en la ubicación del proyecto y seleccionarlo de donde lo
hayamos descomprimido. Además hay que verificar que el entorno virtual seleccionado sea
Virtualenv y el interprete sea Python 3.7. Por último seleccionamos crear. Tardará algunos
minutos para cargar el proyecto.
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Figura B.1: Pantalla de carga del proyecto clasificación.

Una vez cargado el proyecto, es necesario verificar que efectivamente la versión de Pyt-
hon es la que se está seleccionando, así como los paquetes que necesitan estar instalados.
Como se muestra en la Figura B.2, debe dirigirse a Archivo/File >Configuración/Settings.

Figura B.2: Pantalla de selección de configuración del proyecto.

Al seguir la ruta anterior, aparecerá la pantalla como se muestra en la Figura B.3. Es
necesario verificar que el interprete sea el mismo que se ha mencionado desde un inicio
de este manual de configuración, ya que de no ser así el proyecto no podrá ser ejecutado
correctamente y no funcionará.Otra tarea importante a realizar en esta sección es la de
verificar que los paquetes que se en listan en el documento package.txt, que se proporciona
en la raíz del directorio del proyecto, se encuentren instalados, para hacer debe de dar clic
en el simbolo de + (Agregar paquetes/add), señalado en la Figura mencionada.
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Figura B.3: Pantalla de configuración del proyecto

Al dar clic en agregar paquetes, podrá revisar si se encuentra instalado, en caso de que
no, es necesario buscarlo e instalarlo con la versión que se especifica para que el proyecto
pueda funcionar adecuadamente (Ver Figura B.4). Al finalizar la instalación, cierre la
ventana actual y podrá visualizar la pantalla anterior (Figura B.3), al estar seguro de
tener todo lo detallado en el documento de paquetes, proceder a dar clic en aplicar/apply
y en botón de aceptar/ok. Puede cerrar la pantalla y se dirigirá a la pantalla inicial.

Figura B.4: Pantalla de configuración del interprete.

Ahora, ya configurado el entorno, en necesario ejecutar el script main.py, este está
alojado en la carpeta webForms. La ubicación de estos se encuentra en en el panel izquierdo
que muestra el directorio del proyecto. Una vez localizado el scriptmain.py, dar clic derecho
sobre éste y se desplegará un menú que contiene el comando Run, como se observa en la
Figura B.5. Las Figuras B.6 y B.7, muestran el proceso de ejecución. La última Figura,



82 ANEXOS B. CLASIFICACIÓN DE NFR EN UNA APLICACIÓN WEB

muestra el proyecto corriendo y provee la dirección para poder visualizar la página web.
NOTA: Cuando termine de utilizar el sitio web, cerrar la página, volver a la aplicación
Pycharm y dar clic en el icono de stop, como se muestra resaltado en la Figura run2.

Figura B.5: Pantalla de ejecución del proyecto.

Figura B.6: Pantalla del proceso de ejecución.
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Figura B.7: Pantalla de ejecución exitosa.

B.2. Manual de usuario

Una vez realizada la configuración de back-end, se puede ingresar al sitio web dan-
do clic en el link señalado en la Figura B.7. Esto es accediendo a través de la dirección
http://127.0.0.1:5000/. Al dar clic desde Pycharm, automáticamente abre el navegador
predeterminado y se puede ver la aplicación web como se muestra en la Figura B.8. Se
observan 3 pestañas de navegación dentro de esta, la primera es “Acerca del clasifica-
dor” ; en ella se hace una breve descripción del clasificador y el tipo de entrada para este,
al dar clic en cada pregunta se desglosa la respuesta.

Figura B.8: Pantalla de aplicación web: Clasificador de requisitos no funcionales.

En la segunda pestaña llamada “Una oración” , se realiza la clasificación de una
oración. Un ejemplo se muestra en la Figura B.9. Al dar clic en clasificar el resultado se
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muestra en la Figura B.10. En donde se aprecia la oración/requisito a clasificar, la clase
a la que pertenece según el clasificador y el porcentaje con el cual el clasificador la ha
detectado. Cabe mencionar que en algunos casos el porcentaje es aparentemente bajo,
pero debe recordarse que el resultado es el más alto de la predicción de la clasificación
multiclase del tema de tesis, basado en 9 clases de requisitos no funcionales obtenidos del
conjunto de datos Promise. Por lo que se toma el argumento máximo de la salida de la
predicción.

Figura B.9: Pantalla clasificación de una oración/requisito.

Figura B.10: Pantalla resultado de la clasificación de una oración/requisito.

La clasificación un documento de oraciones, se realiza en la pestaña que lleva de nombre
Lista de oraciones (Ver Figura B.11). Para clasificar es necesario cargar un documento
del tipo CSV, en donde se tenga almacenada la lista de requisitos en una sola columna.
Una vez cargado el documento dar clic en el botón de clasificar y desplegará la lista
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de requisitos mostrando: la oración/requisito, la clase a la que el modelo predijo y el
porcentaje de predicción.

Figura B.11: Pantalla clasificación de una lista de oraciones/requisitos.

Figura B.12: Pantalla de resultados de clasificación de una lista de oraciones/requisitos.
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