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Capítulo 1

Introducción

Crear un ser arti�cial ha sido el sueño del hombre desde que nació la ciencia. Ya que siem-
pre ha tratado de imitar, igualar y mecanizar la inteligencia humana en máquinas que puedan
ejecutar tareas para cumplir un propósito. Esta idea se plasma en el desarrollo de autómatas
humanoides el cual intenta crear a un ser idéntico al humano con capacidad de pensar y servir.
Estas máquinas cuentan con la forma antropomór�ca y articulaciones necesarias para realizar
movimientos parecidos a los humanos. Se considera que sus raíces se hallan en la historia misma
de la humanidad, en cuentos, mitos y leyendas de diversas culturas. Por mencionar alguno, el
mito griego popular �Talos: Gigante de Bronce� [1], trata sobre un mítico gigante de bronce
llamado Talos que custodiaba la isla de Creta. Según se cuenta, el gigante había sido fabricado
por el dios Hefesto para donárselo al rey cretense, con la misión de proteger la isla contra ata-
ques enemigos.

El desarrollo de autómatas data de algún tiempo atrás según la línea del tiempo publicada
en [2]. Se sabe que en el año 1495, Leonardo Da Vinci contaba con bocetos sobre autómatas
humanoides. En los siglos XVI y XVII se presentan los autómatas Ningyo Karakuri, un siste-
ma mecanizado de títeres. En el año 1920 Karel Capek presenta su obra �Rossum's Universal
Robots�. En esta obra fue utilizada por primera vez la palabra robot para referirse a autómatas
humanoides que realizaban trabajos que les correspondían a los humanos. Esta palabra se re�e-
re al término trabajo duro en checo el cual fuera el idioma natal del autor. Ocho años después
se presentó el primer robot con capacidad de interactuar proveniente de Japón, Gakutenso-
ku, diseñado y construido por el biólogo Makoto Nishimura. En 1930, Westinghouse Electric
Corporation, creó un robot humanoide conocido como Elektro, capaz de interactuar con �nes
de exposición. Sin embargo, el único propósito de estos primeros autómatas era el de entretener.

En el año 1941, Isaac Asimov acuña el término robótica como la ciencia o tecnología de
diseñar, construir, operar y usar robots o dispositivos automáticos similares. Curiosamente fue
publicado entre sus historia de ciencia �cción de la revista titulada �Astounding. Stories of Su-
per Science�, [3]. Tiempo después, la comunidad cientí�ca adoptó el término sin gran problema.
Fue hasta 1954 cuando se presentó el UNIMATE, el cual fue el primer robot autónomo, digital y
programable capaz de hacer una tarea funcional, inventado por George Devol. Este robot era un
autómata que levantaba y apilaba piezas metálicas en una fundición, [4]. No obstante, tuvieron
que pasar 20 años para que se desarrollara el que se considera el primer robot humanoide. En
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1973, en Japón, el primer robot antropomór�co WABOT-1, [5], fue demostrado por Kato en la
universidad de Waseda. Este robot podía reconocer objetos mediante visión, entender lenguaje,
hablar con voz arti�cial, manipular objetos con dos manos y caminar en dos piernas. Usando
un simple esquema de control, fue capaz de realizar unos cuantos pasos de estable. Este logro
fue el punto inicial de una generación prolífera de bípedos en Japón.

En la actualidad un robot no está pensado para proteger e intenta ser más que una má-
quina de entretenimiento. En [6], se menciona que las aplicaciones de los robots tienen el �n de
cubrir cuatro características particulares, deben ser capaces de cumplir con tareas peligrosas,
sucias, tediosas y/o pesadas. Además, la robótica es considerada una sinergia entre diversas
disciplinas, tales como: mecánica, electrónica, informática, inteligencia arti�cial, ingeniería de
control, física, etc. Según [7], un robot es un sistema complejo, compuesto de: (1) sensores que
le permiten recibir información acerca de su estado propio y del estado de su entorno, (2) me-
canismos efectores para actuar sobre su entorno, (3) sistema de plani�cación de la actividad
y de control para asegurar el logro de sus objetivos en un entorno cambiante, (4) medios de
comunicación con el usuario y otros sistemas técnicos.

La robótica industrial ha demostrado ser una tecnología madura al cubrir con la mayoría
de las características comentadas con anterioridad. Los robots industriales son capaces de le-
vantar cargas muy pesadas, trabajar con gran exactitud y son relativamente de bajo costo. Pero
aún existe una desventaja notable, este tipo de robots trabajan en un ambiente estructurado,
ambientes controlados en los que las tareas están coordinadas y no existe gran interacción con
el ser humano. Para cubrir esa notable desventaja, las investigaciones en robótica están siendo
encaminadas hacia la robótica de servicio donde robots y humanos cooperan en un ambiente
no estructurado. Según la Federación Internacional de Robótica (IFR), un robot de servicio
es un robot que opera de forma parcial o totalmente autónoma, para realizar servicios útiles
para el bienestar de los humanos y del equipamiento, excluyendo operaciones de manufactura.
Entendiendo como servicio a una actividad que se realiza para el bene�cio de otros.

Aunque aún no exista una �Robotina� o un �Wall-e� en nuestros hogares o centros de traba-
jo ayudándonos con tareas domésticas así como lo muestran algunas historias de ciencia �cción,
hoy en día se pueden encontrar sistemas robóticos casi en cualquier área. Algunas de las áreas
donde la robótica tiene aplicación son: (1) la producción masiva de cualquier producto, (2) en el
sector económico (agricultura, minería, etc.), (3) en medicina con robots que realizan cirugías,
(4) en exploración espacial, (5) en la industria bélica. Según la IFR, en el 2013 las adquisiciones
en robots industriales fueron de 178,132 unidades, en el 2014 205,000 unidades y se estima que
del 2015 al 2017 aumentará un 12%, [8]. Esto indica que, según los números, para el 2017 exis-
tirán 1,946,000 robots industriales en el mundo. En cuanto a los robots de servicio, en el 2013
fueron adquiridas 21,000 unidades, se proyecta que para el periodo 2014-2017 cerca de 134,500
nuevos robots de servicio para uso profesional y 31 millones de unidades de robots de servicio
para uso personal sean adquiridos. Lo anterior sabiendo que la demanda de robots industriales
se considera para un mercado reducido, además, los robots industriales cuentan con un tiempo
mayor de vida útil que los robots de servicio que se encuentran en el mercado.
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Se han desarrollado robots de servicio para diversas áreas que cubren funciones parciales en
las actividades humanas. Entre estos robots de servicio se pueden mencionar algunos juguetes
robóticos como el MiP [9], que es un pequeño robot con capacidad de transportar una carga
chica, por ejemplo una bebida, balanceándola en su base. También se cuenta con mascotas
robóticas como PARO [10], este es un robot en forma de bebé foca la cual es utilizada como
herramienta terapéutica. Igualmente se han desarrollado robots de limpieza como ROOMBA
[11], el cual es un robot aspiradora que recorre toda la super�cie en una habitación evadiendo
obstáculos. Además existen desarrollos en robótica de asistencia para hospitales y hogares como
el robot Care-O-bot 4 [12], el cual es un robot móvil de estatura media que tiene la capacidad
de monitorear los signos vitales de una persona. De igual forma se cuentan con robots cirujanos
como da Vinci Surgery [13], el cual es un sistema robotizado que manipula herramientas de
cirugía con mucha precisión y exactitud. Otros desarrollos más son los robots para transporte de
cargas en terrenos difíciles como BigDog [14], este es un robot cuadrúpedo que balancea cargas
pesadas en terrenos accidentados. Por otro lado, existen algunos robots humanoides de carácter
comercial que han surgido para desarrollo cientí�co en centros de investigación y escuelas. Entre
estos se encuentra: el robot QRIO [15], HOP [16], Bioloid [17], NAO [18]. Siendo el robot NAO,
el de mayor capacidad computacional.

Si bien existe gran diversidad de robots de servicio, aun no hay en el mercado un robot
humanoide con inteligencia arti�cial colaborando en tareas domésticas. Existen varias razones
del porqué de la a�rmación anterior, en [19], se hace una breve discusión sobre robots domésticos,
donde se menciona que las tareas que deben cumplir este tipo de robots son muy difíciles. Tareas
como por ejemplo: limpiar ventanas, lavar vajilla, doblar y ordenar ropa, ordenar habitaciones,
planchar, etc. Para realizar dichas tareas es necesario resolver problemas como la visión 3D bajo
variabilidad de iluminación, manipulación de objetos de con�guración variada e inteligencia
arti�cial para la toma de decisiones. Este tipo de sistemas deben realizar toda una serie de
tareas para cumplir un objetivo. En [20], se enfatiza los desafíos �futuros� de la robótica, los
cuales se considera deben cumplir los robots de servicio de uso general:

X Manipulación e interacción física con el mundo real.

X Percepción de ambientes no estructurados.

X Seguridad para la operación cerca de humanos.

X Interacción hombre-robot.

X Redes de trabajo entre robots, sensores y usuarios.

La solución de dichos desafíos han sido parcialmente desarrollados en un contexto de inves-
tigación donde se busca resolver problemas a situaciones más especí�cas. Por ejemplo, se conoce
gran diversidad de investigaciones en robótica que dan solución parcial a problemas como, aspi-
rar y barrer, envíos y entregas en o�cina, guía de turista en hoteles o museos, entretenimiento y
exposición, etc. En Japón se ha invertido en robótica humanoide obteniendo resultados impresio-
nantes en diversas áreas como: visión, locomoción, entretenimiento e interacción con humanos.
Tal es el caso del robot ASIMO de Honda [21], que cuenta con comportamiento autónomo. Este
robot es considerado uno de los robots humanoides más avanzados en la actualidad, pretende
ser de ayuda para personas que carecen de movilidad completa en sus cuerpos. De igual forma,
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el Instituto Nacional de Ciencia Industrial Avanzada y Tecnología (AIST), cuentan con el desa-
rrollo de robots ayudantes domésticos con propósitos generales, The Humanoid Robotics Project
(HRP) una serie de robots humanoides de mediana estatura [22]. Por otro lado, para motivar
a la comunidad cientí�ca en lo referente a la investigación en robótica, existen varios eventos y
torneos. Entre las competencias robóticas donde los robots de servicios son los protagonistas se
encuentra el torneo de RoboCup [23]. Este torneo es una iniciativa cientí�ca internacional con el
propósito de impulsar el desarrollo en inteligencia arti�cial y robótica. Cuando se inició en 1997,
se propuso el objetivo principal de conseguir un equipo de jugadores de fútbol robótico capaces
de vencer en una copa del mundo a un equipo de jugadores humanos para el 2050. Mientras esa
misión se cumple, RoboCup se ha expandido a otros dominios de aplicación relevantes basados
en las necesidades de la sociedad moderna. Las 4 categorías principales son: RoboCupRescue,
RoboCupJunior, RoboCupSoccer y RoboCup@Home. De las anteriores, RoboCupRescue se dedica
a robots de búsqueda y rescate en caso de desastres mientras considera aplicaciones del mundo
real y la interacción hombre-máquina con robots autónomos. Mientras que RoboCup@Home
[24], trata del desarrollo de robots de servicio y asistencia con alta relevancia para las futuras
aplicaciones domésticas. Otra competencia de la cual se considera debe hacerse mención fue
Darpa Robotics Challenge [25]. Esta competencia fue realizada por la agencia del departamento
de defensa de Estados Unidos Defense Advanced Research Projects Agency (DARPA). Se llevó a
cabo del 2012 al 2015 y tuvo como objetivo el desarrollo de robots semi-autónomos humanoides
los cuales debían contar con la capacidad de realizar tareas complejas en ambientes peligrosos.

Una de las razones por las que el desarrollo en robótica de servicio ha despertado tanto
interés en la comunidad cientí�ca es el envejecimiento poblacional. Según [26], la población
mundial está creciendo en proporciones jamás antes conocidas. Aunque en casi todas partes
están bajando los índices de fecundidad, el crecimiento de la población mundial se mantendrá
hasta muy avanzado el siglo XXI. Según proyecciones actuales, la población mundial alcanzará
aproximadamente los 9 000 millones de habitantes para el año 2050. Como consecuencia de los
bajos índices de natalidad, unidos a mejoras en la esperanza de vida, muchos países desarro-
llados han registrado un aumento rápido de la proporción de personas ancianas y, en algunos
casos, incluso una baja en su población total. De igual manera en [27] se menciona que para el
2050, más de la cuarta parte de la población en México será vieja.

El aumento de personas ancianas le preocupa a países primer mundistas pues tiene como
consecuencia menor mano de obra en la mayoría de las áreas de producción. Entre estas áreas
se encuentra por supuesto la dedicada al cuidado de la salud. Es por esto que se invierte en el
desarrollo de robots humanoides. El hecho de considerar un robot humanoide como un ideal de
robot para servir a la humanidad es por el parecido con el hombre, ya que en algún punto se
deja de ver como una máquina. Es más amigable interactuar con una entidad parecida a uno
mismo que con un simple artefacto. Además de la clara ventaja de interacción en ambientes
humanos donde la infraestructura considera rampas, escaleras y desniveles.

1.1. Estado del Arte

En este trabajo de tesis se tocan temas relacionados al reconocimiento de objetos y la
robótica de servicio. Por este motivo, en esta sección se estudian trabajos de visión, interacción,
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navegación, manipulación y locomoción referentes a robótica de servicio. De igual manera se re-
visaron y estudiaron diversos métodos de reconocimiento de objetos con el objetivo de comparar
su desempeño y resultados.

1.1.1. Robótica de Servicio

La investigación en robótica de servicio no deja de despertar el interés en la comunidad
cientí�ca. Estas investigaciones comprenden desde el desarrollo de aplicaciones o algoritmos
para cubrir alguna de las tareas que deben cumplir este tipo de robots hasta la construcción de
nuevas plataformas robóticas. A partir de la búsqueda bibliográ�ca sobre robótica de servicio
se encontraron algunos trabajos sobre construcción y desarrollo de estos robots.

Una de las habilidades con las que un robot de servicio debe contar es con visión arti�cial.
Esta habilidad le permite interactuar mejor con el ambiente donde se encuentra. Por ejemplo en
[28], se muestra la construcción de una plataforma desde el diseño hasta la implementación, con-
siderando el uso de inteligencia arti�cial para la autonomía del mismo. Esta plataforma puede
detectar y reconocer rostros utilizando herramientas como el clasi�cador en cascada basado en
Wavelets de Haar [29] junto con el algoritmo Fisherfaces [30]. En el trabajo en [31], se diseñó e
implementó un sistema para robots humanoides de entretenimiento y competición. Este sistema
cuenta con un algoritmo capaz de reconocer colores y con base a estos planear movimientos en
tiempo real mediante sistemas expertos.

Navascués [32] desarrolló funciones primitivas mediante el software Robot Operating Sys-
tem (ROS) [33] que le permiten a un robot humanoide la localización e interacción con objetos.
Morante [34] desarrolló una interfaz y una librería para visión arti�cial, navegación y seguimien-
to multiplataforma. En el seguimiento se utiliza la técnica SURF [35], Meanshift o Templates
Matching [36]. La detección de movimiento la realiza mediante Optical Flow [37]. Lorencik et al.
[38] se enfocaron en la realización de un sistema en la nube para el reconocimiento de objetos.
Utilizan técnicas como SIFT [39] y SURF para la extracción de características. Además, hacen
uso del método basado en redes neuronales MF ArtMap [40] para la clasi�cación de objetos.
En los trabajos anteriores se menciona que los resultados obtenidos son aceptables pero todos
mostraron una clasi�cación correcta debajo del 90%.

En los trabajos [41], [42], [43], [44] y [45], se implementaron sistemas de reconocimiento
de objetos para ciertos robots que les permite resolver tareas especí�cas como manipulación de
objetos simples. Los trabajos anteriores hicieron uso de algoritmos que se basan en las forma de
los objetos poliédricos mediante el uso de diversas herramientas de procesamiento de imágenes.
Estos trabajos detectan los objetos en movimiento con la ayuda de estimadores como el Filtro
de Kalman Lineal [46] para seguimiento de estos. En [47], Peña presenta el desarrollo de un
módulo de visión para un robot humanoide que se asimila a los sistemas de reconocimiento
de objetos descritos con anterioridad. A diferencia de los anteriores, este sistema utiliza la red
neuronal Perceptrón [48] para la clasi�cación y el reconocimiento de objetos. Otros trabajos
que hacen uso de las redes neuronales para el reconocimiento de objetos, pero en robots ma-
nipuladores, se describen a continuación. En [49] se utilizó el modelo clásico de red neuronal
multilayer perceptron (MLP) [50]. Mientras que en [51] se utilizó la técnica FuzzyARTMAP [52].
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En [53] por su parte, se utilizó la red neuronal MLP con Backpropagation [48]. En [54], se basa
en la forma de los objetos y utiliza los enfoques de red neuronal MLP con Backpropagation y
el método no supervisado Mapa Auto-Organizado de Kohonen [48]. Estos trabajos tienen en
común la obtención de resultados arriba del 60% de reconocimiento correcto.

Otra de las habilidades de los robots de servicio es el trabajo colaborativo. Esta habilidad
le permite realizar actividades ya sea con otros robots o con humanos. Por ejemplo, Battiston
[55], desarrolló un sistema que le permite a un robot humanoide interactuar con otro robot o
con un humano con el �n de intercambiar objetos. La detección de los objetos a intercambiar se
realiza utilizando técnicas de procesamiento de imágenes como �ltros HSV [56], conectividad
entre componentes y uniones. En el trabajo de Ramanathan et al. [57], se desarrolló un siste-
ma de visión que consiste en la categorización de objetos. Este sistema se basa en la técnica
Bag of Words [58] junto con SIFT. Este trabajo es muy interesante ya que un robot humanoide
aprende a distinguir entre cuatro clases de objetos. El robot inspecciona cada uno de los objetos
para el aprendizaje y reconocimiento. Los resultados de este trabajo tuvieron un porcentaje de
categorización correcta en un rango de 50-80 por ciento. Krause et al. [59], se desarrollaron un
método de aprendizaje y reconocimiento de objetos para un robot usando lenguaje natural. El
enfoque se basa en describirle al robot el objeto a reconocer. El robot se apoya en la descripción
dada mediante un sistema de lenguaje natural integrado y un sistema de visión. Este sistema
de visión utiliza un sensor RGB-d [60] para la captura de la información visual y el método
SIFT para la clasi�cación y reconocimiento de objetos.

Con el �n de cubrir la tarea de localización en el ambiente por parte de robots móviles se
investigaron trabajos referentes a navegación espacial. Se estudiaron algunos artículos referentes
a localización espacial para robots en los cuales se desarrollan algoritmos para RoboCupSoccer
de plataforma estándar. Trabajos como [61] [62] [63], presentan sistemas de visión para la
localización de objetos y de ellos mismos en la cancha de juego. Estos sistemas están basados
en segmentación de color y herramientas como las redes neuronales, Filtros de Kalman y Filtro
de Partículas [64]. El robot NAO es utilizado por Llofriu et al. [65], para realizar un sistema
que reproduce la navegación realizada por parte de animales. El sistema permite desarrollar
enfoques bio-inspirados de navegación para la resolución del problema de SLAM visual [66].

1.1.2. Reconocimiento de Objetos

El reconocimiento de objetos es una tarea importante en este trabajo de tesis, por esta ra-
zón se realizó una revisión extensa sobre métodos de reconocimiento de objetos para encontrar
el que mejor se adapte al problema a atacar. Artículos como [67] [68] [69] [70] [71], presentan de-
sarrollos de modelos de detección visual en base a descripción de forma o características (SIFT,
SURF, etc), utilizando técnicas de clasi�cación como Lógica Difusa [72] y Adaboost [73]. Gómez
[74], desarrolló un modelo de reconocimiento de objetos basado en la forma de los mismos. Así
mismo, realizó un estudio comparativo entre algunas técnicas de inteligencia arti�cial. Estas
técnicas comprenden las técnicas de Growing Neural Gas [75]. Para la extracción de caracterís-
ticas utilizó métodos similares a los de los artículos descritos con anterioridad. Sin embargo, es
importante mencionar que realizó una comparativa entre Mapa Auto-Organizado de Kohonen,
Growing Cell Structures [76], Neural gas [77] y Growing Neural Gas. Los resultados muestran
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que el método Growing Cell Structures fue el más rápido, mientras que el método Growing
Neural Gas está totalmente balanceado y lo consideran óptimo. Ya que el segundo método fue
el que mejor preservó la topología, consumió menos tiempo, tuvo buenos resultados en ejecución
de tiempo real y ejecución con �guras complejas.

Basado en el tipo de características utilizadas, los métodos de reconocimiento de objetos,
en general puede ser divididos en dos categorías, global o local. Considerando sólo los métodos
de características de super�cie local, estos pueden ser comprimidos en tres fases: detección de
keypoint (elementos clave), descripción de características de super�cie local y matching (coin-
cidencia) de super�cie. A continuación se mencionan algunas investigaciones relacionadas con
reconocimiento de objetos 2D y 3D. Tomando en cuenta que los métodos de reconocimiento de
objetos en 2D y 3D se diferencian en los datos a procesar. Para los métodos que consideran
objetos 2D los datos provienen de sistemas monoculares. Mientras que los datos para el reco-
nocimiento 3D pueden provenir de sensores de profundidad RGB-d, imágenes de rango, nubes
de puntos o mallas poligonales.

Alcantarilla et al. [78], desarrollaron un algoritmo de detección y descripción de caracte-
rísticas 2D multiescala llamado KAZE. Este método es comparable a SIFT pero muestra la
desventaja de un incremento moderado en costo computacional comparado a SURF o CenSurE
[79]. Sin embargo, este método se encuentra un paso adelante en la ejecución de la detección
y descripción en comparación a los existentes, ya que, incrementa la repetitividad y distinción
gracias a la implementación del �ltrado de difusión no lineal [80] que permite considerar los
bordes. Más tarde, Alcantarilla et al. en [81], muestran el desarrollo del algoritmo A-KAZE, en
el que utilizan el esquema numérico Fast Explicit Di�usion (FED) [82], embebido en un marco
de trabajo piramidal para acelerar dramáticamente la detección de características en espacio de
escala no lineal. Además, se introduce el descriptor Modi�ed-Local Di�erence Binary (M-LDB)
[83] que es altamente e�ciente, explota información general de gradiente desde el espacio de
escala no lineal, es invariante a rotación y escala, aparte de que requiere menor capacidad de
almacenamiento. En este trabajo se presentó una evolución extensiva que muestra el excelente
compromiso entre rapidez y ejecución del enfoque comparado a los métodos BRISK [84], ORB
[85], SURF, SIFT y KAZE.

Salamanca et al. [86], desarrollaron un método de reconocimiento de objetos de forma libre
a partir de los datos de rango de una vista parcial usando Cono Curvaturas Ponderadas deter-
minada a partir de una representación previa llamada Cono-Curvatura (CC) [87]. El método
emplea un conjunto de características determinadas sobre mallas esféricas y los datos de rango
3D de las vistas parciales de los objetos que se requieren conocer. La tasa de reconocimiento de
este método es del 90%, sin embargo, se menciona que tiene la desventaja de no poder ser im-
plementado en tiempo real pues conlleva un coste de tiempo alto. Chen et al. [88], desarrollaron
un método de reconocimiento de objetos de forma libre 3D usando Local Super�cial Patches
(LSP) [89]. Este método se compara a los métodos de Spin Image [90] y Spherical Spin Image
[91], con un costo de tiempo de 89.42 segundos, siendo la mitad de tiempo que los métodos
mencionados.
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Ya que en este trabajo de tesis se utilizará reconocimiento de objetos en un contexto de
robótica de servicio es necesario elegir un método para la búsqueda de objetos. Se propone el
uso de un método que, basado en lo que el robot observa en el ambiente, sea capaz de decidir
hacia donde es mas conveniente avanzar. Este método toma decisiones basadas en el reconoci-
miento del objeto que está buscando y en la distancia que le hace falta para llegar a él. Por
lo anterior, se propone la revisión del enfoque Next Best View (NBV) [92] para la planeación
de la búsqueda de los objetos a reconocer. Este enfoque tiene diferentes variantes que parten
de la idea de la adquisición de datos y exploración automática por parte de sistemas de visión
computacional y robots, estimando la siguiente posición para el sensor. Potthast y Sukhatme
[93], presentaron una variante del método NBV para ambientes ocluidos. Se presentan evalua-
ciones experimentales mediante una plataforma robótica. La plataforma robótica realiza una
inspección del ambiente donde se encuentra y mediante estimaciones de los nuevos datos va
cambiando de posición para cubrir todo el ambiente en el que pueda navegar.

Krainin et al. [94], desarrollaron un sistema que le permite a un robot tomar un objeto
y moverlo enfrente de su cámara para reconstruir un modelo 3D. Se utiliza una variante del
algoritmo NBV basado en la ganancia de información para determinar cómo manipular el objeto
de manera probabilística. Kriegel et al. [95], desarrollaron un enfoque basado en super�cie de
NBV para la creación de modelos 3D de objetos nuevos. Se basa en la detección de bordes en la
super�cie escaneada. Dunn et al. [96], presentaron un enfoque para la adquisición de modelos 3D
en vehículos autónomos y robots. Este enfoque es incremental, además alterna entre el enfoque
NBV para maniobrar y planeación de trayectorias recursiva. Los trabajos de Vasquez-Gomez
et al. en [97] y [98], plantean el uso de NBV para reconstrucción de objetos tridimensionales
enfocado a aplicaciones robóticas. En su desarrollo utilizan un robot manipulador móvil con
sensor eye-hand o cámara en mano para explorar el objeto a reconstruir.

1.2. Planteamiento del Problema

La investigación propuesta se basa en desarrollar un sistema modular. Este sistema debe
permitirle a un robot móvil cumplir tareas de reconocimiento de objetos en un contexto de
robótica de servicio. El sistema modular debe tener la capacidad de ser multiplataforma. Lo
anterior se re�ere a que debe poder ser utilizado en cualquier plataforma robótica sin grandes
modi�caciones en el código. El desarrollo del mismo debe llevarse a cabo mediante técnicas
óptimas de visión y navegación; bajo coste computacional y alto grado de e�ciencia al resolver
las tareas en un entorno semiestructurado.

Se trabaja con un entorno semiestructurado considerando que, un robot de servicio en el
hogar, o�cina u hospital, primero debe conocer el lugar y los elementos no dinámicos con los
que va a interactuar. Por ejemplo, en la competencia RoboCup@Home [24], los competidores
cuentan con un día y medio para conocer los escenarios en los que van a interactuar y realizar
las calibraciones necesarias para el cumplimiento de las tareas propuestas. La tarea principal
que se busca cumplir con este sistema es que el robot sea capaz de reconocer y entregar un
objeto que el usuario requiera.
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Para lograr que el sistema realice esta tarea se consideran los siguientes puntos:

1. Reconocimiento de objetos

2. Manipulación de Objetos

3. Navegación

4. Interacción Hombre-Robot

Cada uno de los puntos anteriores es considerado un módulo del sistema. El sistema a
desarrollar se resume en el diagrama de bloques de la Figura 1.1. Se planea que este sistema
sea mínimamente supervisado por el usuario. Por esto se considera que la tarea del usuario será
dar ciertas órdenes:

X Empezar nuevo aprendizaje de objetos,

X Apoyar con la etiqueta de los objetos entrenados,

X Empezar nueva navegación y construcción de mapa,

X Comenzar búsqueda de objeto.

Para cumplir con las órdenes especi�cadas por el usuario, el robot debe hacer uso de los
módulos correspondientes. El sistema debe ser capaz de:

1. Crear un mapa del lugar,

2. Aprender y etiquetar objetos,

3. Encontrar objeto indicado por el usuario,

4. Manipular el objeto para entregarlo.

Esta tesis se enfoca en el módulo de reconocimiento de objetos. El cual es considerado
como la tarea principal del sistema modular. El resto de los módulos tienen el �n de apoyar a
la pronta detección y manipulación de los objetos requeridos por el usuario mediante técnicas
computacionales e�cientes. El desarrollo de los módulos se enlista a continuación.

El módulo de Reconocimiento de Objetos desarrollado se divide en dos fases: Aprendi-
zaje y Reconocimiento. En la fase de Aprendizaje, se considera como entrada diferentes vistas
o tomas de un objeto. De estas vistas se extraen características mediante una técnica basada
en parches. Se utiliza el algoritmo de detección y descripción de características multiescala A-
KAZE [81]. La información obtenida del objeto pasa a la etapa de entrenamiento. La etapa de
entrenamiento se lleva a cabo mediante una red neuronal que reconoce patrones de información
para la determinación y clasi�cación de los objetos.

Después de la etapa de entrenamiento, se identi�can las neuronas pertenecientes a los
objetos aprendidos de la red neuronal entrenada mediante una etiqueta. En la fase de Reconoci-
miento, se considera como entrada una sola vista del objeto. De esta se extraen las características
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Figura 1.1: Diagrama de bloques del sistema modular.

mediante el algoritmo A-KAZE. Las características extraídas se envían a la etapa de evalua-
ción. La etapa de evaluación considera la red neuronal entrenada para clasi�car los patrones de
información reconocidos. Se identi�ca la neurona ganadora y se recupera la etiqueta que se le
asignó para identi�car a qué objeto pertenece.

Se ha realizado una comparativa entre las redes neuronales arti�ciales: Growing Cell Struc-
ture (GCS) [76] y Adaptative Resonance Theory (ART) [99]. De la comparativa se ha determi-
nado que la red neuronal que mejor desempeño ha presentado es GCS.

El módulo de Manipulación de Objetos permite localizar objetos espacialmente y ma-
nipularlos. El módulo considera que el objeto ya ha sido reconocido y que el robot se encuentra
cerca del objeto como para alcanzarlo. El robot utiliza su(s) cámara(s) para detectar el objeto,
estimar una posición tridimensional en el espacio real y utilizar uno o dos manipuladores para
tomarlo. Se toman en cuenta aspectos como tamaño del objeto y posición la cámara para obte-
ner una distancia aproximada. Se pretende que los objetos se encuentren a cualquier distancia
dentro de su área de trabajo. Las dimensiones de los objetos no se conocen, sin embargo, estos
deben estar dentro de un rango tal que el robot a utilizar pueda manipular. Se utilizan algorit-
mos de procesamiento de imagen 2D para estimar la posición y tamaño de los objetos. Con los
contornos y las dimensiones conocidas del objeto es posible usar relaciones de proyección para
determinar sus coordenadas 3D en el espacio. La imagen de la cámara y el tamaño estimado
del objeto dan información acerca de la dirección y distancia desde la cámara al centro del objeto.

El módulo de Navegación Espacial se divide en dos tareas: Localización Espacial y
Locomoción Bípeda. Ambas tareas deben permitirle al robot:

1. construir un mapa bidimensional del lugar donde se encuentra,
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2. estimar su ubicación con respecto al mapa bidimensional,

3. buscar y ubicar el objeto pedido por el usuario,

4. mantener una buena locomoción para que no caiga.

La localización espacial se cubre mediante Odometría [100] apoyada por elementos visuales.
Con ambos, el robot tiene la tarea de construir el mapa de la habitación donde debe buscar
los objetos aprendidos. El robot considera el marco de referencia global como el punto del cual
parte para realizar un recorrido alrededor de la habitación. Teniendo en cuenta su propio marco
de referencia, este conoce su ubicación con respecto al marco de referencia global. La idea es
que el robot guarde la relación espacial de su ubicación y lo que está observando en ese punto
mientras realiza el recorrido. Con la información recabada de la habitación se construye un
mapa bidimensional.

Cuando el robot deba iniciar una búsqueda del objeto requerido por el usuario, este se
apoya de un enfoque de planeación basado en NBV [92]. El enfoque le permite reconocer y
aproximarse lo más posible al objeto requerido por el usuario. Una vez que el robot tome el
objeto, se apoya del mapa bidimensional para conocer su ubicación en la habitación y regresar
al punto de referencia global para entregarle el objeto al usuario.

El módulo de Interacción Hombre-Robot consta de dos partes: Entorno Grá�co y Sin-
cronización de Tareas. El Entorno Grá�co se re�ere a una interfaz grá�ca contenida en una
aplicación desde la computadora. La interfaz es muy intuitiva, le permite al usuario dar las
órdenes necesarias para que el robot le entregue un objeto. En la fase de entrenamiento, el
usuario debe indicar el nombre de los objetos a aprender y en la fase de reconocimiento, el
usuario le indicará al robot que objeto requiere. La interfaz se ha diseñado mediante el lenguaje
de programación Python [101] y las librerías de procesamiento de imagenOpenCV [102]. La
Sincronización de Tareas se re�ere al uso del módulo de Interacción Hombre-Robot como el
intermediario o esqueleto de la aplicación que sirve para comunicar y sincronizar cada una de
las tareas. Los módulos de todo el sistema se comunican mediante este módulo, en el cual se
recogen y entregan resultados que comprenden la información necesaria para ejecutar sus tareas
correspondientes.

Con base a lo expuesto en las secciones anteriores y al desarrollo propuesto del sistema
se plantea el siguiente escenario: teniendo un ambiente semiestructurado, se utiliza un robot
servicio que realice tareas especí�cas. Se establece un ambiente limitado, al ser un robot de
servicio, se le indica en qué tipo de entorno va a trabajar. El espacio de trabajo del robot es
de 3x3 metros, en él se encontraran distribuidos los objetos en mesa de un tamaño apropiado
para el robot. La primer tarea del robot es el aprendizaje de los objetos, la segunda tarea es la
creación de un mapa del lugar en el que debe buscar los objetos. Así mismo, debe ser capaz de
manipularlos y entregarlos al usuario.

El robot se basa en el siguiente enfoque de planeación para buscar los objetos a reconocer
y aproximarse (lo más posible) de tal manera que pueda realizar manipulación del mismo. A
continuación se presenta el algoritmo del enfoque de planeación:
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1. Cuando el robot reciba la orden de buscar cierto objeto, este comenzará una búsqueda
del objeto desde el momento en que comience a navegar.

2. Una vez identi�cado el objeto se procede a determinar la caja o cuadro mínimo que
contiene el perímetro o borde de un objeto.

3. Con base a información de tamaño estimado del objeto e información de la cámara se
procede a calcular la distancia a este.

4. Con la distancia, se le indica al robot hacia donde debe desplazarse para llegar al objeto
reconocido tratando de no perderlo de vista.

5. Se realiza un bucle cerrado del algoritmo que se veri�cará mediante la distancia al objeto,
este se detendrá cuando la distancia se encuentre dentro de un umbral de error.

6. Cuando el robot se encuentre lo más cerca posible del objeto se procede a estimar las
coordenadas tridimensionales.

7. Teniendo la posición tridimensional del objeto se procede a manipularlo y a entregarlo al
usuario en el punto de referencia del cual ha partido.

Figura 1.2: Representación del entorno semiestructurado y los elementos visuales que el robot
puede tomar como puntos de referencia para la interacción.

En la Figura 1.2 se muestra un posible escenario diseñado en el software de simulación
Webots [103] con el robot humanoide NAO [18]. El escenario presenta una habitación con una
puerta y una ventana, además se agregaron elementos en las paredes como dos cuadros, una
planta, un estante y un tapete. En el centro de la habitación se ubicaron siete objetos a re-
conocer en una base o mesita con una altura de 300 mm. El tamaño de la habitación es de
aproximadamente 4x4 metros. El robot se ubica en una esquina de la habitación la cual puede
ser su marco de referencia global si comienza a navegar desde ese punto.

En la Figura 1.3 se muestra una imagen en la que el robot se encuentra cerca de los objetos.
En la esquina superior derecha se observa lo que el robot percibe con una de sus cámaras. En
la imagen se aprecian tanto los elementos visuales de la habitación y los objetos a reconocer,
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Figura 1.3: Representación de lo que el robot observa frente a una mesa con objetos.

algunos de los objetos se encuentran obstruidos. Desde este punto el robot debe empezar a
estimar la posición tridimensional del objeto reconocido para su posterior manipulación.

1.2.1. Delimitaciones

Los alcances de esta tesis están de�nidos por el desarrollo del sistema modular. Para ase-
gurar la capacidad del sistema a ser utilizado en diferentes plataformas robóticas se delimitarán
los módulos a la resolución del problema que plantea y no a la implementación. Se de�nieron
las siguientes delimitaciones del trabajo:

1. La estimación de posición 3D y la tarea de agarre de objetos para la manipulación es
básica.

2. El módulo de manipulación se desarrollan en base a la plataforma robótica a utilizar, sin
embargo, se especi�can los cambios que se pueden realizar para implementarlo en otras.

3. Se realiza una validación en simulación que depende de las restricciones del mismo simu-
lador Webots respecto a elementos en el entorno.

4. El módulo de reconocimiento de objetos se aplica a una base de datos propia de 20 objetos.

5. Los objetos se encuentran en cierto rango de tamaño para que el robot a usar pueda
levantarlos.

6. Se establece un ambiente limitado libre de obstáculos que el robot debe explorar.

7. El espacio de trabajo del robot debe ser no mayor a 4x4 metros, en él se encontrarán
distribuidos los objetos en una mesa de un tamaño apropiado para el robot en el centro
de la habitación.



14 Justi�cación

1.3. Aportaciones

El sistema modular que se propone desarrollar tendrá algunas aportaciones que parten de
la aplicación de los métodos propuestos para la resolución de los problemas planteados. Entre
las aportaciones más signi�cativas se enumeran las siguientes:

1. Realización de un sistema modular para el control de autonomía de un robot en un
contexto de robótica de servicio.

2. Aplicación del método A-KAZE para el reconocimiento de objetos junto con redes neu-
ronales no supervisadas.

3. Uso del enfoque Next Best View en la búsqueda y aproximación a objetos en base al
módulo de reconocimiento de objetos.

4. Desarrollo del módulo de Interacción Hombre-Robot para la sincronización de las tareas.

1.4. Justi�cación

Al realizar la búsqueda bibliográ�ca para la investigación de este tema, se encontró que se
está trabajando en diversos desarrollos en robótica de servicio y se considera que el proyecto
propuesto incluye temas de actualidad.

X Países de primer mundo han invertido gran cantidad de recursos en investigación sobre
robótica de servicio.

X Por otro lado, se encontraron numerosos trabajos pertenecientes a universidades variadas
alrededor del mundo.

X EnMéxico se han realizado investigaciones sobre algoritmos y desarrollo en robótica de ser-
vicio. Centros de investigación y universidades como el Tecnológico de Monterrey, UNAM,
INAOE y CINVESTAV, han participado en torneos robóticos como RoboCupSoccer o Ro-
boCup@Home con resultados favorables.

El sistema modular obtenido puede servir de base para:

X La realización de investigación en robótica humanoide.

X El desarrollo de sistemas más complejos.

X La aplicación en las asignaturas de cursos en posgrado y licenciatura.

X En la Universidad Tecnológica de la Mixteca no se han encontrado trabajos similares.
Sin embargo, sí se han realizado trabajos involucrados en el área de robótica: robótica de
rehabilitación por parte de manipuladores [104], robótica recreativa mediante el desarrollo
de mascotas robots [105], robótica orientada a la enseñanza pedagógica [106] [107] [108],
robots de exploración [109], etc. De igual manera se han realizado diversas aportaciones
en inteligencia arti�cial mediante algoritmos de clasi�cación, reconocimiento de objetos,
reconocimiento de patrones [110][111], control inteligente de sistemas [112][113][114], redes
neuronales [115][116], etc.
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1.5. Hipótesis

Con base a la propuesta de tesis de�nida en este trabajo se plante lo siguiente: será posible
realizar un sistema modular para la autonomía de un robot, incluyendo reconocimiento de
objetos, en un contexto de robótica de servicio.

1.6. Objetivos

1.6.1. General

Desarrollar un sistema modular que le permita a una plataforma robótica realizar tareas
de reconocimiento y manipulación de objetos considerado dentro de un contexto de robótica de
servicio, conociendo su localización espacial respecto a un marco de referencia global.

1.6.2. Especí�co

El proyecto de tesis comprendido contempla como objetivos especí�cos el desarrollo de
cada uno de los módulos del sistema siendo estos los enlistados a continuación:

1. Implementar el módulo de Reconocimiento de Objetos mediante el uso del enfoque A-
KAZE y redes neuronales no supervisadas.

2. Realizar el módulo de Manipulación de Objetos mediante procesamiento de imagen y
cinemática de manipuladores.

3. Desarrollar el módulo de Navegación Espacial mediante un enfoque NBV considerando
su posición con respecto a un punto de referencia.

4. Diseñar y construir el módulo de Interacción Hombre-Robot mediante el lenguaje de pro-
gramación Python y la librería de procesamiento de imagen OpenCV.

1.7. Estructura de la Tesis

La tesis Implementación de un sistema modular para el reconocimiento de objetos en un
contexto de robótica de servicio está comprendida por 8 capítulos en los cuales se distribuye la
realización de los módulos propuestos.

Para continuar con el contenido de la tesis, el Capítulo 2 se enfoca al Marco Teórico
donde se explican las herramientas a utilizar para el desarrollo de los módulos.

El desarrollo del módulo de Reconocimiento de Objetos se presenta en el Capítulo 3.
Este contiene la estructura del algoritmo de extracción de características, la implementación
del módulo con la base de datos de objetos reales y los resultados experimentales del módulo.
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El desarrollo del módulo de Manipulación de Objetos se plasma en el Capítulo 4. El
análisis cinemático y dinámico con la plataforma robótica. Además, contiene el proceso de ex-
tracción de características, determinación de tamaño y estimación de la posición 3D del objeto
a manipular. Además de la implementación y resultados del módulo.

El Capítulo 5 comprende el módulo de Navegación Espacial . Se plasma el desarrollo
del algoritmo de navegación espacial apoyado por elementos visuales. También, comprende la
proposición del algoritmo Next Best View para seguimiento de objeto. De igual forma se incluye
la implementación y resultados del módulo.

La implementación del módulo de Interfaz Hombre-Robot se describe en el Capítulo 6.
En este se plasma el desarrollo de la interfaz grá�ca mediante Python para la sincronización
del sistema modular.

El Capítulo 7 se ha destinado para mostrar la implementación del sistema modular tanto
en simulación como con la plataforma robótica NAO. Se detallan experimentos realizados y los
resultados obtenidos con estos.

Las conclusiones de este trabajo de tesis se detallan en el Capítulo 8. En este también se
incluyen discusiones sobre el sistema modular, di�cultades y trabajos futuros.



Capítulo 2

Marco Teórico

Este capítulo comprende la descripción teórica de las herramientas y algoritmos utilizados
para el desarrollo de cada uno de los módulos del sistema. En la sección 2.1, se abordan una
introducción concisa a visión computacional, la cual continua con la descripción del método de
extracción de características A-KAZE en la sección 2.2. En la sección 2.3, se da una explicación
breve sobre redes neuronales, se especi�can los modelos de redes neuronales no supervisadas y el
desarrollo de su comparativa. Además, en la sección 2.4, se detallan las herramientas a utilizar
en la plani�cación de trayectorias de manipuladores, en la sección 2.5, se aborda la odometría
inercial para la navegación espacial junto con el método NBV y la información referente a
locomoción bípeda. Asimismo, en la sección A.1, se describe la plataforma robótica NAO junto
con el software de simulación Webots.

2.1. Visión Computacional

En las plataformas robóticas, la tarea de recibir información sobre el estado de su entorno
puede ser abordada con diferente tipo de sensores tales como: ultrasónicos, sensores de fuerza,
infrarrojos, cámaras de vídeo, etc. Siendo la cámara más utilizada por su bajo costo y el gran
contenido de información que se puede adquirir de estas. La información que se adquiere de las
cámaras son imágenes que se procesan y analizan para ser utilizadas en la toma de decisiones. Al
procesamiento de imágenes y extracción de información para el uso en una aplicación se le conoce
como visión computacional. El propósito de la visión computacional es realizar algoritmos con
el �n de �entender� una escena o las características de una imagen. Según [56], se basa en el uso
de la computadora para simular la visión humana, incluyendo el aprendizaje, la capacidad de
tomar decisiones y acciones basado en entradas visuales. Según [117], los objetivos típicos de la
visión computacional son:

X La detección, segmentación, localización y reconocimiento de objetos(e.g.: caras humanas).

X La evaluación de los resultados (e.g.: segmentación, registro).

X Registro en diferentes imágenes de una misma escena, i.e.: coincidencia de objeto en
diversas imágenes.

X Seguimiento de un objeto en una secuencia de imágenes.
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X Mapeo de una escena para generar un modelo tridimensional (e.g.: navegación robótica).

X Estimación de posturas tridimensionales de humanos.

X Búsqueda de imágenes digitales por su contenido.

La visión computacional, requiere de ciertos procedimientos realizados secuencialmente
para llegar a los objetivos mencionado anteriormente. Estos procedimientos se encuentran de�-
nidos como Procesamiento de Imágenes y Análisis de Imágenes. El Procesamiento de Imágenes
realizado mediante cómputo digital tiene como entrada y salida una imagen. Entre los procesos
se incluyen: operaciones primitivas (de nivel bajo), como el pre-procesamiento para reducción
de ruido, realce de contraste y agudizamiento de imagen; operaciones de segmentación (nivel
medio), descripción de imágenes, reducción a formas manejables para el procesamiento compu-
tacional y la clasi�cación (reconocimiento) de objetos individuales (bordes, contornos, etc);
interpretación (nivel alto), dar sentido a las características descritas [56].

El Análisis de Imágenes se encarga de darle sentido a las descripciones de las imágenes
después del Procesamiento de Imágenes. Este análisis es llevado a cabo por diferentes métodos
que utilizan características externas (longitud, orientación) e internas (color y textura) para la
representación de las regiones [118]. Las características son la esencia de una imagen o escena.
Estas son típicamente escalares o vectores cortos, que representan un resumen de la informa-
ción presente en los píxeles. Entre los métodos de características externas se encuentran: los
códigos de cadenas, aproximación poligonal, �rmas, segmentación de bordes, esqueletos, etc.
De igual manera, existen descriptores de bordes como la longitud, diámetro, eje mayor y menor
para formar el mínimo rectángulo que lo contiene, esquinas, curvatura, descriptores de Fourier,
momentos estáticos, media y mediana de niveles de gris, etc. Mientras que entre los métodos
que utilizan características internas se encuentra la segmentación de imágenes mediante discon-
tinuidades, transformada de Hough, umbralización multiescala, procesamiento de histogramas,
regiones crecientes, segmentación en diferentes espacios de color, descriptores de puntos de in-
terés, etc.

Especí�camente hablando, en esta tesis se hará uso de un método A-KAZE para la detec-
ción de características tipo puntos en espacio de escala. Estos puntos son visualmente distintivos
en la imagen y son llamados puntos de interés, puntos salientes, keypoints, o puntos esquina.
Estos métodos determinan la escala y la orientación de los puntos salientes, además, son co-
nocidos como detectores y descriptores de características invariantes locales. Los métodos más
populares de este tipo de detección de características son: el método Scale Invariant Feature
Transform (SIFT)[39], el cual, se basa en el uso de una secuencia de Gaussianas para encontrar
el valor máximo de la diferencia de esta; el método Speeded Up Robust Feature (SURF)[35],
basado en el uso de una secuencia Gaussiana para encontrar el valor máximo de la diferencia
de esta pero haciendo uso de una aproximación de la determinante Hessiana. El resultado de
ambas son diversos elementos con sus respectivas características de coordenadas: escala, orien-
tación y descripción. Estas características son utilizadas para realizar una correspondencia de
características. La correspondencia se re�ere al problema de encontrar las coordenadas de un
pixel en dos imágenes diferentes, lo cual se re�ere al mismo punto pero en el mundo real.
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2.2. A-KAZE

El método A-KAZE [81], que se resume en la Figura 2.1, se divide en tres tareas principales:
la construcción de un espacio de escala no lineal, la detección de características y la descripción
de características. En la construcción del espacio de escala no lineal se considera una imagen
de entrada, de la cual se construye el espacio de escala no lineal utilizando el método numérico
Fast Explicit Di�usion (FED) [82] con un enfoque piramidal.

Figura 2.1: Descripción general del algoritmo de detección y descripción de características mul-
tiescala A-KAZE.

Primero se de�ne un conjunto de tiempo de evolución. El espacio de escala se discretiza
en una serie de O octavas y S subniveles. El conjunto de octavas y subniveles son identi�cados
por un índice discreto (o y s respectivamente). La octava y el subnivel son mapeados a su
correspondiente escala σ (pixel) mediante (1).

σi(o, s) = 2(o+s)/S, o ∈ [0...O − 1], s ∈ [0...S − 1], i ∈ [0...M ] (1)

donde M es el número total de imágenes �ltradas. Después, se convierten a unidades de
tiempo ti mediante (2).

ti =
1

2
σ2
i , i = 0...M (2)

Adicionalmente, la imagen de entrada es convolucionada con una Gaussiana de desviación
estándar σ0 para reducir ruido y posibles artefactos. Desde la imagen de entrada suavizada se
calcula el factor de contraste λ de manera automática como el 70% del histograma gradiente.
Dada la imagen de entrada y el factor de contraste se inicia el esquema FED. La idea principal
es ejecutar M ciclos de n pasos explícitos de difusion variando el tamaño de paso τj originado
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de la factorización de la descomposición en cajas de �ltros en términos del esquema explícito
(3):

τj =
τmax

2 cos2(π 2j+1
4n+2

)
(3)

donde τmax es el paso máximo que no viola la condición de estabilidad del esquema explícito.
El tiempo de ciclo FED θn de�nido en la ecuación (4) se re�ere al tiempo de parada del ciclo
obtenido de la siguiente manera:

θn =
n−1∑
j=0

τj = τmax
n2 + n

3
(4)

Algunos de los tamaños de paso τj de la ecuación (3) pueden violar la condición de esta-
bilidad. Así que se obtiene un esquema estable al �nal de cada ciclo FED. La discretización de
la ecuación (3) usando un esquema explícito se puede expresar como notación vector-matriz:

Li+1 − Li

τ
= A(Li)Li (5)

donde A(Li) es una matriz que codi�ca las conductividades de la imagen y τ es la constante
de tiempo, tal que τ < τmax, para respetar la condición de estabilidad. En el esquema explícito,
la solución Li+1 se calcula de manera directa desde la solución de la evolución de nivel de Li y
la conductividad de la imagen A(Li):

Li+1 = (I + τA(Li))Li (6)

donde I es la matriz de identidad. Considerando la estimación a priori Li+1,0 = Li, un ciclo
FED con n variables de tamaño de paso τj se obtiene como:

Li+1,j+1 = (I + τjA(Li))Li+1,j, j = 0, ..., n− 1 (7)

Las no linealidades de la matriz A(Li) permanecen constantes durante todo el ciclo FED.
Una vez terminado el ciclo FED, se calculan los nuevos valores de la matriz A(Li).

Entonces, se usanM−1 ciclos FED exteriores y por cada uno se calcula el número mínimo
de pasos interiores n. Para imágenes 2D, el tamaño de paso máximo que no viola las condiciones
de estabilidad es τmax = 0,25 considerando un tamaño de rejilla de un pixel por derivadas de
imágenes. Se considera que cada ciclo externo FED cubre un tiempo de ciclo T = ti+1 − ti . El
tiempo de ciclo FED θn de�nido en la ecuación (4), cubre sólo un conjunto de valores discreto.
Para evadir tiempos arbitrarios se propone T , calculando la longitud mínima del ciclo n con
θn > T y multiplicando el tamaño de paso τj de la ecuación (3) con el factor q = T

θn
. Cuando se

alcanza el último subnivel de cada octava, se muestrea la imagen con un factor de 2 usando una
máscara de suavizado (1

4
, 1
2
, 1
4
) y se utiliza como la imagen inicial para el siguiente ciclo FED en

la siguiente octava. Después, se modi�ca el factor de contraste λ y la máscara suavizante reduce
el contraste un 25%, haciendo necesario multiplicar por 0.75. Los algoritmos se presentan en 1
y 2.

Después se detectan características 2D de interés que exhiban un determinante de escala
normalizada de la respuesta Hessiana [119] a través del espacio de escala no lineal para cada
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Algoritmo 1: Enfoque piramidal FED para �ltro de difusión no lineal.
Datos: L0 Imagen, λ parámetro de contraste, τmax y conjunto de evolución en el tiempo

ti
Resultado: Conjunto de imágenes �ltradas Li, i = 0...M

1 para i = 0→M − 1 hacer
2 1. Calcular matriz de difusividad A(Li) ec.(5)
3 2. Establecer tiempo de ciclo externo FED T = ti+1 − ti
4 3. Calcular número de pasos internos n
5 4. Calcular tamaño de paso τj
6 5. establecer prioridad Li+1,0 = Li ec.(6)
7 Li+1 = Ciclo FED(Li+1,0, A(Li), τj)
8 si oi+1 > oi entonces
9 Muestreo Li+1 con máscara (1

4
, 1
2
, 1
4
)

10 λ = λ0,75

Algoritmo 2: Ciclo FED.
1 Función Ciclo FED (Li+1,0, A(Li), τj)
2 para j = 0→ n− 1 hacer
3 Li+1,j+1 = (I + τjA(Li))Li+1,j ec.(7)

4 return Li+1,n

imagen �ltrada. La normalización se realiza utilizando un factor que toma en cuenta la octava
de cada imagen, en particular, en el espacio de escala no lineal como se muestra en la ecuación
(8).

LiHessiana = σ2
i,norm(LixxL

i
yy − LixyLiyx), σi,norm = σi/2

oi (8)

Para el cálculo de las derivadas de segundo orden se utiliza el Filtro Concatenado Scharr
[120] con tamaño de paso σi,norm. El Filtro Scharr aproxima la invarianza de rotación mejor
que otros �ltros o la diferenciación central. Primero se busca la respuesta máxima del detector
en la locación espacial. En cada nivel de evolución i, se puede observar que la respuesta del
detector es más alta que un umbral prede�nido y es una máxima en una ventana de píxeles 3x3.
Lo anterior se hace descartando respuestas máximas. Por cada máxima potencial, se observa
que la respuesta es una máxima con respecto a otros puntos clave o keypoints del nivel i+ 1 e
i− 1, respectivamente por encima y por debajo directamente en una ventana de tamaño σi×σi
píxeles. Finalmente, la posición 2D del punto clave es estimada con precisión de sub-pixel ade-
cuando una función cuadrática a la respuesta de la determinante Hessiana en un vecindario 3x3
y encontrando su máxima.

Finalmente, se calcula la orientación principal del keypoint mediante el descriptorModi�ed-
Local Di�erence Binary (M-LDB )[83]. Este método utiliza información de gradientes e inten-
sidad del espacio de escala no lineal. Se propone usar una rejilla de pasos �nos dividiendo los
parches en 2x2, 3x3 y 4x4, etc. El promedio de esas subdivisiones son calculadas rápidamente
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utilizando imágenes integrales si el descriptor es correcto. Cuando se considera la rotación de
los puntos clave no se utilizan las imágenes integrales y visitar todos los puntos en una subdi-
visión rotada puede ser relativamente caro en tiempo de cómputo. Se sub prueban las rejillas
en pasos en función de la escala característica σ. El muestreo de escala en turno convierte el
descriptor robusto a cambios de escala. El descriptor M-LDB usa el cálculo derivativo en el paso
de detección de características, reduciendo el número de operaciones requeridas para construir
el descriptor. Además, calcula una aproximación del promedio de las mismas áreas de las imá-
genes de intensidad y gradiente. Los valores booleanos que resultan de la comparación no son
independientes unas de otras.

2.3. Redes Neuronales Arti�ciales

Las Redes Neuronales Arti�ciales (RNA) parten de la neurona biológica ( ver Figura 2.2
(a)) la cual es una célula nerviosa que se encuentra en el cerebro. Esta neurona está formada
por:

X Un núcleo, que es el cuerpo donde se realiza la mayor parte de la computación neuronal.

X Dendritas, que son las rami�caciones a través de las cuales una neurona recibe señales de
entrada.

X Axón, que es una rami�cación cuyo objetivo es propagar la señal.

X Región presináptica, que es la parte �nal del axón donde este se rami�ca.

X Una región denominada unión sináptica la cual es donde la neurona transmite su señal a
otras neuronas.

El sistema nervioso de los animales se estructura con ese tipo de neuronas las cuales forman
redes para el procesamiento de información generada por los diversos estímulos de entrada de los
sistemas sensoriales. Dichas redes, han servido también de inspiración para modelar las RNA,
las cuales son interconexiones de neuronas arti�ciales [121]. McCulloch y Pitts [48], fueron los
precursores de estas redes, argumentando que éstas funcionan como un mecanismo booleano.
Gracias a esa a�rmación se generó una neurona como un modelo lineal seguido de una función
de activación booleana.

Según [48], el modelo de la neurona lineal se visualiza como una entidad que cuenta con n
entradas subíndice i(i = 1, 2, ..., n), las cuales se identi�can como las dendritas de una neurona
biológica. En cada entrada se recibe un valor proveniente de otra neurona, o bien, del mundo
exterior. El conjunto de éstas, puede ser representado como un vector con n componentes que
tendrán asociados un peso wi el cual tiene la función de neuro-transmitir.

El peso se asocia al valor recibido en la entrada i. Además, la combinación de ambas ca-
racterísticas se re�ere a la conexión como excitadora o como inhibidora. Todo par (entrada i y
peso wi) se lleva al núcleo en donde se efectúa el cómputo neuronal. El resultado es un valor
distribuido en m salidas, que sería la sinapsis en una neurona biológica. Estas salidas pueden
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conectarse con el mundo exterior o a otra neurona. En la Figura 2.2 (b) se representa el modelo
de RNA en el que se representa a la sinapsis entre neuronas como función lineal y el procesa-
miento que hace la neurona como la función de tipo sigmoide.

Figura 2.2: (a) Representación de una Neurona Biológica con sus respectivos componentes, (b)
Modelo lineal con función de activación booleana de neurona arti�cial.

Las neuronas que forman parte de una red están interconectadas y agrupadas en capas que
pueden ser de tres tipos:

1. Capa de Entrada, conjunto de neuronas que recibe información proveniente del exterior.

2. Capa de Salida, conjunto de neuronas que proporciona la salida �nal en la red.

3. Capas Ocultas, conjunto de neuronas ubicadas entre las dos capas anteriores.

Así mismo, las RNA pueden ser clasi�cadas como redes neuronales supervisadas o redes
neuronales no supervisadas. En las redes neuronales supervisadas el cómputo neuronal se basa
en un entrenamiento que busca el ajuste de pesos para la obtención de salidas deseadas. En
una RNA se considera a los conjuntos de vectores de entrada y los de salida esperada como
el conjunto de entrenamiento de la red. Este conjunto se utiliza para ajustar a las neuronas
que forman una red. El procedimiento de ajuste trata de modi�car los pesos de las neuronas de
manera que para cualquier entrada, el vector de salida proporcionado por la red sea el esperado.

El primer modelo de redes neuronales supervisado utilizado en el área de procesamiento de
imágenes fue el Perceptrón [122], el cual fue probado como un detector de caracteres ópticos. El
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Perceptrón simple es un clasi�cador lineal de patrones en dos clases. Según la ecuación (9), éste
toma un vector de características x = (x1, x2, ..., xn) como entrada y produce una salida escalar
simple. El proceso de clasi�cación se completa mediante una función umbral b. Esta función es
una entrada x0 que se mantiene como una constante de unidad. La salida �nal del clasi�cador
se presenta en la ecuación (10).

r = Σn
i−1xiwi + b (9)

donde, xi son los datos de entrada, wi son los pesos sinápticos y b es un factor de polarización
o función umbral. Esto es procesado por una función binaria que da uno o cero a la salida según
r.

y = f(r) = f(Σn
i=0xiwi) (10)

En las redes neuronales no supervisadas, se conocen solamente las entradas del sistema.
Estas se utilizan en situaciones donde el objetivo es el de clasi�car sin supervisión. Estos proce-
sos tratan de determinar la estructura que forman los vectores de entrada por sus similitudes.
También conocidas como redes neuronales auto-organizadas. El conjunto de vectores de entrada
constituye lo que se llama el espacio o ambiente de la red. Los datos de entrada permiten ajustar
los pesos de las neuronas de manera apropiada. Tal adaptación producirá una representación
interna del espacio o ambiente.

Uno de los modelos más populares sobre las redes neuronales no supervisadas es el pro-
puesto por el �nlandés Teuvo Kohonen, también llamado Mapa Auto-Organizado de Kohonen
(SOM) [121]. Este modelo se basa en un proceso competitivo donde cada neurona en una red
neuronal se vuelve sensitiva a las categorías de los patrones de entrada. Generalmente, tiene
una arquitectura bidimensional y utiliza el aprendizaje competitivo para que las neuronas sin
una distribución de datos especí�ca se vayan aproximando a la distribución de los datos de
entrada. Esta red se ha utilizado mucho en reconocimiento de patrones y en análisis de texto.
Las neuronas pueden reorganizar grupos de vectores de entradas similares generando un mapa
topográ�co de los vectores de entrada a los de salida resultando una reducción del espacio de
entradas. El algoritmo de aprendizaje permite la clusterización de la información de entrada en
un conjunto de elementos más pequeño con las mismas características. Está basado en técnicas
de aprendizaje competitivo conocido como la estrategia del ganador toma todo. Según [123],
entre las aplicaciones más comunes para este modelo de RNA se encuentra el reconocimiento del
habla, codi�cación de vectores, segmentación de textura y diseño de controladores no lineales.

2.3.1. Growing Cell Structures

Conforme se van generando más conocimiento en la forma en cómo funciona el sistema ner-
vioso de los animales, nuevos modelos de RNA surgen. Uno de ellos es Growing Cell Structures
(GCS). El modelo de RNA GCS [76] cuenta con dos variantes: supervisado y no supervisado.
La variante que realiza aprendizaje no supervisado puede ser utilizada para la visualización de
datos, agrupamiento y cuantización vectorial. Su principal ventaja es la habilidad del modelo de
automáticamente encontrar una estructura y tamaño de red adecuada. Esto se realiza mediante
un proceso de crecimiento controlado que incluye eliminación ocasional de unidades. Este mo-
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delo es una extensión del trabajo de Kohonen [121], sobre los mapas auto-organizados.

El modelo se basa en la resolución de cierto tipo de problemas. Se tiene un número n�
dimensional de señales de entrada que obedecen a una probabilidad de distribución P (ξ) des-
conocida. Con V = Rn como el espacio vectorial del cual se derivan las señales de entrada.
El objetivo principal es generar un mapeo desde V hasta una estructura topológica discreta
k-dimensional A. La topología inicial de la red A es un simplex k-dimensional donde para k = 1
representa un segmento de línea, k = 2 un triángulo, k = 3 o mayor se representan como un
tetraedro o hipertetraedro. Los vértices (k + 1) del simplex son las células o neuronas c y los
bordes (k + 1)k/2 denotan las relaciones topológicas de los vecindarios.

El modelo GCS utiliza hipertetraedros ya que cuentan con una complejidad mínima y
pueden ser combinados en grandes estructuras. El número de vértices de un hipertetraedro k-
dimensional crece linealmente con k. Cada célula c tiene un vector sináptico n-dimensional Wc

adjunto. Este se considera como la posición de c en el espacio vectorial. Se denota como W a
todo el conjunto de vectores sinápticos Wi, i ∈ A. Un mapeo φw desde el espacio vectorial de
entradas V hacia la red A se de�ne como el mapeo de cada señal de entrada a la célula con la
posición más cercana. De manera formal:

φW : V → A, (ξ ∈ V ) − > (φW (ξ) ε A) (11)

con φW (ξ) como la unidad de mejor resultado de�nida como:

‖WφW (ξ)
− ξ‖ = mı́n

rεA
‖Wr − ξ‖ (12)

De esa manera ‖ · ‖ denota la norma Euclidiana del vector . Con esto V se particiona en
un número de renglones Fi(i ∈ A), siendo cada uno la localización de los vectores sinápticos
Wi más cercanos en común. Esto se conoce como mosaico de Voronoi y las regiones se denotan
como regiones de Voronoi. La adaptación del vector sináptico se realiza como la actualización
de los mapas auto-organizados:

1. Se determina la unidad de mejor resultado para la señal de entrada actual.

2. Se incrementa la coincidencia en la unidad y su vecindario topológico.

En el modelo de Kohonen la fuerza de adaptación decrementa de acuerdo a un itinerario
estricto mientras que en GCS:

X La adaptación de fuerzas es constante sobre el tiempo. Se utilizan parámetros de adapta-
ción constantes ξb y ξn para la unidad de mejor resultado y el vecindario de la célula.

X Sólo la unidad de mejor resultado y su vecindario topológico directo son adaptados.

El conjunto del vecindario topológico directo de una célula c se denota mediante Nc. Para
cada célula c, se de�ne una variable contable τc básicamente conteniendo el número de señales de
entrada para la cual la célula tiene una unidad de mejor resultado. Ya que el método dispersa las
células, las señales recientes deben volverse más fuertes. Entonces, después de cada adaptación,
la variable contable decrementa todas las variables por cierta fracción. El paso de adaptación
se realiza de la siguiente forma:
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1. Se elige una señal de entrada ξ de acuerdo a la probabilidad de distribución P (ξ).

2. Se localiza la unidad de mejor resultado s = φW (ξ).

3. Se incrementa la coincidencia para s y su vecindario topológico directo.

∆Ws = ξb(ξ −Ws) (13)

∆Wc = ξn(ξ −Wc) ∀ c ∈ Ns (14)

4. Se incrementa la señal del contador para s:

∆τs = 1 (15)

5. Se decrementan todas las señales contables por una fracción α:

∆τc = −ατc ∀ i ∈ A (16)

Si se eligen valores ξn y ξb pequeños, entonces las células se mueven desde sus posiciones ini-
ciales aleatorias a localizaciones con un equilibrio dinámico entre cambios de todas direcciones.
El objetivo es conseguir una estructura en la que los vectores sinápticos Wc estén distribuidos
de acuerdo a P (ξ). Esto se logra cuando todas las células tengan la misma probabilidad de ser
la mejor unidad para el vector de entrada actual. La frecuencia relativa P (ξ) de las señales de
entrada recibidas por una célula en particular está dada por:

hc = τc/Σj∈A τj (17)

Todas las células deben tener frecuencias de señales relativas similares. Un valor alto hc
indica una buena posición para insertar una célula nueva. Después de un cierto número λ de
pasos de adaptación se determina la célula q con la siguiente propiedad:

hq ≥ hc ∀ c ∈ A (18)

Luego se busca el vecindario directo de q con la distancia mas grande en el espacio de
entrada. Esta es una célula f que satisface:

‖Wf −Wq‖ ≥ ‖Wc −Wq‖ ∀ c ∈ Nq (19)

Se inserta una nueva célula en r entre q y f . Esta nueva célula se conecta a otras células
de tal forma que se tenga de nuevo una estructura simple k�dimensional. Se conecta r a q, f y
el vecindario común de q y f se remueven. El vector sináptico r se inicializa como:

Wr = 0,5(Wq +Wf ) (20)

La inserción de r lidia con la nueva región de Voronoi Fr en el espacio de entrada. Al mismo
tiempo las regiones de Voronoi de los vecindarios topológicos de r son disminuidos. Este cambio
se re�eja por una redistribución acorde de las variables contables τc. Se calculan los cambios de
las señales contables como:

∆τc =
|F new
c | − |F old

c |
|F old
c |

τc ∀ c ∈ Nr (21)
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|Fc| es el volumen n�dimensional de Fc. Finalmente el valor inicial de las nuevas células se
de�nen como:

τr = −Σc∈Nr ∆τc (22)

Algoritmo 3: Algoritmo Principal GCS:
1 Start: simplex k�dimensional con posiciones aleatorias en V = Rn

2 mientras Tamaño deseado de la red∼ hacer
3 Ejecución de número constante λ de pasos de adaptación
4 Inserción de célula nueva
5 Distribución de variables contables según ec. (21) y (22)

La característica principal del modelo es que cada cierto número de pasos de adaptación se
realiza una inserción simple. El Algoritmo 3 describe el modelo GCS en la que se puede notar
la siguiente relación de retroalimentación entre los dos tipos de acción:

X Cada paso de adaptación incrementa la señal contable de la unidad de mejor resultado y
esta incrementa la posibilidad de que otra célula pueda ser insertada cerca de esta célula.

X La inserción cerca de una célula c decrementa el tamaño del campo de Voronoi Fc y el
valor de la señal contable τc. La reducción del campo de Voronoi hace menos probable que
c sea la mejor unidad de resultado para señales futuras de entrada.

X Inserción de neurona: Un nuevo nodo r siempre se inserta dividiendo el borde existente
q̄f . El nodo r debe ser conectado con q, f y con todos los vectores en común de q y f .

X El hipertetraedro también debe ser actualizado. Cada hipertetraedro h que contiene q y
f , se reemplaza por dos hipertetraedros que contienen el mismo conjunto de nodos que h
excepto q. Entonces, f es reemplazado por el nuevo nodo r. Finalmente, el borde original
q̄f es removido. El nuevo hipertetraedro debe ser insertado en los conjuntos asociados con
sus nodos participantes.

X Eliminación de neurona: Para eliminar un nodo, es necesario y su�ciente eliminar todos los
hipertetraedros que son parte del nodo. Se remueve el hipertetraedro desde el conjunto
asociado con sus nodos. Los bordes de los cuales el nodo �nal respectivo no comparte
al menos un hipertetraedro es removido, así, la estructura resultante k�dimensional es
consistente.

El proceso de crecimiento y eliminación se muestra en la Figura 2.3. En la parte superior
se observa que la red parte de una estructura simplex k-dimensional de dos o tres neuronas. Ya
que este método es una variante de los mapa auto-organizados de Kohonen, utiliza la estrategia
competitiva donde el vencedor gana todo. Mediante esa estrategia, todos los datos de entrada
se distribuyen en las neuronas iniciales. Después de cierto número de pasos de adaptación se
veri�ca entre cuales neuronas es necesario insertar una nueva. La red insertará neuronas for-
mando tetraedros hasta alcanzar el tamaño máximo de neuronas indicado. En la misma Figura
2.3, en la parte inferior, se observa el proceso de eliminación de una neurona y su vecindario.
La eliminación de neurona se lleva a cabo después de cierto número de pasos de adaptación,
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Figura 2.3: Crecimiento de neuronas en la red GCS (parte superior), eliminación de neuro-
na (parte inferior izquierda) y eliminación de su vecindario (parte inferior derecha), (Imagen
extraída de [76]).

al igual que la inserción. La red veri�ca si existen neuronas muertas o con pesos despreciables
para eliminar ésta y su vecindario.

Para este trabajo de tesis, se ha optado por el uso de una red neuronal no supervisada
por sus características particulares. Este tipo de redes trabajan como asociadores de datos,
distribuyen las neuronas de acuerdo con la atracción o repulsión entre ellas, manejan estrategias
competitivas y son fáciles de implementar. Se eligen las redes GCS y la Adaptative Resonance
Theory (ART 2) (Apéndice B), ya que ambas cuentan con inserción de clases o neuronas. Esta
inserción la realizan sólo si es necesario contar con otra neurona para clasi�car la entrada que no
encaja en las ya existentes. Por esta razón se decidió realizar un estudio comparativo entre estos
modelos. Este estudio comparativo se presenta en el Apéndice A. En este estudio se demuestra,
mediante algunos experimentos, que la red GCS cuenta con mejor desempeño que la red ART
2.

2.4. Manipulación de Objetos

El sistema modular desarrollado en esta tesis cuenta con un módulo de manipulación de
objetos. Este módulo pretende ser utilizado para cualquier plataforma robótica móvil con al
menos un brazo manipulador y una pinza como efector �nal para que cumpla tareas de robótica
de servicio.

Se sabe que la manipulación de objetos por brazos robóticos en la industria está exten-
samente estudiada y resuelta con precisión. En cambio, la manipulación en un entorno semi-
estructurado en comparación con un entorno estructurado en su totalidad representa algunas
di�cultades. A lo anterior se le suma que se va a considerar manipulación por parte de una plata-
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forma robótica de móvil lo que vuelve al problema más interesante. Un robot móvil de servicio,
por lo general, puede llegar a contar con uno o dos manipuladores, los cuales se consideran sus
brazos. Estos manipuladores pueden ser de tres a seis grados de libertad en la mayoría de los ca-
sos. Para que un robot pueda manipular un objeto, éste debe calcular la posición tridimensional
del lugar donde se encuentra el objeto, la cinemática inversa y plani�car movimientos para po-
der tomarlo. En esta sección se presentan algunos conceptos sobre plani�cación de movimientos
de manipuladores en un robot humanoide. Se considera un robot humanoide para explicar los
conceptos de manipulación ya que es fácil migrar estos conceptos a cualquier plataforma móvil.

2.4.1. Plani�cación de Movimientos de Manipuladores

En un robot humanoide se tienen cuatro cadenas de eslabones y articulaciones los cuales son
dos brazos y dos piernas. Estas cadenas de eslabones son las extremidades del robot las cuales
están unidas por medio del torso del humanoide. Para poder realizar trayectorias de movimiento
en un robot humanoide primero que nada es necesario de�nir un marco de referencia global y
una posición inicial. A partir del marco de referencia global se de�nen marcos de referencia
local para cada extremidad. Por ejemplo, en la Figura 2.4 (a), se muestra un robot humanoide
con su marco de referencia global establecido sobre la super�cie que se encuentra entre ambas
plantas de sus pies estando en una posición inicial. La posición de�nida a partir del marco de
referencia global se denomina posición absoluta y se puede describir mediante el vector en (23).

Ph =

 Phx
Phy
Phz

 (23)

Los marcos de referencia locales pueden estar establecidos ya sea en la primera articulación
de una extremidad o en el mismo torso. Este marco de referencia se moverá con la extremidad.
Por ejemplo, en la Figura 2.4 (b) [124], se establece el marco de referencia local de un brazo en
la articulación del hombro.

Los vectores unitarios se de�nen para ser paralelos al marco de referencia global. La rotación
que realice el brazo se verá re�ejada mediante un ángulo. La relación entre los vectores unitarios,
el marco de referencia local y el ángulo de rotación se muestran en la ecuación (24).

eax =

 1
0
0

 , eay =

 0
cosφ
sinφ

 , eaz =

 0
− sinφ
cosφ

 , (24)

Con el marco de referencia local del brazo de�nido es posible calcular la cinemática y
dinámica del manipulador para de�nir trayectorias de movimiento. Según [118], la cinemática
del manipulador trata del estudio analítico de la geometría de movimiento de un brazo con
respecto a su marco de referencia como función del tiempo sin considerar fuerzas que lo causan.
Considera dos problemas:

1. Cinemática directa, que determina la posición y orientación del efector �nal mediante los
ángulos de las articulaciones.

2. Cinemática inversa, el cual considera la posición del efector �nal para calcular la posición
de las articulaciones y eslabones del manipulador.
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Figura 2.4: Posición del marco de referencia global y marco de referencia local para un brazo.
(a) Marco de referencia global de�nido entre ambas plantas de sus pies, a su vez, estando en
una posición inicial. Donde ph es la localización del �nal de la mano considerado desde el marco
de referencia global, (b) Posición inicial del brazo y marco de referencia local del brazo rotado
junto con el brazo (Imagen extraída de [124]).

Por otro lado la dinámica trata de la obtención de las ecuaciones matemáticas de movimien-
to del manipulador con el �n del desarrollo de sistemas de control. El propósito del desarrollo
de estos sistemas es el de mantener la respuesta dinámica esperada del manipulador. Denavit
y Hartenberg (D-H) [20], propusieron un método sistemático y generalizado de utilizar álgebra
matricial para describir y representar la geometría espacial de los elementos de un brazo con
respecto a un sistema de coordenadas de referencia �jo. La representación D-H tiene el objetivo
de obtener la posición y orientación del extremo �nal del robot teniendo que tomar en cuenta
únicamente 4 parámetros implícitos en la estructura del mismo. Este método facilita la obten-
ción de matrices de transformación que son útiles para derivar las ecuaciones de movimiento
dinámico del manipulador.

La plani�cación de las trayectorias del manipulador se re�ere a un historial en el tiempo
de la posición, la velocidad y la aceleración para cada grado de libertad. Para la plani�cación
sólo es necesario especi�car la posición y la orientación de destino deseadas del efector �nal. El
sistema determina la forma exacta de la ruta para llegar ahí, la duración, el per�l de velocidad
y otros detalles. La descripción de ruta requiere una secuencia de puntos vía deseados (puntos
intermedios entre las posiciones inicial y �nal). Generalmente es conveniente que el movimiento
del manipulador sea uniforme. La función uniforme es una función continua al igual que su
primera derivada. Puede usarse cualquier función uniforme de tiempo que pase a través de los
puntos vía para especi�car la forma exacta de la ruta. Entre estas funciones se encuentran los
polinomios cúbicos, polinomios de mayor orden y funciones lineales con mezclas parabólicas
[20].
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2.5. Navegación Espacial

Los robots de servicios deben tomar decisiones complejas, como identi�car el medio con el
que interactúa, detectar su objetivo (objetos) y cumplir órdenes (reconocimiento, manipulación)
etc. Para la toma de esas decisiones es necesario que estos robots deban tener la capacidad
de ser autónomos. Como se mencionó en la sección de Introducción, la autonomía se logra
mediante un sistema de plani�cación de la actividad y de control para asegurar el logro de sus
objetivos. Este sistema debe conseguir que los robots sean capaces de interactuar con el medio
en el que se encuentran para tomar decisiones correctas y cumplir metas concretas. Una de las
cualidades de estos sistemas es la navegación espacial, la cual permite calcular la pose (posición
más orientación) de un robot en función de mediciones, ya sea, incrementales, inerciales y/o
visuales. En esta sección se expone el concepto de odometría utilizado como parte del módulo
de navegación espacial.

2.5.1. Odometría

La palabra odometría derivada de la palabra �odometró�, se compone por las palabras grie-
gas hodos (�viajar�, �trayecto�) y metron (�medida�), [125]. La odometría es el uso de datos de
sensores de movimiento, para estimar los cambios en la posición del tiempo. Ésta es utilizada
en la robótica móvil, para estimar su posición relativa a un punto de partida. Este método es
sensible a los errores debidos a la integración de las mediciones de velocidad en el tiempo, para
obtener estimaciones de posición, [126]. La posición obtenida se basa en el plano donde el robot
está navegando, ésta se representa por el vector (x, y, θ).

La odometría se puede estimar mediante encoders, éstos son sensores basados en distintas
tecnologías, [100]. Con éstos es posible medir las revoluciones de un eje. Es decir, un encoder
dice cuantas vueltas ha dado un eje en un intervalo de tiempo dado. En un robot móvil, los
encoders se suelen situar en los ejes de las ruedas, en cada uno de los grados de libertad de
movimiento que pueda tener cada una de sus articulaciones.

Uno de los criterios con el que se puede calcular el desplazamiento se basa en el movimiento
rectilíneo uniformemente acelerado. El movimiento rectilíneo uniformemente acelerado se da
cuando la línea es recta y el vector de aceleración es constante e igual a la aceleración tangencial.
Como el movimiento de un dispositivo llega a ser un ciclo, la aceleración en un punto comienza a
ser constante. Se denomina movimiento rectilíneo uniformemente acelerado (m.r.u.a) al que tiene
aceleración normal a cero y aceleración tangencial constante no nula. Al ser cero la aceleración
normal, el radio de curvatura es in�nito, por lo que el movimiento es rectilíneo, y además la
aceleración tangencial es igual a la total. La velocidad 5.4 y las coordenadas de posición 5.5
vienen dados por:

v(t) = v0 + at (25)

s(t) = s0 + v0t+
at2

2
(26)

Donde el tiempo será la variación 4t que transcurrió al capturar los datos de aceleración.
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La odometría inercial utiliza mediciones generadas por sensores inerciales como los giros-
copios y/o los acelerómetros [100]. Los giroscopios son dispositivos que permiten medir y/o
mantener la orientación, basados en los principios de la conservación de movimiento angular.
Desde el giroscopio se permite el cálculo de la orientación y la rotación. Por ejemplo, en la

Figura 2.5: (a) Modelo del giroscopio con sistema coordenado de los ejes �jo. (b) Modelo del
acelerómetro que muestra los ángulos que se deben encontrar para conocer la dirección del eje
de inclinación.

Figura 2.5 (a) se muestra el modelo de un giroscopio de 2 ejes que medirá la rotación referente
a los ejes X y al Y . Rxz será la proyección del vector fuerza inercial R en el plano XZ. Ryz
será la proyección del vector fuerza inercial R en el plano Y Z. De los triángulos formados por
Rxz y Rz así como de Ryz y Rz usando el teorema de Pitágoras se obtiene lo siguiente:

R2
xz = R2

x +R2
z (27)

R2
yz = R2

y +R2
z (28)

Los ángulos entre el eje Z y los vectores Rxz y Ryz son de�nidos como Axz (ángulo entre
Rxz y el eje Z) y Ayz (ángulo entre Ryz y el eje Z). El giroscopio mide la tasa de cambio de los
ángulos de�nidos anteriormente. Se obtendrá el valor relacionado linealmente con la velocidad
de cambio de estos ángulos.

Mientras que los acelerómetros miden la aceleración lineal a lo largo de los tres ejes (x, y, z).
Al medir la cantidad de aceleración de la gravedad, un acelerómetro puede averiguar el ángulo al
que está inclinado en relación con la tierra. Mediante la detección de la cantidad de aceleración
dinámica, el acelerómetro puede encontrar a qué velocidad y en qué dirección se está moviendo
cualquier dispositivo. Por ejemplo, en la Figura 2.5 (b) se muestran que los ángulos que se
deben encontrar son los comprendidos entre vector fuerza y los ejes X, Y, Z. Estos ángulos
serán de�nidos como Axr, Ayr y Azr.

Axr = arc cos(
Rx

R
) (29)
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Ayr = arc cos(
Ry

R
) (30)

Azr = arc cos(
Rz

R
) (31)

De modo que la posición de un robot equipado con este tipo de sensores se obtiene me-
diante la adquisición de los datos: aceleraciones y cambios de orientación, y la integración de
esta información incremental en el tiempo, permitiendo medir la distancia que se ha desplazado
y la orientación que llevo.

El desplazamiento de un dispositivo consta de una serie de aceleraciones que dependen del
tiempo en el que fueron capturadas. Estas aceleraciones se integran respecto al tiempo, para
obtener velocidad instantánea (ecuación 32), y a su vez la velocidad se integra para obtener
posición (ecuación 33) que basta con ir incrementando bajo cierto criterio para así obtener el
desplazamiento.

v =

∫
adt (32)

p =

∫
vdt (33)

2.6. Next Best View (NBV)

Después de conocer el medio en el que se encuentra, el robot debe ser capaz de ubicar su
objetivo. El objetivo en cuestión es el objeto que el usuario le requiere al robot. Entonces, la
tarea a resolver es la búsqueda de objeto. La búsqueda de objetos requiere del módulo de reco-
nocimiento de objetos para encontrar el objeto que el usuario está pidiendo. A su vez requiere
que el robot esté capturando imágenes para evaluarlas. Por esta razón, se utilizará el enfoque
Next Best View (NBV) [92]�[98] para apoyar a la plani�cación de los movimientos requeridos
para que el robot encuentre un objeto y se aproxime a él para tomarlo.

Originalmente, el enfoque NBV se re�ere a la siguiente mejor vista para el proceso de re-
construcción de un objeto 3D por parte de sistema automáticos. Tomando en cuenta un objeto
desconocido, la plani�cación de todas las posiciones que debe alcanzar un sensor es imposible.
En el contexto de robots móviles, el problema de NBV consiste en determinar la acción de sen-
sado futura más favorable a ejecutar por el robot en un esfuerzo por alcanzar objetivos de tareas
especí�cas. En otras palabras, mover al robot a una posición deseada para adquirir imágenes
automáticamente.

Entre las aplicaciones que tiene NBV en robótica son la manipulación, estimación de pose,
rastreo o tracking, reconocimiento y reconstrucción de objetos. Además, es utilizado para la
detección de colisiones. El algoritmo, en general, busca tomar gran cantidad de escaneos de un
objeto desde diferentes posiciones cuidando que siempre se tenga información nueva tomando
en cuenta restricciones de posición tanto del robot como del sensor.
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NBV tiene un objetivo particular, buscar la próxima mejor vista del objeto. Sin embargo,
el método para determinar esta próxima mejor vista ha sido atacado de diferentes formas.
Por ejemplo, en [96], se basan en la intensidad de las imágenes. La geometría de la escena es
representada por un conjunto de primitivas de escala variada como super�cies planas del tamaño
de un pixel como distancia en la escena donde cada primitiva se parametriza por:

Pi = [Xi,
∑
i

, Si,j] : {Xi ∈ R3,
∑
i

∈ R3×3, Si,j ∈ Rp×p}, (34)

donde Xi es la posición 3D primitiva,
∑

i es la matriz de covarianza 3D y Si,j el conjunto
cuadrado de p× p (p valor entero de�nido por el usuario) píxeles vecindario en la imagen de la
proyección Pi en la imagen j. Además, las con�guraciones de punto de vista se parametrizan
en función de los ángulos de posición y orientación del sensor como,

vj = [xj, θj] : {xj ∈ R3, θj ∈ SO(3)}, (35)

La estimación de estructura 3D y la incertidumbre de asociación geométrica de cada pri-
mitiva se realiza mediante un Filtro de Kalman Extendido (EKF) [46] individual. Entonces,
para un punto de vista v y una primitiva 3D P , se utilizan las ecuaciones de colinealidad como
función de observación no-lineal φ(X, v) y para el cálculo del efecto del sensado visual incre-
mental para cada primitiva. El uso de EKF es motivado por la naturaleza no incremental de
las estimaciones de incertidumbre.

Por otro lado en [95], utilizando un escáner láser se construye una malla triangular con
puntos 3D que de�nen el objeto. Esta malla consiste en vértices vi con posición pi, normal ni,
bordes ei con vértice inicial vi y �nal vj, dos vértices adicionales vl y vr, cerca del triángulo
adyacente de izquierda y derecha.

Figura 2.6: La clasi�cación de bordes de un busto de mozart, (a) bordes: izquierdo (verde),
derecho (rojo), arriba (azul), abajo (amarillo), (b) clasi�cación de borde izquierdo (Extraído de
[95]).

Después del escaneo del objeto, se efectúa un estimador de punto de vista que consiste
en clasi�cación de bordes, estimación de las curvas de los bordes y determinación del punto
de vista. El clasi�cador de bordes detecta y clasi�ca todos los bordes del objeto basado en la
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información de super�cie. La malla global del objeto se transforma en sistemas coordenados del
sensor para determinar los bordes derecho, izquierdo, arriba y abajo de los puntos de vista del
sensor. Por ejemplo, en la Figura 2.7 (a) se muestra la clasi�cación de los bordes de un busto
de Mozart. En la Figura 2.7 (b) se muestra la clasi�cación del borde izquierdo, la cual se realiza
iterando en todos los bordes ei de la malla. El ángulo α entre la dirección escaneada s y el borde
actual ei se calcula cómo:

α = arccos(
s · ei
|s||ei|

) (36)

Debiendo ser α mayor a cierto umbral para seguir siendo considerando parte de ese borde.
Una vez detectados y clasi�cados los bordes, la estimación de las curvas de los bordes ejecuta un
inicio de crecimiento de región desde los diferentes bordes para encontrar vértices y ajustarlos
a parches cuadrados. Se utiliza un enfoque simple para ajustar los vértices vi usando solo la
posición pi = [xpi , ypi , zpi ] de un parche cuadrático,

zpi = f(xpi , ypi) = ax2pi + bxpiypi + cy2pi + dxpi + eypi + f (37)

Durante la determinación del punto de vista, las vistas del sensor se determinan usando una
curva estimada con la restricción de que el sensor los observe perpendicular a cierta distancia d
de la super�cie estimada y exista sobre posición con el escaneo anterior, (ver Figura ).

Figura 2.7: Campo de vista traslapado con la malla desde el escaneo anterior y el sensor visto
en perpendicular al parche cuadrado estimado a cierta distancia d (Extraído de [95]).

Iniciando desde los bordes detectados, se determinan candidatos de puntos de vista calcu-
lando puntos y normales del parche cuadrado estimado. Desde un punto a lo largo del borde se
calculan posibles puntos de la super�cie pi en la dirección del área desconocida insertando xpi
y ypi en (37). Para el borde izquierdo ypi se considera constante y se incrementa xpi . Luego la
normal ni de este punto en la super�cie se calcula de las derivadas de (37):

ni =

 xpi
ypi
zpi

 =


∂f
∂xpi
∂f
∂ypi

−1

 =

 2axpi + bypi + d
bxpi + 2cypi + e

−1

 (38)

donde zpi se establece como −1 ya que la dirección de la vista del escáner se describe por
el eje z positivo y los puntos en la super�cie están en dirección opuesta. Para este punto en la
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super�cie una vista candidata se calcula a cierta distancia d desde la curva y en dirección a la
normal.

Figura 2.8: Objeto con oclusión: dos bordes izquierdos se detectan. (Extraído de [95]).

Después, se generan y almacenan varios puntos de vista para posteriormente ejecutar la
selección NBV. En la Figura 2.8, se muestra un ejemplo donde dos bordes izquierdos se han
detectado debido a la oclusión. Esta se realiza simplemente eliminando la oclusión de los puntos
de vista candidatos y se selecciona al candidato que se encuentre más a la derecha del borde
izquierdo.

En el trabajo [98], para la reconstrucción de un objeto 3D, se utiliza un robot móvil que
cuenta con un brazo manipulador de 8 grados de libertad (GDL). Este brazo a su vez tiene un
sensor eye in hand u ojo en mano, que se re�ere a un sensor al �nal del brazo manipulador en
vez de contar con un efector �nal. NBV no solo es utilizado para la reconstrucción y obtención
de pose (posición y orientación), si no también para calcular la trayectoria del robot.

Figura 2.9: Robot móvil manipulador de 8 GDL para reconstruir objetos con un sensor kinect
como efector �nal, modelo reconstruido de la escena parcial, los voxels se muestran en amarillo
los ocupados en azul, (Extraído de [98]).

El proceso en el que se basa el trabajo se divide en dos tareas principales: reconstrucción 3D
y plani�cación de estado mediante NBV. La reconstrucción 3D consiste en integrar una serie de
escaneos del objeto tomadas desde diferentes posiciones de sensado. La primer vista o estado se
establece arbitrariamente, y los siguientes se determinan mediante el algoritmo de plani�cación
NBV. El robot corrige su pose después de cada escaneo usando el pareo entre la nube de puntos
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reconstruido y la nueva super�cie escaneada. Antes del primer movimiento del robot, se asu-
me que esas posiciones y orientaciones de la base móvil y el brazo son conocidas con precisión
con respecto a un marco de referencia de�nido por la bounding box o caja contenedora del objeto.

Después de cada escaneo, las lecturas del sensor se integran en un octaedro que repre-
senta el boundig box del objeto. La representación de la bounding box Wbox, utiliza un mapa
de ocupación probabilística basado en una estructura octomap. Después de cada escaneo, las
lecturas del sensor se integran en un octaedro que representa el boundig box del objeto. Este
octaedro se compone de voxels, de éstos los ocupados que representan super�cie de objetos se
integran con la super�cie del modelo actual mediante un proceso de registro llevado a cabo
por el traslape de las vistas previas. La fase NBV inicia generando un conjunto de puntos de
vistas o estados en el espacio de con�guraciones clasi�cados de acuerdo a una función de utilidad.

Figura 2.10: Ejemplo de trazo uniforme de rayos o líneas y trazo jerárquico. (a) los rayos
se trazan en el octaedro, (b) rayos trazados en un octaedro grueso, (c) rayos trazados en un
octaedro más �no, (Extraído de [98]).

En la Figura 2.9 se observa la representación donde a cada voxel se le asocia una probabili-
dad de ser ocupado. Estos voxels puede tener tres clasi�caciones con su probabilidad: ocupado
(0,55), libre (< 0,45) o desconocido (0,45a0,55). La función de utilidad toma en cuenta cuatro
factores: posición, registro, super�cie y distancia. La posición permite eliminar a los candidatos
que colisionan. Solo los candidatos que garanticen un traslape mínimo con previas vistas se
mantienen y registran.

Lo siguiente es evaluar el monto de voxels desconocidos observados, este factor se normaliza
por el total de números de voxels desconocidos restantes. En la Figura 2.10 (a) se muestra un
trazo uniforme de líneas o rayos dentro del mapa simulando el rango de un sensor. (b) y (c)
representan trazos más �nos hacia los voxels. Los estados candidatos son evaluados de acuerdo a
su distancia al estado actual del robot considerando el camino seguido por el robot. Finalmente,
los mejores candidatos de acuerdo a lo obtenido con la función de utilidad se selecciona como
NBV. El ciclo de reconstrucción 3D se repite hasta que el factor super�cie sea mínimo a un
umbral o no se encuentre nuevo camino.
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Capítulo 3

Módulo de Reconocimiento de Objetos

En un entorno humano como lo puede ser una o�cina, una habitación o cualquier otro
espacio donde el hombre realiza sus actividades diarias, se encuentran los más variados objetos.
Sin embargo, no todos los objetos cuentan con una forma de�nida tal como la poseen los objetos
poliédricos (esferas, prismas, etc). A los objetos poliédricos es relativamente sencillo describirlos
mediante su ecuación característica y con ello un sistema robótico puede fácilmente aprender a
diferenciarlos. Por el contrario, aquellos objetos comunes para el ser humano que no tienen una
forma de�nida, son difíciles de modelar matemáticamente. Estos objetos son llamados objetos
de forma libre debido a que pueden tener formas variadas lejos de la sencillez de los objetos
poliédricos. Ejemplos de este tipo de objetos se pueden encontrar con tan solo ver un poco
alrededor. En una o�cina, por ejemplo, hay engrapadoras, tijeras, clips, teléfono, etc. Así que
de�nir una metodología para describir este tipo de objetos no es tarea sencilla sobre todo si se
considera que son objetos tridimensionales, lo cual añade un grado de complejidad extra a los
métodos que se encuentran en la literatura sobre el reconocimiento de objetos, que usualmente
usan información fotométrica para poder diferenciarlos unos de otros.
Entonces, si el objetivo es reconocer ese tipo de objetos conocidos como objetos de forma libre,
la mejor solución es el uso de un método de reconocimiento de objetos que considere la textura
de estos. Esta textura representará aquellas marcas que los diferencian unos de otros.

Por lo anterior, se plantea el desarrollo de un módulo de reconocimiento de objetos de
forma libre, tal cual se describe en la Figura 3.1. Este módulo se divide en dos fases: Aprendi-
zaje y Reconocimiento. En la fase de Aprendizaje, se considera como entrada diferentes vistas
o capturas de un objeto. De estas vistas se extraen características mediante una técnica que
detecta visualmente puntos distintivos en una imagen llamados puntos de interés, puntos salien-
tes, puntos esquinas, keypoints o puntos claves. La detección de estos puntos incluyen su escala,
orientación y descripción haciéndolos una fuerte característica para aprender y reconocer un
objeto. El algoritmo de detección y descripción de características multiescala A-KAZE [81] es el
utilizado para realizar esta tarea. Estas características representan el modelo del objeto el cual
pasa a la etapa de entrenamiento. La etapa de entrenamiento es llevada a cabo mediante una
red neuronal no supervisada. Se utiliza la variante de los mapas auto-organizados de Kohonen:
Growing Cell Structure (GCS) [76]. Esta red se encarga de agrupar las características similares
en clases o neuronas más cercanas. Esta red cuenta con la ventaja de incrementar y decrementar
dinámicamente su forma durante la fase de entrenamiento. Cada objeto es representado por las
neuronas asignadas en el entrenamiento. Después de la etapa de entrenamiento, cada grupo de
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Figura 3.1: Módulo de Reconocimiento de Objetos.

neuronas asignadas es identi�cado por una etiqueta con el nombre del objeto que representan y
se reserva en la base de datos. En la fase de Reconocimiento, se considera como entrada una sola
vista del objeto. De esta se extraen características mediante el algoritmo A-KAZE. Las caracte-
rísticas extraídas son enviadas a la etapa de evaluación. La etapa de evaluación considera la red
neuronal entrenada para clasi�car los patrones de información reconocidos. Se considera la base
de datos de objetos aprendidos para la clasi�cación. Del grupo de neuronas al que pertenezca el
reconocimiento se recupera la etiqueta. Esta etiqueta es el objeto nombre del objeto reconocido.

En la sección 3.1, se describe la implementación del método de extracción de características
de super�cie local A-KAZE, presentando la información extraída de las imágenes de los objetos
que se quieren reconocer. La implementación de la red GCS, utilizada para la asociación de
los datos extraídos por el método A-KAZE se describe en la sección 3.2. En la sección 3.3, se
desarrolla el algoritmo de clasi�cación y evaluación del módulo de reconocimiento de objetos.
Aquí, se detalla el procesamiento de la información para cada una de las tareas del módulo y su
construcción en seudo código. Posteriormente, la sección de experimentos y resultados muestra
la implementación del módulo para validar su ejecución. Por último, se incluye una sección de
conclusiones del capítulo.

3.1. Implementación de A-KAZE

El módulo de reconocimiento de objetos utiliza el método de extracción de características
de super�cie local A-KAZE. La elección de este método se debe a diversas razones. En la sección
de Marco Teórico, se mencionó su excelente compromiso entre rapidez y ejecución comparados
a BRISK, ORB, SURF, SIFT y KAZE. Al ser un método relativamente nuevo, éste no ha sido
explotado lo su�ciente para demostrar su capacidad de ejecución. Ya que el objetivo del módulo
de reconocimiento de objetos es el de aprender objetos de forma libre, el descriptor A-KAZE per-
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mitirá extraer aquellas características distintivas que los diferencian unos de otros. Además, este
método toma en cuenta los bordes de los objetos, punto importante para estos objetos de forma
libre que son difíciles de modelar. Sin olvidar que este extractor es invariante a rotación y escala.

Estas últimas características, permiten que el entrenamiento del módulo de reconocimiento
de objetos sea más sencillo. La invarianza a rotación y escala es necesaria debido a que, en las
imágenes capturadas de un objeto real, los objetos pueden tener diferente tamaño, posición
y orientación, como se observa en la Figura 3.2. Esta ventaja permite que, en la etapa de
aprendizaje, A-KAZE extraiga keypoints y descriptores de cada una de las imágenes que ingresen
al módulo independientemente su orientación y posición. Posteriormente, los datos extraídos de
las imágenes son procesados para enviarlos al entrenamiento de la red neuronal no supervisada
con el �n de asociar la información más cercana.

Figura 3.2: Imágenes de prueba de un objeto real para la implementación de A-KAZE.

La implementación del método A-KAZE se lleva a cabo mediante la clase AKAZE de
OpenCV 3 [102]. Según esta clase, es necesario especi�car algunos parámetros como: tipo,
tamaño y número de canales de descriptor. La información que entrega la clase AKAZE son:
posición del punto (x,y), diámetro del vecindario, orientación del keypoint [0-360], índice de la
octava a la que corresponde y descriptores para cada keypoint.

Figura 3.3: Dos imágenes de prueba del objeto real para la implementación de la clase AKAZE.
(a) Correspondencia entre keypoints de ambas imágenes. (b) Representación de dos de los
keypoints más cercanos entre sí como histogramas.

Visualmente se puede observar la información entregada de la implementación de A-KAZE
como puntos de interés resaltados, si se utiliza la correspondencia en una imagen y otra, se
pueden distinguir donde se encuentran los descriptores más parecidos. En la Figura 3.3 (a) se
presentan dos imágenes de un objeto. Para estas imágenes se obtuvieron los siguientes resulta-
dos: de la imagen en la izquierda se obtuvo un total de 144 keypoints, la imagen de la derecha
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obtuvo 128 keypoints. La mayoría de los keypoints encontrados tuvieron coincidencia con la
otra imagen. Sin embargo, sólo se muestran grá�camente los 50 keypoints más parecidos. En
la Figura 3.3 (b) se muestra dos de los keypoints más cercanos entre sí. Estos son descriptores
representados por histogramas de intensidad de gradientes alrededor del keypoint con tamaño
de 61 valores de 0 a 255.

Estos descriptores son utilizados en muchas aplicaciones para encontrar paridad entre imá-
genes o buscar un objeto en una escena. Este módulo, por su parte, utiliza la información de los
descriptores de los objetos a reconocer para almacenar un modelo tridimensional de estos. El
modelo se forma utilizando la gran cantidad de keypoints obtenidos por A-KAZE, considerando
que las vistas de un objeto comparten gran cantidad de información entre sí. En la Figura 3.4,
se observan cuatro imágenes de una botella de corrector líquido.

Figura 3.4: Se muestran cuatro capturas de un corrector líquido: de frente, atrás, izquierda
y derecha. Las capturas se comparan y se observa grá�camente las 50 mejores coincidencias
unidas por líneas.

A este objeto se le han tomado cuatro capturas: de frente, atrás, izquierda y derecha.
A cada captura se le han extraído todos los keypoints. Enseguida, se compara la captura de
frente contra la de la izquierda, izquierda con atrás, atrás con derecha y derecha con frente.
Entre cada captura se obtuvo una gran cantidad de coincidencias, algunas de ellas erróneas.
Estas coincidencias erróneas disminuirán si se toman más capturas entre cada una de ellas.
Sin embargo, el número de descriptores (histogramas representados por vectores de 61 valores)
será muy grande. Dando como resultado una gran cantidad de datos a almacenar y clasi�car.
Además, muchos de estos datos, entre capturas, son muy similares tanto en cantidad como en
descripción. Considerando una bag of words o bolsa de palabras poco convencional.

Para disminuir la cantidad de datos a clasi�car se decide construir un solo histograma que
uni�que a todos aquellos keypoints encontrados en una sola imagen. Esta idea da a entender
que mucha de la información de esta imagen se perderá. Sin embargo, lo que el módulo de
reconocimiento de objetos aprende son varias imágenes de un mismo objeto. Si estas imágenes
comparten muchas características en común, entonces, tendrán una cantidad de keypoints muy
aproximada, los descriptores serán muy similares y su histograma descriptor será muy cercano.

La construcción del histograma de keypoints, se realiza con la ecuación (1). Éste es el
promedio de la sumatoria de todos los descriptores entre el número total de keypoints de una
sola imagen.
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Histograma(vista) =

∑
Descriptores

TotalKeypoints
(1)

Para demostrar que este método es su�ciente para describir la vista de un objeto, se
construyen los histogramas de las cuatro imágenes del corrector líquido presentados en la Figura
3.4. Los cuatro histogramas se sobreponen en la Figura 3.5 (a) para mostrar que estos cuentan
con gran similitud entre ellos. Para llevar a cabo la comparación de una vista a otra, se calculó
la distancia Euclidiana entre cada uno de los valores y se construyó la grá�ca de la Figura
3.5 (b). En esta grá�ca se sobreponen de igual forma los resultados de las comparaciones. Se
observa que los valores obtenidos están por debajo de 30 que es un 15% del valor máximo que
pueden llegar a representar.

Figura 3.5: (a) Histogramas por vista, (b) Error entre vistas.

Para reforzar que este método es su�ciente, ahora se compara la vista de un objeto con la
de otro. En la Figura 3.6, se observan los dos objetos a comparar, la vista de frente del corrector
líquido y la vista de frente de una caja de regalo con un moño rojo. De ambos se construyen los
histogramas y se sobreponen en la grá�ca de la Figura 3.7 (a). En esta superposición se observa
que estos histogramas di�eren en mayor proporción. De igual manera se obtuvo la distancia
Euclidiana entre cada uno de los valores de los histogramas y se representa grá�camente en la
Figura 3.7 (b). En esta grá�ca se observa que el error entre ellos es mayor. Muchos de los valores
obtenidos suben hasta 60 que es un 30% del valor máximo que pueden llegar a representar.

Claro que el análisis anterior es mas cualitativo que cuantitativo, así que de estas compara-
ciones se obtiene también el error cuadrático medio. Este error se calcula mediante la ecuación
(2),

ε =
1

n
Σn
i=1(xi − yi)2 (2)

donde xi y yi son los valores de los histogramas. En este, se obtiene el promedio de la
sumatoria de todas las distancias Euclidianas de los valores en los histogramas. Los resultados
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Figura 3.6: Objetos a comparar (a) Objeto1, corrector líquido, (b) Objeto2, regalo.

Figura 3.7: (a) Dos histogramas de objetos diferente, (b) Grá�ca de error.

se muestra en la Tabla 3.1. La evaluación de cada una de las comparaciones del corrector líquido
entregan un error menor a 200, mientras que la comparación entre objetos diferentes arroja un
error mayor a 1000.

La representación de los histogramas es su�ciente cuando las imágenes para el entrena-
miento de los objetos muestran características similares. En ocasiones con solo cuatro capturas
es su�ciente para poder aprender un objeto. Pero que pasa cuando un objeto di�ere en gran
medida de una vista a otra. Los objetos de forma libre pueden ser de cierta forma por enfrente
y cuando se les da la vuelta son completamente diferentes por atrás. Simplemente, a este objeto
lo representarán dos histogramas o más.
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Tabla 3.1: Error cuadrático medio entre histogramas.

Imágenes ε
Frente-Izquierda 123.17
Izquierda-Atrás 93.34
Atrás-Derecha 115.84
Derecha-Frente 161.25
Objeto1-Objeto2 1068

3.2. Implementación de GCS

Una vez obtenidos los histogramas de cada objeto a reconocer, estos serán la entrada a la
red neuronal no supervisada GCS. Se ha elegido esta red neuronal para que realice las funciones
de algoritmo clasi�cador. Esta elección se decidió ya que estas redes funcionan como asociadores
de datos. La red neuronal automáticamente asocia a los vecinos más cercanos, si la información
de las imágenes del objeto son muy parecidas éstas estarán clasi�cadas en la misma neurona.

En el módulo de reconocimiento de objetos el número de objetos a aprender e imágenes
para la construcción de la base de datos pueden ser tantos como el usuario desee. Si el usuario
decide tomar 100 imágenes de cada objeto, la base de datos será de gran tamaño. Los histo-
gramas de cada imagen reducirán los datos, sin embargo, muchas de las imágenes compartirán
información. Entonces, a manera de homogeneizar la información, la red neuronal no supervisa-
da automáticamente agrupará esos datos. Por ejemplo, las 20 imágenes del corrector líquido que
se muestra en la Figura 3.8, comparten muchas características. Estas imágenes son de diferentes
tamaños, posiciones y vistas, con el �n de cubrir toda su forma. Los histogramas obtenidos de
estas imágenes serán muy cercanos. La red neuronal GCS permitirá que en vez de tener 20
histogramas para de�nir a ese objeto, se tendrán solo unas cuantas neuronas.

Figura 3.8: 20 imágenes capturadas para el entrenamiento del corrector líquido.
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Otra de las razones por la que se elige GCS no supervisada para la tarea de clasi�cación es
la ventaja que tiene de incrementar y decrementar dinámicamente su forma durante la fase de
entrenamiento. En esta fase, GCS requiere que se especi�quen ciertos parámetros como: (i) nú-
mero máximo de neuronas, el cual se re�ere al tamaño máximo que tendrá la red neuronal, (ii)
número de épocas o pasos adaptación λ, que es el número de repeticiones que se realizarán para
la distribución de datos antes de agregar otra neurona a la red, (iii) constante de adaptación de
la neurona ganador εb, (iv) constante de adaptación del vecindario de la neurona ganador εn,
(v) decremento α y (vi) umbral de eliminación θ.

La red entrenada tendrá como resultado la asociación de los histogramas en ciertas neu-
ronas por objeto. Si se quieren aprender 10 objetos, lo ideal sería tener 10 neuronas máximo
en la red. Sin embargo, como se mencionó anteriormente, los histogramas de un objeto pueden
diferir entre ellos. Así que, es lógico pensar que un objeto tendrá una o más neuronas para su
clasi�cación. El número máximo de neuronas de la cual estará conformada la red permite elegir
que tan precisa se quiere la distribución de los histogramas. Por ejemplo, las 20 imágenes de la
base de datos del corrector líquido mostradas en esta sección se entrenaron mediante el módulo
de reconocimiento de objetos junto a otros 10 objetos con 20 imágenes cada uno. Entonces la
red debe clasi�car 200 histogramas, así que a manera de visualización, se entrenaron 2 redes
neuronales, con 10 y 100 como números máximos de neuronas en cada red.

Figura 3.9: Ejempli�cación de visualización grá�ca de la distribución de los histogramas en el
entrenamiento de la red neuronal, (1) 10 neuronas, (2) 100 neuronas.

El resultado del entrenamiento de las dos redes neuronales se muestra de manera grá�ca en
la Figura 3.9. En éstas se observa la distribución de los histogramas representada como regiones
de diferente color para cada objeto. En la Figura 3.9 (1) se muestra la red entrenada con 10
neuronas. En este entrenamiento la discriminación de los objetos tuvo un resultado de 25% ya
que varios de los histogramas fueron erróneamente clasi�cados. En la Figura 3.9 (2) se muestra
la red entrenada con 100 neuronas. Para ésta la distribución de los objetos es mejor teniendo
como porcentaje un 98.66% de discriminación. De la distribución obtenida en la red neuronal de
100 se visualiza que los histogramas de los objetos tienden a agruparse en un número menor de
neuronas si estos comparten características similares. Si no comparten características entonces
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los histogramas estarán clasi�cados en más de una neurona como es el caso del objeto zapato.
Para este objeto la red neuronal clasi�có sus histogramas en 11 neuronas, confundiendo algunos
con los de otros objetos. Para obtener una discriminación con un porcentaje de 100% solo basta
con aumentar el número máximo de neuronas.

Figura 3.10: Grá�ca de barras del conteo de histogramas por neurona del corrector líquido en
el entrenamiento con: (1) 10 neuronas, (2) 100 neuronas.

Entonces, los histogramas del corrector líquido quedaron clasi�cado en 3 neuronas de la
red de 10 y en 2 neuronas de la red de 100. Para simpli�car los resultados se construyeron las
grá�cas de barra de la Figura 3.10 (1) y (2). En éstas se representa el conteo de número de
histogramas por neurona para el objeto corrector líquido de las redes de 10 y 100 neuronas. En
la red neuronal de 10 el corrector se clasi�có en las neuronas 0, 6 y 9 con un número respectivo
de 1, 10 y 9 histogramas. En la red de 100 se clasi�có en la 5 y 28, con un número respectivo de
17 y 3 histogramas. Estos resultados demuestran que efectivamente varios de los histogramas
tenían características en común y es por eso que se han clasi�cado en un número pequeño de
neuronas.

Figura 3.11: Grá�ca de barras del conteo de histogramas por neurona de 10 objetos con 100
neuronas.

A manera de simpli�cación, en la Figura 3.11 se observa una grá�ca de barras del conteo
de cada objeto por neuronas asociadas a él de la red entrenada con 100 neuronas. Se observa
que de las 100 neuronas indicadas solo 34 de ellas han sido utilizadas para clasi�car los 200
histogramas de los 10 objetos. La red entrenada se almacena identi�cando las neuronas que
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pertenecen a cada objeto. De esta manera, para la evaluación del histograma de una nueva
imagen de algún objeto entrenado, bastará con utilizar la estrategia del vencedor gana todo. El
resultado entregará la neurona a la que pertenece el objeto que se le ha pedido identi�car al
sistema.

Este método cuenta con diversas ventajas, como la asociación automática de información,
requiere poco espacio de almacenamiento, es fácil de ser implementado, es rápido y tiene buena
discriminación entre objetos en la etapa de entrenamiento. La implementación de GCS y A-
KAZE en el módulo de reconocimiento de objetos se describe en la siguiente sección.

3.3. Algoritmo de clasi�cación y evaluación

A continuación se resumen las principales tareas realizadas por el módulo para la clasi�ca-
ción y evaluación de diferentes objetos:

Clasi�cación:

1. Para cierto número de objetos obtener imágenes de diferentes perspectivas. Es necesario
trabajar con el mismo número de imágenes por objeto.

2. Extraer todos los keypoints por cada imagen.

3. Construir el histograma para cada imagen obteniendo el promedio de todos los keypoints.
Se hace esto para cada imagen.

4. Ingresar como entrada a la red neuronal los histogramas obtenidos. La red neuronal se
encargará de clusterizar la información.

5. Al �nalizar la clusterización, se identi�can las neuronas pertenecientes a cada objeto.

Evaluación:

1. Obtener una o más imágenes de uno o más objetos.

2. Extraer todos los keypoints de cada imagen.

3. Construir el histograma obteniendo el promedio de todos los descriptores de los keypoints
por imagen. Hacer esto para cada imagen.

4. Evaluar cada histograma con la red neuronal entrenada para obtener las neuronas mas
cercanas.

5. Identi�car a que objeto pertenece las neuronas más cercanas.
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3.3.1. Módulo de reconocimiento de objetos

En base a lo descrito en la sección anterior se construye el módulo de reconocimiento de
objetos. El módulo se divide en dos tareas: Entrenamiento y Reconocimiento. En la tarea de
Entrenamiento, como lo describe el Algoritmo 4, se recibe como entrada el número de objetos
y el número de imágenes por objeto, así como las imágenes de las diferentes vistas de este.
Utilizando A-KAZE se extraen los keypoints y se construyen los histogramas de descriptores
por cada imagen. Todos los histogramas se envían a la red neuronal no supervisada GCS la
cual cumple la función de clasi�cación. Le red neuronal obtenida se reserva para la etapa de
evaluación.

Algoritmo 4: Módulo de reconocimiento de objetos. Entrenamiento

Datos: I imágenes, N objetos, L imágenes por objeto.
Resultado: classes(E) Clases por etiqueta.

1 para n← 1 to N hacer
2 para l← 1 to L hacer
3 keypoints =A-KAZE(I(n,l))
4 H(n,l)=Build-Histos(keypoint)

5 ANN_trained=GCS(H )

La tarea de Reconocimiento, descrita en el Algoritmo 5, usa solamente una imagen del
objeto a reconocer como entrada. En esta tarea, como en la de Entrenamiento, se utiliza A-
KAZE para extraer los keypoints y se construye el histograma de la imagen. Después, este
histograma se envía a la evaluación utilizando la red neuronal ya entrenada. La red neuronal
entregará la neurona a la cual pertenece este histograma. La neurona que resulte ganadora se
utilizará para identi�car a cual objeto pertenece.

Algoritmo 5: Módulo de reconocimiento de objetos. Reconocimiento

Datos: I image
Resultado: class(I) Object class.

1 keypoints =A-KAZE(I )
2 H(I )=Build-Histos(keypoint)
3 neuron=ANN_trained(H )
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3.4. Experimentos y Resultados

Para la validación del módulo de reconocimiento de objetos se realizaron tres experimentos:
i) Base de datos propia, ii) Simulación en Webots y iii) Implementación en robot real.

Figura 3.12: 20 objetos reales considerados para la base de datos.

El experimento con base de datos propia, consiste en el uso de imágenes de objetos reales.
Para esto se capturaron 20 imágenes de los 20 objetos reales mostrados en la Figura 3.12. En el
experimento de simulación en Webots, se eligieron 10 de los objetos de la base de datos propia
y se construyeron sus modelos simulados para poderlos colocar en el ambiente virtual. En el
experimento de la implementación en robot real, se utilizaron 7 cajas de cereal diferentes, las
cuales se muestran en la Figura 3.13. Éstas tienen forma, peso y tamaño similares. Sin embargo,
se diferencian por la información que proporciona el producto que contienen.

Figura 3.13: Cajas de cereales diferentes utilizadas para los experimentos con el robot real.

Las dimensiones tanto de las cajas de cereal como los objetos de la base de datos propia
se encuentran entre 20x20x20 a 150x150x150 mm aproximadamente y con un peso menor a 300
gramos. Estas especi�caciones son necesarias ya que se hace uso del robot humanoide NAO, ver
Apéndice A para la implementación del sistema.
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3.4.1. Base de datos propia

La validación con la base de datos propia utiliza los objetos de la Figura 3.14 y los objetos
de la Figura 3.15 para realizar diversos experimentos. Para los primero objetos se utilizaron
10 imágenes de diferentes tamaños. Mientras que para los segundos objetos se utilizaron 20
imágenes diferentes.

Figura 3.14: Imágenes reales de la base de datos, tomadas con fondo blanco, para el primer
experimento. (1) Corrector, (2) Caja de regalo, (3) Teléfono celular, (4) Dado, (5) Tortuga, (6)
Bolsa de regalo, (7) Resistol en barra, (8) Caja de cereal, (9) Bote de medicamento, (10) Libro.

Para los 10 objetos se realizó una prueba donde se utilizan 5 imágenes de entrenamiento
y 5 de evaluación. Para los 5 objetos se realizaron diferentes pruebas que incluyen de 5 a 15
imágenes para entrenamiento y el resto para evaluación.

Figura 3.15: Imágenes reales de la base de datos, tomadas con fondo blanco, para el segundo
experimento. (1) Corrector, (2) Caja de regalo, (3) Teléfono celular, (4) Plumón, (5) Tortuga.

En la Tabla 3.2 se describen los parámetros principales de cada prueba para cada experi-
mento tales como: el número de imágenes de entrenamiento, imágenes de evaluación, número
máximo de neuronas de la red neuronal y pasos de entrenamiento. El número de neuronas y
épocas son seleccionadas para ser el doble o más que el número de imágenes totales, de este
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manera conseguir una mejor distribución de la red, de un valor de 100 hasta 500 neuronas.

Tabla 3.2: Parámetros principales por experimento base de datos propia.

Experimento Prueba Entrenamiento Evaluación Neuronas Epocas
1 Primera 5 5 500 500
2 Primera 5 5 100 100
2 Segunda 5 1 100 100
2 Tercera 5 15 200 200
2 Cuarta 10 10 200 500
2 Quinta 15 5 200 500

Cada una de las pruebas tomó imágenes aleatorias de la base de datos para cada objeto.
En estas pruebas, la red neuronal utiliza un número grande de neuronas y de épocas, ya que
permite agrupar y aprender cada objeto con mayor detalle. Además, como algunos de los obje-
tos no lucen de la misma manera en diferente puntos de vista, el incremento de este parámetro
facilita el aprendizaje de los histogramas.

Los resultados de los experimentos se muestran en las respectivas matrices de confusión.
De igual manera, se presenta un análisis de curvas RoC para la clasi�cación de cada experi-
mento. En la Tabla 3.3, se muestra la matriz de confusión del primer experimento. Se puede
observar que sólo tres de los diez objetos registraron un solo falso positivo en la clasi�cación. El
resto de los objetos obtuvo clasi�cación exitosa. Estos falsos positivos pueden deberse a imáge-
nes borrosas con histogramas que son muy diferentes a los de su objeto y buscan el más cercano.

Tabla 3.3: Matriz de confusión para el primer experimento.

Primera
1 2 3 4 5 6 7 8 9 10

1 5 0 0 0 0 0 0 0 0 0
2 0 5 0 0 0 0 0 0 0 0
3 0 0 5 0 0 0 0 0 0 0
4 0 0 0 5 0 0 0 0 0 0
5 0 0 0 0 4 0 0 1 0 0
6 0 0 0 0 0 5 0 0 0 0
7 0 0 0 0 0 0 5 0 0 0
8 1 0 0 0 0 0 0 4 0 0
9 0 0 0 0 0 0 0 0 4 1
10 0 0 0 0 0 0 0 0 0 5

En la Tabla 3.4, se muestran las matrices de confusión de las pruebas para el segundo
experimento. A diferencia del primer experimento, en este, se observa que en la primera y en
la tercera prueba solo un objeto obtuvo falsos positivos. En la segunda cuarta y quinta prueba
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se observa que dos de los objetos han sido clasi�cados erróneamente en algunas de sus imáge-
nes, sin embargo, el porcentaje de clasi�cación correcta es mayor. La mayoría de estos falsos
positivos son clasi�cados en el objeto 1. Esto puede deberse a que el objeto 1 es el primero en
clasi�carse en la red neuronal lo que le da más peso.

Tabla 3.4: Matrices de confusión del segundo experimento.

Primero Segundo Tercero
1 2 3 4 5 1 2 3 4 5 1 2 3 4 5

1 5 0 0 0 0 1 10 0 0 0 0 1 5 0 0 0 0
2 0 5 0 0 0 2 0 10 0 0 0 2 0 5 0 0 0
3 0 0 5 0 0 3 0 0 10 0 0 3 0 0 5 0 0
4 2 0 0 3 0 4 4 0 0 6 0 4 2 0 0 3 0
5 0 0 0 0 5 5 1 0 0 0 9 5 0 0 0 0 5

Cuarto Quinto
1 2 3 4 5 1 2 3 4 5

1 1 0 0 0 0 1 13 0 0 1 1
2 0 1 0 0 0 2 0 15 0 0 0
3 0 0 1 0 0 3 0 0 15 0 0
4 1 0 0 0 0 4 4 0 0 10 1
5 0 0 0 1 0 5 1 1 2 0 11

El porcentaje obtenido de clasi�cación correcta de cada experimento y el tiempo de en-
trenamiento para cada uno, se presentan en la Tabla 3.5. El primer experimento obtuvo un
porcentaje de clasi�cación correcta del 94% , para el segundo experimento los dos mejores ob-
tuvieron un porcentaje de clasi�cación correcta obtuvieron 92% y el resto obtuvo resultados
arriba del 80% de clasi�cación correcta.

Tabla 3.5: Resultado de los experimentos.

Experimento Prueba Porcentaje (%) Tiempo (seg)
1 Primera 94 19.639
2 Primera 92 0.351
2 Segunda 80 0.426
2 Tercera 85.33 1.246
2 Cuarta 90 2.344
2 Quinta 92 3.457

Los tiempos de ejecución dependen de los parámetros seleccionados para el entrenamiento
de la red. Los principales parámetros de los que depende son las épocas y la longitud del vector
de entrada. A manera de análisis se toma el primer tiempo, el último tiempo, él número de
épocas correspondientes del experimento 2 y se construye una grá�ca. La grá�ca se presenta en
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la Figura 3.16, en ésta se observa el comportamiento de la cantidad de épocas contra el tiempo
en segundos. De ésta grá�ca se calculó la ecuación de aproximación lineal que la describe:

time = 0,007765(epochs)− 0,4255 (3)

Figura 3.16: Grá�ca de épocas contra tiempo, aproximación lineal.

En la grá�ca de épocas contra tiempo, se observa que el incremento en tiempo permanece
pequeño de una cantidad de épocas a otra. Por ejemplo, si las imágenes de entrenamiento incre-
mentaran a 20 por cada uno de los 5 objetos, lo mejor sería incrementar el número de neuronas
a 700 dando un tiempo de 5.01 s aproximadamente. Entonces, el módulo es considerado rápido
ya que se siguen hablando de segundos y no de minutos ni horas como en otros modelos de
reconocimiento de objetos.

Adicionalmente, se obtuvo un análisis de la sensibilidad y la especi�cidad de los experi-
mentos haciendo uso de los resultados obtenidos en sus matrices de confusión mediante los
verdaderos positivos (TP), verdaderos negativos (TN), falsos positivos (FP) y falsos negativos
(FN). Los valores para cada prueba se muestran en la Tabla 3.6 para el primer experimento
y en la Tabla 3.7 para el segundo. En particular, para el experimento dos se toman en cuenta
todos los datos de clasi�cación de las cinco pruebas, esto corresponde a 180 imágenes en total.
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Tabla 3.6: Características operativas de la prueba del experimento 1.

Objeto TP TN FP FN Sensibilidad Especi�cidad 1-Especi�cidad
(1) 5 44 1 0 1 0.9778 0.0222
(2) 5 45 0 0 1 1 0
(3) 5 45 0 0 1 1 0
(4) 5 45 0 0 1 1 0
(5) 4 45 0 1 0.8 0.986 0.014
(6) 5 45 0 0 1 1 0
(7) 5 45 0 0 1 1 0
(8) 4 44 1 1 0.8 0.986 0.014
(9) 4 45 0 1 0.8 1 0
(10) 5 45 1 0 1 0.9783 0.0217

Tabla 3.7: Características operativas de las pruebas del experimento 2.

Objeto TP TN FP FN Sensibilidad Especi�cidad 1-Especi�cidad
(1) 34 129 15 2 0.944 0.896 0.104
(2) 36 143 1 0 1 0.993 0.007
(3) 36 142 2 0 1 0.986 0.014
(4) 22 142 2 14 0.611 0.986 0.014
(5) 30 142 2 6 0.833 0.986 0.014

Estas características operativas pueden reformularse y representarse grá�camente, ver Fi-
guras 3.17, 3.18 y 3.19 para el experimento 1 y la Figura 3.20 para el experimento 2. Este
tipo de grá�ca se llama curva ROC (Receiver Operating Characteristic). Se grá�ca el valor de
verdaderos positivos contra el valor de 1-falsos positivos para las diferentes clases resultantes.

Figura 3.17: Curvas de RoC para los objetos del 1 al 3 del experimento 1.

Esta curva demuestra diferentes puntos: (1) Muestra la compensación entre sensibilidad y
especi�cidad (cualquier incremento en sensibilidad se acompaña con un decremento en especi�-
cidad), (2) Entre mas cerca este la curva de la esquina izquierda el clasi�cador es más preciso,
(3) Entre más cerca esté la curva de la diagonal de 45 grados, menos preciso es el clasi�cador.
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Figura 3.18: Curvas de RoC para los objetos del 4 al 6 del experimento 1.

Figura 3.19: Curvas de RoC para los objetos del 7 al 10 del experimento 1.

De las grá�cas de los 10 objetos se observa que las curvas se acercan más a la esquina
superior izquierda lo cual representa una buena precisión para la clasi�cación de los objetos en
el experimento 1. A pesar de que el objeto 5, 8 y 9 obtuvieron algunos falsos positivos, estos
aun presentan una buena precisión de clasi�cación. De igual manera para el experimento 2, en
las grá�cas, se observan curvas con buena precisión. Sin embargo, el objeto 4 y 5, obtuvieron
algunos falsos positivos que afectaron un poco la precisión del objeto 1 ya que fueron confundidos
con este último.
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Figura 3.20: Curvas de RoC para cada objeto del experimento 2.

3.4.2. Simulación en Webots

El objetivo del módulo de reconocimiento de objetos, además de formar parte del sistema
modular, es el de ser usado por un robot humanoide. Es por esto que se realizó la simulación
en Webots de un ambiente semi-controlado y el robot humanoide NAO para la validación del
módulo. Para llevar a cabo la simulación, en la fase de entrenamiento se utilizaron 10 de los
objetos de la base de datos propia, estos son lo mostrados en la Figura 3.21.

Figura 3.21: Objetos seleccionados para el entrenamiento: (1) corrector, (2) caja de regalo, (3)
celular, (4) dado, (5) tortuga, (6) bolsa de regalo, (7) pegamento, (8) cereal, (9) medicina y (10)
libro.

Con estos objetos se llevaron a cabo dos experimentos usando 5 y 10 imágenes diferentes
para el entrenamiento de la red neuronal. En la Tabla 3.8, se muestran los parámetros utilizados
para la red neuronal GCS en cada experimento. Los parámetros incluyen: número de imágenes
de entrenamiento, número máximo de neuronas en la red, pasos de entrenamiento y tiempo
total que tardó la red en entrenar. El número de neuronas y épocas son seleccionadas para ser
el doble o un poco más que el número de imágenes totales, de este manera conseguir una mejor
distribución de la red. El tiempo de entrenamiento se obtuvo con la implementación del módulo
en MATLAB 2015 en una computadora con procesador Intel(R) Core(TM) i7-4770 3.40GHz,
con memoria RAM de 12 GB y sistema operativo Windows 8 de 64 bits.
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Tabla 3.8: Parámetros para la red neuronal: Entrenamiento de Objetos

Experimento Imágenes de
Entrenamien-

to

Número de
Neuronas

Número de
Épocas

Tiempo
Total

Obtenido
(seg)

1 5 100 100 1.193
2 10 250 250 13.536

El resultado del entrenamiento de la red neuronal en ambos experimentos se exhibe en la
Figura 3.22 (a) para el primer experimento y (b) para el segundo experimento. Estas grá�cas
representan el número de objetos entrenados contra la cantidad de neuronas que le corresponden.
Como se puede observar, los objetos han sido asociados a más de una neurona. Cuando el
reconocimiento de alguno de los objetos se lleve a cabo, el módulo buscará por el grupo donde
se encuentre la neurona más cercana.

Figura 3.22: Número de neuronas asociadas a cada objeto por experimento: (a) Primero (b)
Segundo

Una vez realizado el entrenamiento de las redes neuronales, lo siguiente es probar el reco-
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nocimiento de este. El reconocimiento se apoya de la simulación en Webots, donde se realiza la
búsqueda de objetos.

Figura 3.23: Los 10 objetos reales simulados en Webots.

Para éstos se construyeron los modelos simulados de los objetos reales mostrados en la
Figura 3.23. Estos objetos se ubicaron con posición aleatoria en el centro del ambiente simulado
sobre una mesa. Para la evaluación del reconocimiento de objetos se propuso realizar la búsqueda
de cuatro de los 10 objetos utilizando ambas redes neuronales entrenadas del primer y segundo
experimento. Los objetos a buscar son: corrector líquido, cereal, tortuga y libro.

Figura 3.24: Capturas de la búsqueda de los objetos por el robot NAO.

La búsqueda del objeto se realiza de la siguiente manera. El robot camina alrededor de
la mesa donde se encuentran los 10 objetos, como se observa en la Figura 3.24. Mientras está
haciendo su recorrido, el robot toma varias capturas con diferente perspectiva de cada uno
de los objetos que encuentre en ella. El robot toma imágenes durante su recorrido, segmenta
los objetos de cada una y los envía como imágenes individuales a la evaluación del módulo de
reconocimiento de objetos. El algoritmo de segmentación de imágenes se describe en el siguiente
capítulo junto con el Módulo de Manipulación de Objetos.

La evaluación de la búsqueda de los objetos se muestra en la matriz de confusión de la
Tabla 3.9. Para la búsqueda de los dos primeros objetos se utilizó la red entrenada del primer
experimento. Mientras que para la búsqueda de los otros dos se utiliza la segunda. En la matriz
de confusión se observa que para el primer experimento se obtuvo un porcentaje de clasi�cación
correcta de 80%. Confundiendo el corrector con la tortuga y la medicina con la bolsa de regalo,
ambos solo en una ocasión. Por otro lado, el segundo experimento obtuvo el 100% de clasi�cación
correcta. Estos resultados son concluyentes para a�rmar que el módulo muestra e�ciencia en un
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Tabla 3.9: Matriz de confusión de los objetos a buscar.

1 2 3 4 5 6 7 8 9 10
corrector 4 0 0 0 1 0 0 0 0 0
cereal 0 0 0 0 0 1 0 0 4 0
tortuga 0 0 0 0 5 0 0 0 0 0
libro 0 0 0 0 0 0 0 0 0 5

ambiente simulado. Además, se corrobora que para algunos objetos sólo bastan cinco imágenes
para tener un buen entrenamiento. Pero para un mejor reconocimiento se necesitan más de
cinco imágenes por objeto y un número grande de neuronas.
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3.4.3. Implementación en robot real

Después de realizar la validación del módulo de reconocimiento de objetos en simulación,
se procede a realizar la implementación del módulo con el robot real. Esta implementación
consiste en que el robot aprenda las 7 cajas de cereales diferentes mostradas en la Figura 3.25
y posteriormente las identi�que.

Figura 3.25: Siete cajas de cereales diferentes utilizadas.

De estas 7 cajas de cereales el robot toma 20 imágenes de cada una en diferentes vistas.
La captura de las imágenes es asistida por el usuario, el cual debe cambiar de vista el objeto
a cada captura. En la Figura 3.26 se muestra una secuencia de imágenes donde se observa có-
mo el usuario apoya al robot con el entrenamiento de los objetos cambiando la posición de estos.

Figura 3.26: Usuario apoyando al robot NAO en la captura de imágenes.
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Una vez terminada la captura de las imágenes, la base de datos se envía al módulo de
reconocimiento de objetos para su entrenamiento. Los parámetros para el entrenamiento de la
red neuronal GCS se muestra en la Tabla 3.10. Esto parámetros incluyen: número de objetos,
número de imágenes de entrenamiento, número máximo de neuronas, pasos de adaptación, etc.
Se entrenaron los 7 objetos con las 20 imágenes cada uno. Ya que se tienen 140 imágenes a
entrenar, el número de neuronas y épocas se eligen a 400 para tener una buena distribución de
los datos. Los valores para los parámetros de adaptación, decremento y umbral son los mismo
que se han utilizado a lo largo de este trabajo de tesis.

Tabla 3.10: Parámetros para el módulo de reconocimiento de objetos

Parámetros
Número de Objetos 7

Imágenes de Entrenamiento 20
Número de Neuronas 400
Número de Épocas 400
Adaptación (neurona

ganadora) εb
0.05

Adaptación (vecindario
neurona ganadora) εn

0.005

Decremento α 0.999
Umbral de Eliminación θ 0.001

El resultado del entrenamiento de la red neuronal se exhibe en el grá�co de la Figura 3.27.
Este grá�co muestra la clasi�cación de las 7 cajas de cereal por número de neuronas. Los cereales
han sido asociados a más de una neurona para incluir cada una de las vistas de estos. Como en
secciones anteriores se mencionó, cuando el reconocimiento se lleve a cabo, el módulo buscará
por el grupo de neuronas donde se encuentre la más cercana.

Figura 3.27: Grá�co de barras de objetos contra neuronas del entrenamiento de las 7 cajas de
cereal. Neuronas asociadas a cada objeto donde el objeto es cada cereal.
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La evaluación del módulo se realizó de dos formas: (i) objeto por objeto y (ii) recorrido
alrededor de una plataforma. La primera se re�ere a la presentación de los siete objetos frente
al robot NAO para la captura de 5 imágenes más. Con esta nueva base de datos se procedió a
identi�car a los objetos. Cada una de las imágenes se enviaron al reconocimiento del módulo y
con la neurona resultante se procedió a identi�car el objeto al que pertenecía. El resultado de
la identi�cación se presenta en la matriz de confusión 3.11. El porcentaje de clasi�cación fue de
74.25%. En ésta se observa cómo hubo más confusión entre objetos, ya que éstos comparten más
características en común. Por ejemplo, el objeto 3 es la caja de zucaritas, el cual es confundido
con el chocokrispis y el choco zucaritas en una ocasión. Las tres cajas de cereal son de la empresa
kellogg's y en estas cajas la información nutrimental tiene el mismo diseño. En general todas
las cajas de cereal tienen ciertas características en común. Las de la misma compañía tienen el
mismo diseño del empaque y el tamaño de la caja, con la diferencia de los personajes, el color
y el nombre.

Tabla 3.11: Matriz de confusión de la identi�cación de las 7 cajas de cereal.

1 2 3 4 5 6 7
1 5 0 0 0 0 0 0
2 0 5 0 0 0 0 0
3 0 0 3 0 1 0 1
4 2 0 0 3 0 0 0
5 1 0 1 0 3 0 0
6 0 1 1 0 0 3 0
7 0 0 1 0 0 0 4

En la segunda evaluación, el robot NAO ejecutó un recorrido alrededor de una plataforma
de 30 cm de alto. En esta plataforma se colocaron 5 de las 7 cajas de cereal. En la Figura 3.28
se observa al robot NAO comenzando el recorrido alrededor de la plataforma con las 5 cajas de
cereal sobre ésta. El robot NAO recorrió la plataforma caminando hacia su izquierda girando
su cabeza 45◦ para capturar imágenes cada dos paso.

Figura 3.28: Robot NAO comenzando el recorrido alrededor de la plataforma con las 5 cajas de
cereal.
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El robot capturó un total de 10 imágenes, de esas imágenes se procedió a segmentar los
objetos e identi�carlos. Las imágenes capturadas durante el recorrido alrededor de la plataforma
se muestran en la Figura 3.29. En algunas imágenes se observa que algunos objetos de atrás de
los que se pretenden capturar se visualizan. En otras se observa que los objetos aparecen muy
juntos y esto podría evitar una segmentación de objetos correcta. Es por esto que se utiliza el
enfoque Next Best View para la búsqueda de objetos. Este enfoque se describe en el capítulo
del Módulo de Navegación Espacial.

Figura 3.29: Las 10 imágenes capturadas por el robot NAO en su recorrido alrededor de la
plataforma.

La segmentación de los objetos de este experimento se realizó de forma manual recortando
cada uno de los objetos observados en las capturas. De la segmentación se obtuvieron un total de
25 imágenes, 5 por objeto. El resultado de la evaluación se muestra en la matriz de confusión de
la Tabla 3.12. Los resultados muestran una clasi�cación de 56%, con los 5 objetos confundidos
en algunas ocasiones. Como ya se mencionó, los objetos se confunden por que sus diseños son
muy parecidos. Se concluye que para poder obtener una mejor búsqueda de objeto no basta con
ir capturando imágenes alrededor de la plataforma que los soporta. Es necesario un análisis de
imágenes para detectar la ubicación del objeto buscado. Si el sistema es capaz de detectar por
donde es que puede estar el objeto, el robot tendrá la capacidad de acercarse a él y capturar
imágenes donde se aprecie mejor. Como ya se ha mencionado, este análisis de imágenes y los
resultados se describe en la sección de búsqueda de objeto en la capítulo 5 de este trabajo de
tesis.

Tabla 3.12: Matriz de confusión de los 5 objetos a buscar contra los 7 entrenados.

1 2 3 4 5 6 7
1 3 2 0 0 0 0 0
2 0 4 0 0 1 0 0
3 2 0 3 0 1 0 1
5 2 0 1 0 2 0 0
6 2 1 0 0 0 2 0
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3.5. Conclusión

En este capítulo se presentó el desarrollo y validación del módulo de reconocimiento de
objetos utilizando el extractor de características tipo parche y la red neuronal GCS ya descritos
en la sección de Marco Teórico de este documento. El módulo se validó usando una base de
datos propia tomada de objetos reales. El sistema se entrenó con diferente número de objetos
e imágenes por objeto. Los resultados obtenidos son su�cientemente buenos con porcentajes
de clasi�cación correcta arriba de 80%. Gracias a los experimentos, se considera que los falsos
negativos pueden evitarse entregando al módulo mejores vistas de los objetos a reconocer para
que se cubra cada detalle de estos.

La validación del módulo mediante un robot móvil se realizó utilizando la plataforma hu-
manoide NAO tanto en simulación como con plataforma real. Se buscaba con ésta observar si
la cámara del robot afecta los porcentajes de reconocimiento del módulo y conocer el tiempo
que tarda el robot en identi�car correctamente los objetos que el usuario requiera. Los resul-
tados muestran que la cámara afectan poco el aprendizaje, mientras que el robot realice las
captura de las imágenes de manera estática. Además, el aprendizaje de las cajas de cereal de-
muestra que el módulo puede diferenciar objetos con características similares. La identi�cación
de los objetos de manera dinámica requiere del apoyo de un algoritmo de búsqueda de objeto.
Este algoritmo se basa en el enfoque Next Best View el cual se describe y evalúa en el capítulo 5.

Una observación del módulo de reconocimiento de objetos es que la clase nula no puede ser
considerada ya que si el robot trata de reconocer un objeto que no ha aprendido, éste lo asociará
o a un objeto ya existente o a una neurona libre que no haya sido utilizada en el entrenamiento.
Si lo segundo llega a pasar entonces el robot habrá aprendido un objeto nuevo.

Algunas desventajas del módulo son que el uso del método A-KAZE, al ser un método
de extracción de características tipo parche, requiere que los objetos de forma libre deban de
tener algunas texturas de otra manera no encontraría la cantidad de keypoints necesarios para
poder describir al objeto. Otra observación es que si se quiere entrenar la red con gran cantidad
de objetos e imágenes, el tiempo de entrenamiento aumentará dependiendo la cantidad de
estos. Como trabajo futuro para este módulo se propone reforzar el aprendizaje de los objetos
utilizando otras características extras como color, forma, etc.
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Capítulo 4

Módulo de Manipulación de Objetos

La manipulación de objetos por brazos robóticos en la industria está extensamente estudia-
da y resuelta con precisión. La manipulación en un entorno semiestructurado, en comparación
con un entorno estructurado en su totalidad, representa más di�cultades. Considerar mani-
pulación por parte de una plataforma robótica móvil de servicio convierte el problema más
interesante. Una robot móvil de servicio por lo general cuenta con uno o dos manipuladores,
los cuales se consideran sus brazos. Estos manipuladores pueden ser de tres a seis grados de
libertad en la mayoría de los casos. El problema de manipulación en un ambiente semiestructu-
rado debe tener en cuenta diversos factores. Un robot debe reconocer y manipular objetos ya
sea para cambiarlos de lugar o entregarlos a una persona. También, debe calcular las coorde-
nadas tridimensional del lugar donde se encuentra el objeto, la cinemática y la plani�cación de
movimientos necesarios para poder tomarlo.

Figura 4.1: Tareas que debe cumplir el módulo de Manipulación de Objetos.

Tomando en cuenta las consideraciones descritas anteriormente, se plantea el desarrollo del
módulo de manipulación de objetos descrito en el diagrama de bloques de la Figura 4.1. El
diagrama resume las tareas secuenciales que se requieren para localizar objetos espacialmente
y manipularlos. El módulo considera que el objeto ya ha sido reconocido y que se encuentra al
alcance del robot, como se muestra en el ejemplo de la Figura 4.2. Lo primero es la detección del
objeto en la imagen con el �n de estimar sus coordenadas 2D encontrando el BoundingBox que
lo contiene. Teniendo la información 2D del objeto, lo siguiente es la estimación de las coorde-
nadas 3D obteniendo la relación de proyección de la imagen que captura la cámara del robot al
mundo real. Con el objeto identi�cado, lo siguiente es realizar los movimientos necesarios para
tomarlo con el efector �nal de uno o ambos brazos robóticos mediante cinemática inversa.
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El módulo está pensado para poder ser utilizado en cualquier plataforma robótica móvil
que cuente con cámara y al menos un brazo manipulador con efector �nal de pinza. Para �nes
prácticos, en esta sección se desarrollan las tareas de estimación de la posición y manipulación
del objeto para el robot humanoide NAO, ver Apéndice A. Sin embargo, se indican las modi�-
caciones que se deben realizar para poder implementarlo en otra plataforma.

Figura 4.2: Robot humanoide NAO en entorno simulado Webots, aproximación al objeto a
manipular.

El desarrollo del módulo se describe en las siguientes secciones. La sección 4.1 describe
las consideraciones para el desarrollo del algoritmo de manipulación de objetos. Esta sección
incluye: el procedimiento realizado para la detección del objeto a manipular, el proceso utilizado
para estimar las coordenadas 3D del objeto y el calculo de movimientos en los manipuladores.
En la sección 4.2 se muestra la estructura del módulo de manipulación de objetos en seudo-
código. La implementación del módulo se presenta mediante experimentos y resultados en la
sección 4.3. Al �nal se plasma una breve conclusión del capítulo.

4.1. Algoritmo de manipulación de objetos

La tarea de manipulación de objetos depende en gran medida de la plataforma robótica en
la cual se implementa el sistema. Los brazos manipuladores en los robots de servicio pueden tener
diferente con�guración. En esta tesis, el algoritmo de manipulación de objetos está diseñado para
que un robot humanoide NAO pueda tomar objetos de una plataforma con altura conocida. El
robot debe utilizar su cámara para detectar el objeto, estimar las coordenadas tridimensionales
en el espacio real y utilizar los dos manipuladores para tomarlo. Los objetos a manipular podrán
localizarse en cualquier posición dentro del área de trabajo de los manipuladores del robot. No
será necesario conocer las dimensiones de los objetos pero estos deben estar dentro de un
rango tal que el robot pueda manipular (10x10x10 a 100x100x100 mm aproximadamente) y
un peso menor que 300 g. Para la detección del objeto en la imagen, se utilizan algoritmos de
procesamiento de imagen 2D como binarización, detección de bordes y componentes conectados.
Con la detección del objeto se estiman las dimensiones y la posición de éste en la imagen.
Posteriormente, se usa relación de proyección para determinar las coordenadas 3D mediante
las características de la cámara. La imagen de la cámara da información acerca de la dirección
desde ésta al centro del objeto en el mundo real tomando en cuenta su posición con respecto
a la plataforma con altura conocida. Para la manipulación de objetos se utiliza un modelo que
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incluye cinemática. El modelo debe permitir que el robot presione con los dos efectores �nales
el objeto contra las palmas de sus manos para sostenerlo.

4.1.1. Detección de Objetos

En el módulo de manipulación de objetos, la detección permite estimar las coordenadas 2D
del objeto en la imagen mediante ciertas funciones de procesamiento de imagen. La estimación
de posición se lleva a cabo encontrando el contorno mayor del objeto más cercano al centro de la
imagen. El proceso parte de una imagen de entrada como la que se muestra la Figura 4.3 (a). La
imagen se procesa para cambiar sus colores a escala de grises y posteriormente se binariza como
se muestra en la Figura 4.3 (b). Después, es utilizado un algoritmo de detección de contornos
para determinar el tamaño de las regiones encontradas en la imagen, como se muestra en la
Figura 4.3 (c). De todos los contornos encontrados es seleccionado el más cercano al centro de
la imagen de mayor longitud. A esta región se procede a calcular su BoundingBox. El resultado
es la posición y el tamaño estimados del objeto en la imagen, como se observa en la Figura 4.3
(d).

(a) (b) (c) (d)

(X,Y)

Figura 4.3: Función de procesamiento de imagen para la detección del objeto. (a) Imagen de
entrada, (b) Binarización, (c) Detección de contornos, (d) Estimación de BoundingBox que lo
contiene.

4.1.2. Estimación de Posición

La información obtenida en la detección del objeto se utiliza como aproximación para
determinar las coordenadas 2D del objeto en el mundo real. El cálculo de la tercer coordenada
del objeto, el cual es la profundidad, se lleva a cabo gracias a ciertas restricciones del sistema.
Esta coordenada está relacionada con la plataforma de altura conocida donde se encuentran
los objetos a manipular por parte del robot. Además, de la ventaja que tiene el robot NAO
de llevar su cámara inferior a una posición casi paralela a la plataforma pudiendo observar
fácilmente esta super�cie. Si se va a utilizar otra plataforma robótica, la restricción mínima es
que la cámara se encuentre posicionada por arriba del brazo o brazos y ésta tenga al menos un
grado de libertad que le permita girar en ángulo pitch hacia abajo.

Para estimar las coordenadas 3D del objeto de la imagen al mundo real, es necesario conocer
las características físicas de la(s) cámara(s), además de su posición y su orientación con respecto
a un marco de referencia global en la plataforma robótica. Primero, se debe de�nir el área de
trabajo del(los) manipulador(es) tal que le sea posible tomar objetos desde una plataforma de
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Figura 4.4: Representación del espacio de trabajo de los manipuladores del robot NAO.

altura conocida. Ya que se utiliza al robot humanoide NAO como plataforma de desarrollo, se
ha determinado el área de trabajo de los manipuladores considerando la posición de sus cámaras
y la plataforma de altura conocida. El espacio de trabajo de los brazos del robot se encuentra
delimitado a cierta altura y a lo largo del alcance de los manipuladores. Lo que restringe al
objeto a estar dentro del espacio de trabajo que se de�ne en la Figura 4.4. En ésta se observa
al robot lo más cerca posible que le permite la plataforma que soporta al objeto a manipular y
se de�ne un marco de referencia local en base a su cámara superior (UC).

Figura 4.5: Representación esquemática de robot NAO omitiendo sus piernas.

El robot NAO tiene su centro de masa cerca de su torso. Este es considerado como marco de
referencia para todo su cuerpo. Partiendo de este punto se ha esquematizado al robot humanoide
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NAO desde su posición cero y omitiendo sus piernas. En la Figura 4.5, se muestra un esquemático
en el cual se observa la posición de las cámaras y manipuladores con respecto al marco de
referencia del robot que incluyen la representación de la super�cie de una mesa a una altura
conocida. Las cámaras se han de�nido como Uc para la cámara superior y Dc para la cámara
inferior. A estas se le agrega el su�jo p indicando el giro en el ángulo pitch que se realiza para
poder observar la super�cie de la plataforma. CUcp y CDcp re�eren al eje óptico de la cámara
superior e inferior, respectivamente, hacia la super�cie de la plataforma, la cual se indica en
rojo. HR y HL son los efectores �nales de los manipuladores del robot, mano derecha y mano
izquierda respectivamente.

Entonces, el robot utiliza su cámara inferior para encontrar la información de profundidad.
Las coordenadas 3D se estiman con información acerca de la escena ya que las posiciones de
las cámaras y posición de la super�cie de la plataforma donde se encuentren los objetos son
conocidas. De acuerdo a las especi�caciones del robot NAO mostradas en la Figura 4.6, de (a)
se sabe que el robot puede girar su cabeza hasta 29.5◦ en ángulo pitch lo que le permite observar
la super�cie de la plataforma. De (b), la cámara inferior tiene una desviación de 39.7◦ relativa
a la cámara superior, esta a su vez tiene una desviación de 1.2◦ desde su localización ambas
respecto al ángulo pitch. De (c) se conoce el campo de visión de la cámara en el ángulo yaw
de la cabeza. Con esa información el tamaño desde una imagen en píxeles al mundo real en
milímetros puede ser calculado.

(a) (b) (c)

Figura 4.6: Especi�caciones de la cabeza del robot NAO. (a) Rango del ángulo pitch; Campo
de visión de las cámaras (b) ángulo pitch, (c) ángulo yaw, (Imagen extraída de [18]).

Para la realización del cálculo del tamaño de la imagen de píxeles a milímetros, primero se
utilizan los ejes ópticos de cada una de las cámaras (CUcp yCDcp) para calcular su proyección
a la super�cie de la plataforma. En la Figura 4.7 se presenta la esquematización de los ángulos
de campo de visión de cada cámara para realizar el análisis de posición. La esquematización
incluye: i) la distancia del marco de referencia central en el eje x del robot a la posición de ambas
cámaras Ucx y Dcx, ii) la distancia de la super�cie de la plataforma al centro de masa PO, iii)
la distancia del centro de masa a la cámara inferior ODc, iv) la distancia de la cámara inferior a
la cámara superior DcUc, v) el ángulo de giro en pitch realizado para observar la super�cie, vi)
el ángulo de campo de visión de la cámara, vii) el ángulo de desviación de la cámara inferior con
respecto a la superior. Se observa que el cálculo de ambas proyecciones del eje óptico se resume
a la resolución de su respectivo triángulo rectángulo. Así como, para encontrar el tamaño de
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Figura 4.7: Esquemático de los ángulos de visión pitch de ambas cámaras del robot NAO.

cada una de las imágenes proyectadas en la super�cie se resume a la resolución de un triángulo
escaleno. Ambos formados por la proyección de los ángulos de campo de visión de las cámaras.
Las constantes del sistema corresponden a los valores de las especi�caciones técnicas del robot
NAO [18]:

X Ucx = 58.71 mm

X Dcx = 50.71 mm

X PO = AlturaP lataforma− 333,09mm (distancia de las piernas al torso)

X ODc = 126.56 mm + 17.74 mm (distancia del torso-cuello-cámara inferior )

X DcUc = 45.9 mm (distancia cámara inferior a superior)

El cálculo del punto donde se proyecta el eje óptico CUcp y el tamaño de la proyección
de la imagen en la super�cie Image_size_Uc_(x/y), (ancho, alto) se lleva a cabo de la
siguiente forma:

Se determina el ángulo α complementario al giro de 29,5◦ considerando la desviación de
1.2◦.

α = 90◦ − (29,5◦ + 1,2◦) (1)

Se obtiene la hipotenusa del triángulo rectángulo formado por la distancia de la super�cie de la
plataforma a la cámara superior y por la proyección del eje óptico de la cámara a la super�cie.

Hipotenusa =
PO +ODc+DcUc

cosα
(2)
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Se calcula la distancia del eje x del robot a la proyección del eje óptico de la cámara CUcp
sobre la plataforma.

distancia_x = (sinα)(Hipotenusa) (3)

El punto CUcp tendrá las coordenadas correspondientes a (x= distancia_x, y = 0, z= PO)
respecto al marco de referencia del robot NAO. La distancia en el eje y es 0 mm ya que las
cámaras se encuentran alineadas en este mismo eje. Se obtiene el lado A del triángulo escaleno
correspondiente a la proyección del eje óptico en la plataforma:

A = Hipotenusa− Ucx (4)

Se calcula el ángulo b como complementario al ángulo α:

b = 90− α (5)

Se determina el ángulo a como complementario del triángulo formado con al ángulo b y la mitad
del ángulo del campo de visión proyectado de la cámara:

a = 180− (b+
47,64

2
) (6)

El tamaño de la proyección de la imagen en la super�cie Image_size_Uc_y que corresponde
a la altura (Y) es:

Image_size_Uc_y =
(sin 47,64

2
)(A)

sin a
= Yimage (7)

Ucp

60.97º

A

O

Image_size_Uc_x

Figura 4.8: Esquemático del ángulo yaw del campo de visión de la cámara superior del robot
NAO.

Para el cálculo del tamaño de la proyección de la imagen en la super�cie Image_size_Uc_x,
correspondiente al ancho (X), se considera el ángulo yaw del campo de visión de la cámara.
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En la Figura 4.8 se muestra el esquema donde se plasma el triángulo rectángulo formado por
el eje óptico de proyección desde la cámara superior a la super�cie de la mesa y el ángulo del
campo de visión de 60.97◦. El cateto A de este rectángulo es el mismo que se ha calculado para
el triángulo escaleno correspondiente al centro del eje óptico proyectado. Entonces el cálculo de
Image_size_Uc_x se reduce a encontrar el cateto opuesto del triángulo mediante la función
trigonométrica de tangente, la mitad del ángulo del campo de visión yaw y el cateto A:

Image_size_Uc_x = (tan
60,97

2
)(A) = Ximage (8)

39.7º

CDcpImage_size_Dc_y

β1

Hip_Dc

β2

AB
c

a b

Cateto_1Cateto_2

Figura 4.9: Esquemático del ángulo de visión pitch de la cámara inferior del robot NAO.

El cálculo de la proyección del eje óptico de la cámara inferior CDcp y el tamaño de la
proyección de la imagen en la super�cie Image_size_Dc_y es un poco más complejo que el
anterior. Al igual que el cálculo de CUcp, este parte de la proyección del eje óptico de la cámara
inferior a la super�cie mostrado en la Figura 4.7. Es necesario encontrar el ángulo α el cual es
el mismo que para CDcp ya que se realiza el mismo giro en el ángulo pitch. De igual manera
se obtiene la hipotenusa del triángulo rectángulo formado por la distancia de la super�cie de
la plataforma a la cámara inferior y por la proyección del eje óptico de la cámara inferior a la
super�cie.

Hipotenusa2 =
PO +ODc

cosα
(9)

Ya que existe una desviación de 39.7◦ de la cámara inferior con respecto a la cámara superior,
es necesario encontrar unos valores extras. La resolución se basa en el esquemático de la Figura
4.9. En éste se observa cómo es necesario resolver dos triángulos escalenos más para encontrar
el tamaño Image_size_Dc_y. Entonces, se calcula el ángulo β1 como complementario al
ángulo α:

β1 = 90− α (10)
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Se calcula el lado Hip_Dc del triángulo escaleno correspondiente a la proyección de la posición
de la cámara inferior y la proyección del eje óptico de la misma:

Hip_Dc = Hipotenusa2−Dcx (11)

Se obtiene el ángulo β2 como complementario del triángulo formado con al ángulo β1 y el ángulo
de desviación:

β2 = 180− (β1 + 39,7) (12)

Se determina el lado A del triángulo escaleno correspondiente a la proyección del eje óptico de
la cámara y su ángulo del campo visión:

A =
(sin β1)(Hip_Dc)

sin β2
(13)

Se encuentra el ángulo b como suplementario al ángulo β2:

b = 180− β2 (14)

Se obtiene el ángulo a como complementario del triángulo formado con al ángulo b y c = 47,64
2
:

a = 180− (b+ c) (15)

El tamaño de la proyección de la imagen en la super�cie Image_size_Dc_y es:

Image_size_Dc_y =
(sin c)(A)

sin a
= Yimage (16)

La longitud del cateto opuesto del triángulo rectángulo formado por la distancia de la super�cie
de la plataforma a la cámara inferior y por la proyección a la super�cie es igual a:

CatetoOpuesto = (sinα)(Hipotenusa2) = Cateto_2 + Image_size_Dc+ Cateto_1 (17)

Con lo anterior se sabe que el Cateto_1 es igual a:

Cateto_1 =
(sin 39,7)(A)

sin β1
(18)

Entonces, se calcula la distancia del eje x del robot a la proyección del eje óptico de la cámara
CDcp.

distancia_x1 = CatetoOpuesto− Cateto_1 (19)

Finalmente, el punto CDcp tendrá las coordenadas correspondientes a (x= distancia_x1, y =
0, z= PO) respecto al marco de referencia del robot NAO. Al igual que para CUcp, la distancia
en el eje y es 0 mm ya que las cámaras se encuentran alineados a este mismo eje.

Al igual que con la cámara superior, el cálculo del tamaño de la proyección de la ima-
gen en la super�cie Image_size_Dc_x, correspondiente al ancho (X), se debe considerar el
ángulo yaw del campo de visión la cámara. En la Figura 4.10 se muestra un esquema similar
al de la cámara superior. El cateto A de este rectángulo es el mismo que se ha calculado pa-
ra el triángulo escaleno correspondiente a la proyección del eje óptico. Entonces el cálculo de
Image_size_Dc_x será similar al cálculo de Image_size_Uc_x:

Image_size_Dc_x = (tan
60,97

2
)(A) = Ximage (20)

Entonces, para �nes prácticos, se establece que la proyección de la imagen de la cámara
superior e inferior a la super�cie de la plataforma es (en mm):
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Figura 4.10: Esquemático del ángulo yaw del campo de visión de la cámara inferior del robot
NAO.

X AnchoUcp = 2 ∗ Image_size_Uc_x

X AltoUcp = 2 ∗ Image_size_Uc_y

X CUcp = [distanciax, 0, PO]

X AnchoDcp = 2 ∗ Image_size_Dc_x

X AltoDcp = 2 ∗ Image_size_Uc_y

X CDcp = [distanciax1, 0, PO]

Una vez obtenidos los tamaños de la proyección de la imagen en la super�cie de la plata-
forma, se procede a determinar su correspondiente valor en píxeles. Sólo hace falta realizar una
equivalencia entre distancia en píxeles a distancia en mm para calcular la posición del objeto en
la super�cie de la plataforma, equivalente a AnchoUcp × AltoUcp y AnchoDcp × AltoDcp respec-
tivamente. Cuando el robot toma las imágenes desde sus cámaras, como las de la Figura 4.11,
la proyección del eje óptico al mundo real ya es conocida.

De ambas imágenes se obtiene la posición en Y del objeto a manipular. En dado caso de
que la cámara superior no vea el objeto se toman los datos de la inferior. Esta posición es deter-
minada para cada manipulador, Y_HL y Y_HR, obteniendo las distancia hacia los bordes
desde el punto CDcp al objeto detectado. Para �nes prácticos se decide estimar la posición en
Z asumiendo al objeto como prisma rectangular, entonces se promedian ambas distancia de Y
para obtener una posición en Z ligeramente arriba de la super�cie de la plataforma. La posición
en X, correspondiente a la profundidad con respecto al robot, se obtiene con la imagen captu-
rada sólo de la cámara inferior. Si está cámara no lo ve, se suma la coordenada de CUcp el
tamaño de la imagen y se estima con la cámara superior. Entonces el procedimiento es sencillo,
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(a) (b)

CDcpCUcp

Figura 4.11: Cálculo de la información de profundidad del objeto imagen-mundo real.

solo basta calcular la distancia del punto CDcp, al borde inferior del objeto detectado. Una vez
obtenido el tamaño en milímetros se determina su posición tomando en cuenta la posición del
punto CDcp o CUcp, según sea el caso. Éstos están de�nidos desde el marco de referencia del
robot NAO en su posición cero. Las coordenadas 3D del objeto en la super�cie de la plataforma
queda de�nido de la siguiente manera:

X X = CDcpx + distancia al borde inferior del objeto

X Y_HL = CUcpy + distancia al borde izquierdo del objeto

X Y_HR = CUcpy + distancia al borde derecho del objeto

X Z = CUcpz + (Y_HL + Y_HR)/2 (se asume un objeto cuadrado)

4.1.3. Manipulación del Objeto

En el apéndice A se presenta el análisis cinemático de los manipuladores del robot NAO.
Este análisis puede ser simpli�cado para �nes prácticos de esta aplicación, ya que el robot sólo
realizará manipulación de objetos con sus brazos en un espacio de trabajo limitado. La función
de manipulación de objeto utiliza las coordenadas 3D obtenidas en la estimación de posición
para calcular la cinemática necesaria y así llevar a los manipuladores del robot a tomar el objeto
identi�cado.

Considerando que el robot realiza la manipulación en una posición de pie donde las pier-
nas están �jas, (posición cero del robot NAO), la cinemática inversa se restringe a encontrar
ciertos ángulos. Estos ángulos son los mostrados en la Figura 4.12, donde primero se calcula
ShoulderPitch para la coordenada X y Z del objeto. Mientras que el cálculo de ShoulderRoll y
ElbowRoll se utiliza la coordenada en Y y se toma en cuenta el análisis del ángulo anterior. En
cuanto al ángulo ElbowYaw se de�ne constante para que las manos se encuentren hacia adentro
listas para tomar el objeto. La función de agarre le permite al robot tomar cualquier objeto
partiendo de la posición cero con los brazos extendidos. Ya que la articulación ShoulderPitch
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Figura 4.12: Ángulos de los brazos considerados para determinar la cinemática inversa. (a) vista
superior, (b) vista de brazo derecho lateral.

cuenta con un espacio de trabajo de -119.5◦ a 119.5◦, es fácil ver que esta se restringe de 0◦ a
31.32◦ donde para el primero basta con subir a la posición cero y el segundo es limitado por la
altura de la super�cie de la mesa conocida.

Figura 4.13: Esquemáticos de los brazos considerados para determinar la cinemática inversa.
(a) vista de brazo derecho lateral, (b) vista superior.

Entonces, el cálculo de la posición de los ángulos de los brazos se desarrolla a continuación
basado en los esquemáticos de la Figura 4.13. Primero se obtiene X' que es la hipotenusa del
triángulo que forma la coordenada en X del objeto, la diferencia entre la coordenada en Z y
la posición del brazo con respecto al marco de referencia del robot (O�SetZ=100 mm de los
brazos del robot NAO).

X ′2 = X2 + (OffSetZ − Z)2 (21)
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El ángulo ShoulderPitch se obtiene mediante una relación trigonométrica entre la dimensión de
X y X':

ShoulderP itch = arc cos(
X

X ′
) (22)

Con la dimensión deX' y Y del objeto se determina la hipotenusa H y el ángulo q1 del triángulo
que forman desde el origen del brazo a éste:

H2 = X ′2 + Y 2 (23)

q1 = arctan(
X ′

Y
) (24)

Utilizando la ley de cosenos se determinan los ángulos del triángulo escaleno que forman ambos
eslabones y la distancia del origen del brazo a la posición X' y la coordenada en Y del objeto:

A = arc cos(
l22 −H2 − l21
−2Hl1

) (25)

B = arc cos(
H2 − l22 − l21
−2l2l1

) (26)

El ángulo ShoulderRoll y el ElbowRoll se calculan substrayendo los respectivos ángulos al ángulo
cero de cada articulación:

ShoulderRoll = 90− (q1 + A) (27)

ElbowRoll = 180−B (28)

4.2. Módulo de Manipulación de objetos

En base a lo descrito en la sección anterior se construye el módulo de manipulación de
objetos. El módulo se divide en tres tareas: Detección, Estimación y Manipulación.

Algoritmo 6: Módulo de manipulación de objetos. Detección
Datos: I(2) Dos imágenes: cámara superior e inferior.
Resultado: P[(x1,y1),(x2,y2)] Posición del objeto en ambas imágenes.

1 para i← 1 a I(2) hacer
2 temp=LeerImagen(I )
3 I=EscalaGrises(temp)
4 BW = Binarizacion(I, 0.4)
5 cc=RegionDetection(BW,8)
6 BIG= Max(cc)
7 BB=inf.BoundingBox.BIG
8 P(xi)=BB(1)
9 P(yi)=BB(2)

En la tarea de Detección, como lo describe el Algoritmo 6, se recibe como entrada dos imá-
genes de la escena tomada con la cámara superior e inferior del robot. Se utiliza procesamiento
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de imagen para detectar el objeto en ambas: cambio a escala de gises, binarización, dilatación
y detección de regiones. Se detecta la región mayor cercana al centro y se recupera su tamaño
para estimar la posición del objeto en la imagen. El resultado es una posición estimada del
objeto en cada imagen.

Algoritmo 7: Módulo de manipulación de objetos. Estimación

Datos: P[(x1,y1),(x2,y2)] Coordenadas 2D del objeto en ambas imágenes,
ImageSize tamaño de la imagen

Resultado: P(X,Y,Z) coordenadas 3D
1 RealSize
2 (Xo, Y o, Zo)

3 x = (Px2)(RealSizex)
ImageSizey

4 y = (Py1)(RealSizey)
ImageSizex

5 z = CONSTANTE
6 P (X) = Xo− x
7 P (Y ) = Y o+ y
8 P (Z) = Zo+ z

La tarea de Estimación, descrita en el Algoritmo 7, toma como entrada la información
obtenida en la tarea de Detección para ambas imágenes. Esta información corresponde a las
coordenadas 2D del objeto en ambas imágenes P[(x1,y1),(x2,y2)] y al tamaño de cada imagen
en píxeles ImageSize. El cálculo de las coordenadas se apoya del conocimiento del espacio
de trabajo de los brazos del robot NAO RealSize . Además del marco de referencia de la
proyección de la imagen establecido en la super�cie de la plataforma como (Xo, Y o, Zo). Con
las proyecciones de los ejes ópticos CUcp y CDcp en la super�cie de la plataforma hacia el
centro de masa del robot NAO, las coordenadas 3D del objeto en la imagen se convierte de
escala de píxeles a escala en mm.

Algoritmo 8: Módulo de manipulación de objetos. Manipulación

Datos: P(X,Y,Z) Posición 3D
1 OffSetZ
2 X ′2 = X2 +OffSetZ2

3 ShoulderP itch = arc cos( X
X′ )

4 H2 = X ′2 + Y 2

5 q1 = arctan(X
Y

)

6 A = arc cos(
l22−H2−l21
−2Hl1 )

7 B = arc cos(
H2−l22−l21
−2l2l1 )

8 ShoulderRoll = 90− (q1 + A)
9 ElbowRoll = 180−B
10 CinemáticaDirecta(ShoulderPitch,ShoulderRoll,ElbowRoll)

La tarea de Manipulación, descrita en el Algoritmo 8, toma como entrada las coordenadas
3D del objeto para calcular el punto �nal al cual deben llegar cada uno de los manipuladores
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del robot NAO. Para que cada manipulador se coloque los más cerca que pueda del objeto,
se calculan los límites de este con la información obtenida en la detección de imagen y las
especi�caciones técnicas del robot. Una vez obtenidos los puntos se procede la cinemática directa
de ambos manipuladores para realizar los movimientos necesarios que lleven a tomar el objeto
partiendo y regresando de la posición cero.

4.3. Experimentos y resultados

Se realizaron dos experimentos para la validación del módulo de manipulación de objetos.
El primero se lleva a cabo en el ambiente simulado Webots con 10 objetos. Una vez validado
se realizó el segundo experimento. Éste se realiza con un robot NAO real, en un ambiente
controlado y con 7 objetos.

4.3.1. Simulación en Webots

Para los experimentos de esta sección se utiliza el simulador Webots con el �n de validar el
módulo de manipulación de objetos implementándolo en un robot humanoide NAO. Para �nes
prácticos, se construyeron los 10 objetos virtuales presentados en la Figura 4.14. El peso de
estos es menor de 300 g lo que le permite al robot tomarlos sin ningún problema. Además, los
objetos son más grandes que su tamaño real para permitirle al robot capturar mejores imágenes.

Figura 4.14: Objetos virtuales en Webots.

Los 10 objetos se distribuyeron en una mesa de 300 mm de altura en el centro del ambien-
te virtual. La tarea del robot es tomar cada uno de estos objetos para validar el módulo. La
posición de éstos es desconocida pero se encuentran dentro del área de trabajo de los brazos
del robot NAO. Para cada uno de los 10 objetos el robot es colocado de frente con posición
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Tabla 4.1: Coordenadas X,Y,Z para 10 objetos, mano derecha e izquierda.

Objeto Posición (X,Y,Z) mano derecha Posición (X,Y,Z) mano izquierda
Corrector (140.82,86.72,74.47) (140.82,-28.91,74.47)
Regalo (154.79,68.366,79.16) (154.79,-47.04,79.16)
Celular (144.89,41.626,65.39) (144.89,-76.15,65.39)
Dado (160.08,-0.611,0) (160.08,1.96,0)
Tortuga (129.64,53.7984,78.7) (129.64,-69.12,78.7)
Bolsa (163.6,71.9349,0) (163.6,-70.24,0)
Resistol (155.93,58.8084,25.66) (155.93,-34.71,25.66)
Cereal (162.18,88.3365,11.97) (162.18,-71.58,11.97)
Medicina (142.56,47,36.93) (142.56,-62.92,36.93)
Libro (147.1,53.166,78.29) (147.1,-57.56,78.29)

cero mostrado en la Figura 4.15. Entonces, se ejecuta el módulo de manipulación de objetos
para detectar el objeto, sus coordenadas 3D y la cinemática directa para tomarlo. El módulo
mueve la cabeza del robot 29.5◦ en ángulo pitch para observar la super�cie de la mesa, captura
una imagen con cada cámara y las analiza. El análisis consiste en el cálculo de las coordenadas
3D del objeto con referencia al marco base del robot que se encuentra en su torso. Una vez
obtenidas estas coordenadas, el módulo calcula los puntos que deben alcanzar cada uno de los
manipuladores del robot NAO para tomar el objeto. Posteriormente, calcula su cinemática di-
recta y la ejecuta.

Figura 4.15: Secuencia de movimientos que realiza el robot NAO para tomar la bolsa.

A manera de visualización en la Tabla 4.1, se muestran los resultados que arroja el módulo
referentes al cálculo de las coordenadas 3D para cada uno de los objetos en este experimento. En
ésta se identi�ca al objeto por su nombre y se despliegan las coordenadas en (X,Y,Z) obtenidas
por el módulo tanto para el brazo derecho como para el izquierdo. Después de obtener las coor-
denadas del objeto, el módulo calcula la cinemática directa para cada una de las articulaciones
de los manipuladores del robot.

A manera de visualización, en la Tabla 4.2 se presentan los ángulos calculados por el módulo
para la ejecución de la cinemática directa de los manipuladores del robot NAO. Para cada
uno el módulo de manipulación de objetos calcula los ángulos LShoulderPitch, RShoulderRoll,
LShoulderRoll, RElbowRoll y LElbowRoll. De igual manera, la secuencia en la Figura 4.15
ejempli�ca cómo se lleva a cabo la manipulación por parte del robot. El robot se colocó enfrente
de este objeto, giró su cabeza para observar la mesa, capturó una imagen con cada cámara y
utilizó el módulo de manipulación de objetos para detectar el objeto, determinar su posición
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Tabla 4.2: Ángulos en grados encontrados para las posiciones de los 10 objetos.

Objeto R/LShoulderPitch RShoulderRoll LShoulderRoll RElbowRoll LElbowRoll
Corrector 10.27 -10.82 39.29 80.23 -88.5
Regalo 7.66 -17 27.08 77.62 -83.616
Celular 13.43 -31.70 14.97 88.5 -80.26
Dado 31.99 -31.88 31.09 60.72 -60.71
Tortuga 9.32 -29.98 22.01 88.5 -88.5
Bolsa 31.43 -0.84 1.74 41.11 -41.98
Resistol 25.48 -16.18 26.67 66.95 -72.72
Cereal 28.49 4.00 5.06 41.42 -50.38
Medicina 23.86 -27.19 19.71 83.84 -79.60
Libro 8.39 -26.33 24.21 87.63 -86.46

3D y calcular la cinemática directa de sus brazos para levantarlo.
Para estos experimentos los resultados son positivos consiguiendo 9 de los 10 objetos le-

vantados por el robot correctamente. El objeto que no se levantó correctamente fue el dado,
ya que en la sección de detección, el dado tiende a umbralizarse ya que presenta una textura
similar a la mesa. Para �nes prácticos, se propone evitar los colores claros en los objetos y tener
un color claro en la mesa.

4.3.2. Ejecución con robot real

Después de validar el módulo en el ambiente de simulación Webots, se realiza la validación
con el robot NAO real. Esta validación se lleva a cabo en un ambiente controlado. Los objetos
a manipular son las cajas de cereal utilizadas para la validación del Módulo de Reconocimiento
de Objetos en el capítulo anterior. El sistema modular ejecuta el módulo de manipulación de
objetos una vez que el robot se encuentre lo más cerca del objeto a manipular. Por esta razón,
las pruebas experimentales en esta sección se ejecutan con el robot en posición cero, de pie
frente a una plataforma de 300 mm de altura, con los brazos estirados hacia el frente.

Figura 4.16: Robot NAO en posición cero frente a caja de cereal a manipular, (a) cookie crisp,
(b) corn pops y (c) froot loops.
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En la Figura 4.16 (a), (b) y (c), se observan tres imágenes donde el robot se encuentra
frente a un objeto para comenzar el módulo de manipulación de objetos. Éstas son cajas de
cereales colocadas en posición aleatoria dentro del área de trabajo de los brazos del robot.

Figura 4.17: Capturas del robot NAO de dos imágenes correspondientes a 5 cinco cajas de cereal
diferentes, (1) trix, (2) zucaritas, (3) cookie crisp, (4) choco krispis, (5) corn pops.

Como se ha mencionado en la descripción del módulo de manipulación de objetos, la en-
trada a éste son dos imágenes capturadas por el robot. Después de girar su cabeza hacia abajo
para observar la super�cie de la plataforma, estas imágenes se capturan con la cámara superior
e inferior. En la Figura 4.17 se observan las dos imágenes correspondientes a 5 cinco cajas de
cereal diferentes. Las cajas de cereal (1) y (2) se giraron, mientras que (3), (4) y (5) se encuen-
tran de frente al robot, todas con posición aleatoria en la super�cie.

Una vez capturadas las dos imágenes del objeto sobre la plataforma, la siguiente tarea del
módulo es la detección del objeto y estimación de su posición en la imagen. Esta tarea se realiza
mediante algoritmos de procesamiento de imágenes que incluyen binarización, componentes
conectados, etc.

Figura 4.18: Segmentación del objeto, (a) binarización, (b) detección de bordes, (c) Identi�cación
de bounding box.

En la Figura 4.18 se presenta el procesamiento de una de las cajas de cereal. En 4.18 (a)
se observa la binarización de ambas imágenes. En 4.18 (b) se visualizan los bordes de todos los
objetos encontrados, sin embargo, como se observa en la imagen inferior el borde del objeto no
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aparece. Por esta razón se utiliza el algoritmo de componentes conectados partiendo de la bi-
narización. Identi�cando el componente mayor más cercano al centro, inferior o superior, según
sea el caso de la imagen. Con el tamaño de la región se procede a construir la bounding box del
objeto en ambas imágenes.

Figura 4.19: Imágenes donde la detección de bounding box no se llevo a cabo correctamente, (1)
inferior, (2) superior, (3) superior, (4) superior, (5) superior.

En ocasiones, la segmentación no resulta correcta y no se encuentra objeto. No obstante,
solo basta que en una de las dos imágenes se detecte el objeto para que el módulo continué
con el cálculo. En la Figura 4.19 se pueden observar algunos ejemplos de esta situación. De las
imágenes en (1), la inferior segmenta un pequeño cuadro en medio de la caja de cereal. En la su-
perior, logra segmentar una mayor parte de la caja su�ciente para estimar la posición del objeto
en la imagen. De las imágenes en (2), la segmentación de la imagen superior no se llevó a cabo
correctamente, mientras que la de la inferior detectó un cuadro mediano considerado su�ciente.
De las imágenes en (3) y (4) en todas se segmentó la caja, sin embargo, las imágenes superio-
res realizaron segmentaciones erróneas. Como esta última situación es muy común, el módulo
de manipulación primero veri�ca si con la imagen inferior se obtuvieron datos. De lo contrario
se veri�ca la superior, si no hay datos se manda el mensaje de que no es posible la manipulación.

Tabla 4.3: Ángulos en grados encontrados para las posiciones de 5 objetos.

Objeto R/LShoulderPitch RShoulderRoll LShoulderRoll RElbowRoll LElbowRoll
Zucaritas 4.18 35.04 16.53 -15.38 30.44 -31.98
Trix 4.19-1 24.47 13.93 -3.33 36.53 -49.02
Froot Loops 4.19-2 18.08 4.43 9.55 62.85 -76.22
Trix 4.19-3 8.94 1.56 14.55 74.03 -88
Trix 4.19-4 25.53 9.36 10.47 48.16 -67.78

De las cajas de cereal de 4.18 y 4.19 se obtuvieron los ángulos mediante el módulo de mani-
pulación. Los resultados se presentan en la Tabla 4.3 a manera de visualización de los resultados
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calculados por el módulo. La caja de cereal se identi�ca por su nombre y la �gura donde se
presentan las dos imágenes utilizadas para el cálculo de los ángulos de los manipuladores del
robot NAO. Los resultados se demostraron de manera práctica ejecutándolos en el robot.

Figura 4.20: Ejecución de la cinemática directa por parte del robot NAO para tomar la caja de
Zucaritas.

En la Figura 4.20 se observa la ejecución de la cinemática directa por parte del robot NAO
para tomar la caja de Zucaritas. En (a) el robot se encuentra en posición cero, desde donde
comienza la ejecución de movimientos. En (b) el robot separa sus brazos para poder tomar el
objeto con mayor facilidad. En (c) el robot ya ha realizado la cinemática directa y como se
observa, los brazos han llegado a la caja de cereal. Sin embargo, por la con�guración de sus
dedos no es posible tomar todo el objeto. Para el segundo objeto, Trix (4.19-1), la ejecución
de la cinemática directa se observa en la Figura 4.21. De igual manera que para la caja de
Zucaritas, en (a) el robot está en posición cero, en (b) el robot abre sus brazos y en (c) el robot
ejecuta la cinemática directa para llegar al objeto. En esta ocasión, por la posición de la caja
de cereal, el robot logra tomar el objeto con ambas manos.

Figura 4.21: Ejecución de la cinemática directa por parte del robot NAO para tomar la caja de
Trix (4.19-1).

Figura 4.22: Ejecución de la cinemática directa por parte del robot NAO para tomar la caja de
Froot Loops (4.19-2).

En la Figura 4.22 se observa la ejecución de la cinemática directa para tomar la caja de
Froot Loops. Igual que las anteriores el robot NAO en (a) comienza en posición cero, en (b) abre
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sus brazos y en (c) ejecuta la cinemática. El resultado es positivo ya que el robot logra tomar
la caja de cereal. En la Figura 4.23 se realiza la ejecución de la cinemática directa y además se
realiza un movimiento más para levantar el objeto. En (a) el robot está frente al objeto, (b) el
robot ejecuta la cinemática directa y en (c) el robot realiza un movimiento más para levantar la
caja de cereal. Los resultados son favorables ya que este se levanta sin problemas. Para la caja
de Trix de la Figura (4.19-4) no se realizó la cinemática directa de manera correcta, ya que los
ángulos obtenidos hacen que la caja caiga de la plataforma.

Figura 4.23: Ejecución de la cinemática directa por parte del robot NAO para tomar la caja de
Trix (4.19-3).

Se realizó un experimento más para demostrar que el robot es capaz de levantar los objetos.
En la Figura 4.24 se ejecutó el módulo de reconocimiento de objetos una vez mas para la caja
de cereal Froot Loops. En (a) se muestra al robot abriendo los brazos, en (b) se ejecuta la
cinemática directa llegando al objeto y en (c) se observa al robot levantando la caja de cereal.

4.24

Figura 4.24: Ejecución de la cinemática directa por parte del robot NAO para tomar la caja de
Froot Loops.

Los resultados de los experimentos son favorables. Gracias a estos experimentos se a�rma
que el módulo depende del proceso de segmentación de objetos para detectar el tamaño co-
rrecto del objeto. Por otro lado, la mayoría de los experimentos realizados obtuvieron buenos
resultados. Se concluye que mientras los objetos no sean claros y se pueda realizar una buena
segmentación el módulo no tiene inconvenientes de calcular la cinemática directa correcta.

4.4. Conclusión

El módulo de manipulación de objetos desarrollado en este trabajo le permite al robot
humanoide NAO detectar un objeto, estimar su posición 3D y plani�car una trayectoria de ma-
nipuladores para levantarlo sin conocimiento previo de las propiedades del objeto. Este módulo
presenta ciertas restricciones:
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X dependiendo de la plataforma a utilizar se deben realizar los ajustes necesarios

X es necesario conocer la altura de la super�cie donde se encuentran los objetos

X los objetos deben estar dentro del área de trabajo de los manipuladores del robot

X los objetos deben tener un tamaño y peso tales que el robot sea capaz de levantarlo y
manipularlos

X la plataforma debe ser de un tono más claro que los objetos para realizar una buena
segmentación

X si el robot no puede alcanzar la posición calculada simplemente no tomará el objeto

Considerando estas restricciones, los resultados obtenidos en los experimentos son acepta-
bles pues el objetivo de levantar los objetos se ha cumplido. Los experimentos realizados con el
módulo demuestran que éste presenta un buen desempeño ya que tanto en el experimento en
simulación como en la ejecución con el robot real, de un 1 objeto del total no se logró calcular
su cinemática adecuadamente.



Capítulo 5

Módulo de Navegación Espacial

Figura 5.1: Tareas que debe cumplir el módulo de Navegación Espacial.

Tal como se mencionó en la sección de Marco Teórico, los robots de servicios para hoga-
res, hospitales, restaurantes, etc. deben tomar decisiones complejas, como identi�car el medio
con el que interactúan, detectar su objetivo (objetos) y cumplir órdenes (reconocimiento, ma-
nipulación) etc. Estos robots deben tener la capacidad de ser autónomos. Para que un robot
humanoide sea autónomo es necesario que cuente con un sistema de control. Este sistema debe
lograr que el robot sea capaz de interactuar con el medio en el que se encuentra para tomar
decisiones correctas y cumplir metas concretas. El módulo de Navegación Espacial, ver Figura
5.1, tiene el objetivo de brindarle al sistema modular cierta autonomía y control. Este módulo
comprende las siguientes tareas:

1. Construir un mapa bidimensional del lugar donde se encuentra.

2. Estimar su ubicación con respecto al marco de referencia global del mapa construido.

3. Buscar y ubicar el objeto requerido por el usuario.

Para la construcción del mapa bidimensional se utiliza la pose (posición más orientación)
del robot combinado con elementos visuales. Como se observa en la Figura 5.2, el robot reali-
zará un recorrido de circuito cerrado alrededor de la habitación de la cual construirá el mapa.
Éste considerará el marco de referencia global como el punto del cual partió, e irá capturando
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Figura 5.2: Se pretende considerar el marco de referencia global como el punto del cual parte
el robot, éste a su vez debe contar con su propio marco de referencia.

imágenes a cada paso que dé. Las imágenes capturadas las asociará a la posición de donde las
tomó para realizar la construcción del mapa bidimensional.

La búsqueda de objetos la podrá realizar partiendo desde cualquier punto de la habitación.
Esta búsqueda la realiza mediante el uso del enfoque Next Best View el cual parte de la idea de
posicionar al robot de tal manera que ubique mejor al objeto que busca. Una vez encontrado el
objeto, el robot hará uso del Módulo de Manipulación de Objetos para tomarlo. Ya que tomó
el objeto, el mapa bidimensional de la habitación le permitirá ubicarse para regresar al punto
de referencia global simulando la entrega al usuario.

El capítulo está comprendido por la sección 5.1 de Localización Espacial donde se incluye
la construcción del mapa bidimensional y la búsqueda de objeto mediante el enfoque NBV. En
la sección 5.2, se presentan experimentos y resultados del módulo. Finalmente en la sección 5.3,
se plasman las conclusiones del capítulo.

5.1. Localización Espacial

Para que un robot pueda estimar su ubicación en el espacio, se utilizan ciertas herramientas
de localización. Estas herramientas pueden ser GPS, brújulas, acelerómetros, giroscopios, en-
coders e imágenes capturadas por sensores como láser, ultrasónicos y cámaras desde un punto
de partida. Para este trabajo se utilizan las mediciones incrementales de los encoders en las
articulaciones y la cámara del propio robot para ir almacenando su ubicación con respecto a un
marco de referencia global. Ambas herramientas le permitirán al robot la construcción de un
mapa bidimensional del lugar en el que está navegando.
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5.1.1. Construcción de Mapa Bidimensional

La construcción del mapa bidimensional se lleva a cabo mediante dos herramientas: 1)
Odometría y 2) Elementos Visuales. Ambos enfoques van a permitir construir un mapa bidi-
mensional en el plano XY (Figura 5.2) del entorno donde el robot navegue. La idea general
es que antes de que el robot comience a buscar los objetos pedidos por el usuario, éste debe
conocer el entorno donde está trabajando. Para conocer su entorno, el robot tendrá que realizar
un recorrido de circuito cerrado cuadrangular en la habitación, capturando imágenes de lo que
tiene alrededor y a su vez almacenando la pose. Se detallará el desarrollo del algoritmo utilizado
para la construcción del mapa bidimensional más adelante.

Odometría

Como se mencionó en el capítulo deMarco Teórico, la odometría permite estimar la posición
relativa de un robot o vehículo en el plano durante la navegación desde su localización inicial.
En este trabajo se utiliza para determinar y guardar la ubicación del robot durante su recorrido
en la habitación para la construcción del mapa bidimensional.

Figura 5.3: Código de odometría inercial con robot NAO, funciones de Aldebaran.

El robot NAO cuenta con funciones que apoyan en la resolución de varios problemas, uno
de ellos es la odometría. Por razones prácticas se decide utilizar estas funciones. En la Figura
5.3 se observa un pequeño código donde se hace uso de las funciones de odometría inercial de
Aldebaran [18]. En esta implementación se inicializa la pose 2D del robot mediante pose2D (X ,
Y, theta) con valores explícitos recuperados con getRobotPosition(useSensors). Los valores con
los que se inicializa la pose se recuperan desde los encoders magnéticos rotatorios (MRE) de
las articulaciones. Éstos estas contenidos en un vector con la posición absoluta del robot en
el mundo (X, Y en metros) y un ángulo theta Wz en radianes (-pi,pi). Cada que el robot se
enciende almacena una posición absoluta en el mundo.
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Después de guardar la posición inicial, se le indica al robot que camine cierta distancia.
Al terminar de caminar se vuelve a almacenar la pose 2D. Posteriormente se calcula el despla-
zamiento que realizó el robot y el ángulo. Utilizando la función pose2DInverse calcula la pose
2D entre la actual y la siguiente. El ángulo se obtiene mediante modulo2PI el cual regresa un
ángulo entre -pi y pi.

Haciendo uso de las funciones anteriores, se propone el algoritmo para la implementación
de la odometría:

X Lectura de datos odométricos del robot humanoide NAO.

X Control del caminado del robot.

X Procesamiento de datos odométricos.

Considerando un panorama más amplio, se establece el siguiente algoritmo generalizado:

1. Captura de posición del robot con respecto al mundo antes de comenzar a caminar.

2. Detección de inicio del caminado del robot.

3. Simultáneamente, inicio de la recolección de datos odométricos.

4. Procesamiento y acumulación de datos odométricos.

5. Detección de �nalización del caminado del robot. Si no es así se repiten pasos 3 y 4.

6. Cálculo de la distancia que recorre el robot.

7. Almacenamiento de la distancia y posición del robot para la construcción del mapa bidi-
mensional.

Elementos Visuales

El uso de elementos visuales se basa en analizar y crear una base de detalles existentes en
el entorno tomando en cuenta la pose del robot en la cual se captura la imagen. Esta base de
datos se crea de manera similar a la base de datos de objetos en el módulo de reconocimiento
de objetos. En lugar de diferentes imágenes del objeto a reconocer como entrada del módulo,
aquí son necesarias diferentes vistas de la habitación. Se considera que los elementos visuales
más signi�cativos para poder realizar una representación del entorno son los que se encuentran
en las paredes o cerca a ellas. Con los elementos visuales y la ubicación estimada mediante
odometría se construirá el mapa bidimensional de la habitación que recorra el robot.

Por ejemplo, en la Figura 5.4, se muestra una habitación simulada en Webots. En esta
habitación se observan diversos objetos que podrían encontrarse en cualquier casa: cuadros,
mesas, estantes, plantas, ventanas, puertas, etc. Estos objetos tienen una posición determinada
y es sabido que no se moverán de su lugar. El robot tiene que recorrer esta habitación en un
circuito cerrado, de preferencia cuadrangular, tomar imágenes y almacenar la pose estimada de
donde se ha tomado la captura.
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Figura 5.4: Simulación de una habitación en Webots.

Figura 5.5: Captura realizadas por el robot NAO en habitación simulada en Webots. Las cap-
turas se almacenan junto con la pose de donde las tomó.

El robot debe enfocar la captura de imágenes a la pared más cercana por donde él vaya
caminando. En la Figura 5.5, se observan tres capturas realizadas por el robot en diferentes pun-
tos. Mientras realiza el recorrido, tomará una captura cada ciertos pasos dependiendo el número
de imágenes que el usuario indique capturar de la habitación. Por ejemplo, si se requieren 20
imágenes en una habitación de 4 metros por pared, se tomará 1 imagen cada 20 cm. Además del
número de capturas y dimensión de la pared de la habitación, también se puede decidir cuantas
veces se realizará el recorrido. Entre más recorridos se realicen mejor se construirá la habitación.

Una vez terminado el o los recorridos, con la información almacenada por parte del robot se
procede a la construcción del mapa bidimensional. Las imágenes capturadas contendrán objetos
o partes de objetos de los cuales se tiene que adquirir cierta información. Se utiliza el módulo
de reconocimiento de objetos, descrito en el capítulo 3, para la extracción de esta información.
Utilizando este módulo se obtienen los descriptores de la imagen para aprender la información
y asociarla con la pose del robot al momento de capturarla. Esta información se fusiona en una
representación bidimensional la cual será el mapa de la habitación. Antes de iniciar cualquier
recorrido por la habitación, el robot debe detectar la pared más cercana para saber hacia donde
tiene que girar su cabeza. Mientras realiza su recorrido irá tomando imágenes solo girando su
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cabeza hacia la pared detectada. Al momento de que el robot deba girar para recorrer la siguien-
te pared, solo basta con girar en la dirección opuesta a donde detectó la pared para continuar
con el recorrido en la habitación. La detección de la pared se lleva a cabo visualmente. Antes
de comenzar a caminar, el robot debe ser colocado de manera paralela a cualquier pared y en
una esquina de la habitación.

Figura 5.6: Imágenes tomadas por robot NAO antes de iniciar recorrido en la habitación para
detectar la pared divididas en dos, pared más cercana: (a) lado derecho, (b) lado izquierdo, (c)
lado izquierdo.

Entonces, éste capturará una imagen viendo hacia al frente para analizarla. La imagen
se analiza dividiéndola en dos, por ejemplo, en la Figura 5.6, se observan tres capturas de la
habitación en diferentes posiciones. En la imagen (a) la pared más cercana se encuentra a la
izquierda, mientras que en las imágenes (b) y (c) están a la derecha. Cada una de las imágenes
se dividen en dos de manera vertical y se obtienen los keypoints de cada uno de los lados.
Estos keypoint se obtienen con el método A-KAZE utilizado en el módulo de reconocimiento
de objetos. En la imagen que obtenga más keypoints es donde se encontrará la pared, partiendo
de la restricción de que la habitación se encuentra libre de obstáculos.

Figura 5.7: Detección de pared mediante descriptores.

En la Figura 5.7 se muestran los resultados de la evaluación de cada imagen. En éstas
se observan los keypoints señalados con pequeños círculos de colores. En (a) la imagen con
más keypoints es la derecha con 108 contra 36, en (b) la izquierda con 128 contra 50 y en (c)
la izquierda con 119 contra 53. Entonces el robot gira su cabeza hacia esa dirección para ir
aprendiendo la habitación.
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5.1.2. Algoritmo para la construcción del mapa bidimensional

La construcción del mapa bidimensional se lleva a cabo de la siguiente manera. Primero,
el Algoritmo 9, tiene la tarea de ejecutar un recorrido en circuito cerrado alrededor de una
habitación cuadrada por parte del robot. Éste realiza el circuito en la habitación capturando
y guardando imágenes con su respectiva poses. Es necesario conocer, d , la dimensión de una
pared a recorrer de la habitación y p el tamaño de paso al caminar. Otro parámetro que se
puede elegir es cuantas veces realizará el recorrido n . Si se realizan más de un recorrido el
robot reforzará el aprendizaje de la habitación. Al inicio del algoritmo, el robot realiza una
primer captura, TakePicture(), para detectar la pared más cercana DetectNearestWall(). De
esta manera, se obtiene el ángulo, AngleYaw, al cual girará mientras realiza su recorrido.

Algoritmo 9: Módulo de Navegación. Ejecución de un circuito cerrado.

Datos: d dimensiones de la habitación, p tamaño de paso del robot al caminar, n
número de recorridos

Resultado: data imágenes y poses
1 picture =TakePicture()
2 AngleYaw=DetectNearestWall(picture)
3 TurnHead(AngleYaw)
4 Ow=CurrentPose()
5 TotalDistanceWalked=0
6 para j = 1 a n hacer
7 mientras TotalDistanceWalked 6= d× 4 hacer
8 DistanceWalked=0
9 mientras DistanceWalked 6= d hacer
10 Walk(p)
11 RP=CurrentPose()
12 picture =TakePicture()
13 data = (P, I)
14 DistanceWalked=DistanceWalked+p

15 TurnBody(-AngleYaw)
16 TotalDistanceWalked=TotalDistanceWalked+DistanceWalked

Antes de comenzar a caminar, el robot guarda su pose actual mediante odometría Current-
Pose(), como punto de referencia global de la habitación Ow. Entonces se comienza el ciclo de
trabajo por número de recorridos n . Después, se inicializa la variable, TotalDistanceWalked, que
será el indicador de cuanto lleva recorrido el robot de la distancia total que debe recorrer en
toda la habitación. Esta variable se veri�ca mediante un ciclo de trabajo que no se detendrá
mientras la variable no sea igual a d× 4 (distancia de una pared por las cuatro que conforman
la habitación). Dentro de este ciclo de trabajo se encuentra otro ciclo de trabajo que veri�ca la
variable DistanceWalked, (distancia que debe recorrer por pared). Este ciclo de trabajo no se
detendrá mientras la variable sea igual a la distancia a recorrer, d, por pared de la habitación.
Dentro de este ciclo de trabajo se ejecuta la odometría inercial y la captura de imagen (P,
I), cada que el robot camina p distancia por paso. Una vez terminado el ciclo, el robot gira
su cuerpo, TurnBody(-AngleYaw), hacia el ángulo opuesto al cual giró su cabeza para seguir
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recorriendo la habitación.

Después de realizado el circuito y almacenada la base de datos de la habitación, se ejecuta
el Algoritmo 10. En este algoritmo, se hace uso del módulo de reconocimiento de objetos para
aprender una nueva base de datos con la información de las capturas y las poses (P, I). En éste
se le extraen todos los keypoint, se construyen los histogramas por imágenes y se entrena una
red neuronal con GCS. De la red se extraen las clases por imagen obtenidas, classes(N ). Una
vez obtenidas las clases, se veri�ca si una clase formada por varias imágenes tiene mas de una
pose asociada. Si es así se lleva a cabo un promedio entre ellas y se almacena.

Algoritmo 10: Módulo de Navegación. Construcción de mapa bidimensional

Datos: I imágenes, P poses.
Resultado: classes(N,P) clases del mapa bidimensional.

1 para i← 1 to I hacer
2 keypoints =AKAZE(I(i))
3 H(i)=BuildHistos(keypoint)

4 ANN_trained=GCS(H )
5 classes(N )=ANN_trained
6 para i← 1 to N hacer
7 NewPose(i) = 1

n

∑n
j=1P(classes(i))

Posteriormente se utiliza el Algoritmo 11 para utilizar el mapa. El módulo recibe una o
más imágenes, de éstas se extraen los keypoints y se construyen los histogramas de las imágenes.
Los histogramas se envían a evaluar con la red neuronal entrenada para obtener las neuronas a
las que pertenece. Una vez conocidas las clases se obtienen las poses a las cuales corresponde y
se regresa la posición bidimensional en el mapa.

Algoritmo 11: Módulo de Navegación. Utilización del mapa bidimensional

Datos: I imágenes
Resultado: class(I) clases de objetos, Pose pose

1 keypoints =AKAZE(I )
2 H(I )=BuildHistos(keypoint)
3 classes(I )=ANN_trained
4 Pose= 1

n

∑n
j=1NewPose( I)(classes(i))

El algoritmo cuenta con ciertas restricciones como conocer la dimensión de la pared de la
habitación. De esta manera se calcula la distancia total que va a recorrer el robot alrededor de
la habitación. En la habitación no deben de haber obstáculos pues en este trabajo no se está
atacando el problema de evasión de obstáculos. Otra restricción es que si algunos elementos en
la habitación se han movido de lugar el robot debe volver a construir su mapa de navegación.
Los objetos en el centro de la habitación serán desconocidos hasta este punto. No es necesario
conocerlos ya que el robot navegará en busca de algún objeto requerido por el usuario mediante
el enfoque Next Best View descrito en la siguiente sección. El mapa bidimensional se utiliza para
que el robot conozca su posición en la habitación una vez que tome el objeto y deba entregarlo
al usuario en el punto de referencia global.
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5.1.3. Búsqueda de Objeto

Considerando que en este trabajo se deja de lado la evasión de obstáculos. Se establece un
entorno semi-estructurado donde las dimensiones de la habitación son conocidas y los objetos
a buscar estarán en el centro de la habitación sobre una mesa en posición aleatoria. Gracias
al mapa bidimensional, el robot puede comenzar su búsqueda desde cualquier posición en la
habitación. Es necesario solo tomar una o más imágenes de la o las paredes más cercanas para
conocer su ubicación en la habitación y encaminarse hacia el centro de ésta.

Sin embargo, no es su�ciente con acercarse a los objetos para encontrar el requerido por el
usuario. Es necesario utilizar un algoritmo de búsqueda de objeto que facilite la manipulación
acercándose lo su�ciente para poder tomarlo y llevarlo consigo. En este trabajo se propone el
uso del enfoque Next Best View que le permitirá al robot acercarse al objeto buscando la mejor
posición para tomarlo. Entonces, cuando el usuario le indique al robot que busque un objeto el
robot comenzará a navegar en la habitación basado en NBV.

Next Best View

Se considera una variante del enfoque Next Best View (NBV) para la tarea de búsqueda
de objeto. Este enfoque trata con la plani�cación de movimientos requerida para llegar lo más
cerca posible a la mesa que contiene los objetos a buscar. En un contexto de robótica móvil,
NBV se dedica a determinar la acción de sensado futura más apropiada a ejecutar y alcanzar
la mejor vista de un objeto.

Figura 5.8: Captura de la habitación donde aparece mesa con objetos.

Entonces cuando al robot se le indique la búsqueda de un objeto éste comenzará a navegar
en la habitación. Ya que el robot puede conocer su ubicación en la habitación, puede evitar
las paredes e ir directamente a buscar por el centro de ésta. Una vez que el robot ubique la
dirección de las paredes y se aleje de ellas, la búsqueda de objeto da inicio. El robot va a realizar
captura de imágenes constantes para poder determinar hacia donde va a caminar para acercarse
al objeto. En la Figura 5.8 se observa una primer captura de la habitación en la cual el robot
visualiza la mesa con objetos donde buscará el objeto requerido por el usuario.
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Figura 5.9: Captura de la habitación con división progresiva, (1) 2 imágenes, (2) 4 imágenes,
(3) 6 imágenes, (4) 24 imágenes, (5) 28 imágenes, (6) 64 imágenes.

El análisis de los objetos en la imagen se lleva a cabo mediante una división progresiva de
ésta. La imagen se divide en 1010 partes, cada una de éstas se almacena como imagen junto
con sus coordenadas en la imagen original. Esta división se realiza recorriendo la imagen tan-
to horizontal como verticalmente. Por ejemplo, en la Figura 5.9, se presentan algunas de las
divisiones realizadas a la imagen mostrada con anterioridad. En la primer imagen el recorrido
es horizontal y se divide en dos. En la segunda imagen se divide la anterior en 2 partes para
formar 4 imágenes. En la tercer imagen se divide la primera en 3 para formar 6. La cuarta
imagen está dividida en 4 de manera horizontal y 6 en vertical. La quinta imagen también está
dividida en 4 horizontalmente pero en 7 vertical. La sexta imagen se dividió en 8 por 8 y se for-
maron 64 imágenes. Cada una de las imágenes se evalúa mediante el Módulo de Reconocimiento
de Objetos para identi�car al objeto que se está buscando. Por ejemplo, si se quiere buscar la
caja de cereal Nesquik, el módulo veri�cará por todas las imágenes en las que aparece ese objeto.

Figura 5.10: Identi�cación de las coordenadas donde aparece la caja de cereal.

Una vez identi�cadas todas las imágenes donde aparece el objeto, se procede a localizarlas
en la imagen original mediante las coordenadas que se han almacenado. En la Figura 5.10 las
coordenadas de las imágenes se han marcado para indicar en qué lugar de la imagen se encontró
el objeto. En ésta se observa cómo las coordenadas se han marcado cerca del objeto, con algunos
falsos positivos despreciables. Entonces, se obtiene la tasa de positivos hacia donde se identi�ca
el objeto para que el robot avance. Como el robot debe centrar el objeto para poderlo manipu-
lar, éste se moverá hacia donde tienda el objeto a ubicarse. Como no se conoce el tamaño de
los objetos ni de la mesa se establece un umbral mínimo de positivos a alcanzar que indicará
que el objeto aun está muy lejos como para poder ser identi�cado. Cuando cruce ese umbral
dejará de avanzar hacia la mesa y comenzará a rodearla. En este punto el robot no se acercará
más ya que puede chocar con la mesa y caer, así que, solo avanzará hacia los lados sabiendo que
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el objeto debe estar centrado y que debe rodear la mesa que tiene enfrente. Cuando la tasa de
positivos sea mayor a cierto umbral, entonces se acercará un poco a la mesa para poder ejecutar
el Módulo de Manipulación de Objetos.

En el Algoritmo 12, se describe en grandes rasgos las tareas que apoyan a llevar a cabo la
búsqueda de objeto. La entrada del sistema es la etiqueta o nombre del objeto a buscar: label.
Considerando como restricción que la posición del objeto a buscar es en algún lugar en el centro
de la habitación donde el único obstáculo es la mesa, el robot comenzará a avanzar hacia el
centro de la habitación MoveRobot(ahead). La búsqueda del objeto se lleva a cabo mediante un
análisis cíclico de imágenes. Después de avanzar hacia enfrente, el robot captura una imagen,
corta las imágenes y las analiza en busca del objeto con el Módulo de reconocimiento de objetos.
De las imágenes en donde se reconoció el objeto se almacenan las coordenadas y se veri�ca si
la tasa de positivos cumple el umbral mínimo, Iobject(x, y) > MinimumThreshold. Si la cantidad
es menor, el robot continuará realizando ese ciclo para acercarse a la mesa. Si la cantidad es
mayor, se inicia un nuevo ciclo donde el robot rodeará la mesa. Este ciclo es igual al anterior con
la diferencia de que el robot se moverá hacia los lados y veri�cará la tasa de positivos contra un
umbral máximo. Este umbral permite determinar si el objeto buscado se encuentra en la mejor
posición para ejecutar el Módulo de Manipulación de Objetos.

Algoritmo 12: Módulo de Navegación. Next Best View, análisis cíclico de imágenes

Datos: label etiqueta del objeto
Resultado: FLAG=TRUE objeto encontrado

1 FLAG=FALSE
2 ObjectFound=FALSE
3 mientras ObjectFound==FALSE hacer
4 MoveRobot(ahead)
5 image=CaptureImage()
6 I(1010)=CutImage(image)
7 class=ObjectRecognitioModule(I(1010))
8 si class==label entonces
9 Iobject(x, y)=I(class)
10 si Iobject(x, y) > MinimumThreshold entonces
11 ObjectFound=TRUE

12 mientras FLAG==FALSE hacer
13 side=NBV(Iobject(x, y))
14 MoveRobot(side)
15 image=CaptureImage()
16 I(1010)=CutImage(image)
17 class=ObjectRecognitioModule(I(1010))
18 si class==label entonces
19 Iobject(x, y)=I(class)
20 si Iobject(x, y) > MaxiThreshold entonces
21 FLAG=TRUE
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5.2. Experimentos y resultados

Los experimentos de esta sección se dividieron en tres partes: (1) construcción de mapa
bidimensional, (2) búsqueda de objetos, (3) Ubicación en el mapa bidimensional. En un ambiente
semiestructurado libre de obstáculos, donde las dimensiones de una habitación son conocidas
un robot debe navegar para encontrar ciertos objetos. Los objetos se han colocado de manera
aleatoria en el centro de la habitación sobre una mesa. En este punto el robot ya ha aprendido
y etiquetado 10 objetos. Para iniciar una búsqueda de objeto, primero se necesita realizar la
construcción de el mapa bidimensional de la habitación. Este mapa ayuda al robot a conocer en
que parte de la habitación se encuentra para poder ir a buscar un objeto o regresar al punto del
cual partió. Los experimentos se han realizado mediante el simulador Webots y el robot virtual
NAO.

5.2.1. Construcción del mapa bidimiensional

Se construyó la habitación simulada en Webots mostrada en la Figura 5.4, de 6×6 metros.
En esta habitación se colocaron diversos objetos: sillas, mesas, retratos, etc. Se utilizó un robot
NAO virtual para la construcción del mapa bidimensional de esa habitación. El robot inició su
recorrido desde la esquina inferior izquierda de la imagen quedando está como posición global 0
de la habitación. El recorrido lo realizó en circuito cerrado cuadrangular girando su cabeza hacia
la pared para poder capturar las imágenes mientras avanzaba. Para mostrar los resultados de
la construcción del mapa bidimensional de una manera sencilla, las paredes se han enumerado
de 1 al 4 en contra de las manecillas del reloj.

Tabla 5.1: Parámetros principales de los experimentos: Construcción del mapa bidimensional.

Circuito Imágenes Pared1 Pared2 Pared3 Pared4
1 89 20 21 31 17
2 75 18 20 24 13

El robot realizó dos circuitos cerrados de 4×4 alrededor de la habitación en contra de las
manecillas del reloj tomando imágenes y guardando su relación espacial. El número de capturas
que realizó por pared se plasman en la Tabla 5.1. Se almacenaron un total de 164 imágenes y
poses utilizada para la construcción del mapa bidimensional.

Tabla 5.2: Parámetros del módulo de reconocimiento de objetos para la construcción del mapa
bidimensional.

Experimento Entrenamiento Neuronas Epocas Tiempo (seg)
1 164 100 100 4.063
2 164 200 200 14.287
3 164 300 300 33.347
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Ya que se utiliza el Módulo de Reconocimiento de Objetos, los parámetros correspondientes
a los experimentos para este módulo se presentan en la Tabla 5.2. Se realizaron tres construccio-
nes de mapa bidimensional, con 100, 200 y 300 neuronas. La idea es observar el desempeño del
módulo para la construcción de un mapa bidimensional relacionando lo que el robot observó en
su recorrido por la habitación. Los tiempos obtenidos de los entrenamientos son relativamente
pequeños ya que permanecen por debajo del minuto.

Después del entrenamiento se obtuvieron mapas bidimensionales con 72, 111 y 132 poses,
en las Figura 5.11, 5.12 y 5.13 se presentan los mapas construidos. Para veri�car que tan buena
fue la construcción del mapa basta con observar que las neuronas quedaron bien distribuidas a
lo largo del éste. Cada neurona tiene una poses asociada las cuales son los puntos observados
en cada uno de los mapas, es fácil deducir que mientras se incrementa el número de neuronas la
distribución de las poses mejora. Es importante mencionar que las poses fueron homogeneizadas
en la coordenada que permanecía constante al realizar el recorrido para mostrar una distribución
limpia.

Figura 5.11: Mapa bidimensional experimento 1, distribución de las neuronas por pose en la
habitación.

En el primer mapa construido con 100 neuronas la distribución no es muy buena ya que
se observan algunas poses dentro del área donde el robot no ha recorrido, además, en algunas
partes hay amontonamiento de éstas. En el mapa construido con 200 neuronas la distribución
mejor considerablemente en comparación con el mapa anterior. Sin embargo, en este mapa aun
se observan algunos amontonamientos de poses. El mapa construido con 300 neuronas tiene una
mejor distribución, se cubren más espacios y aunque aun se observan algunas poses sobre otras
estas son mínimas. Gracias al mapa bidimensional el robot conocerá donde están las paredes
para no ir hacia ellas mientras realiza una búsqueda de objeto. El mapa también apoya al robot
al momento de regresar al punto del cual partió considerado la posición global O para simular
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que entrega el objeto requerido por el usuario.

Figura 5.12: Mapa bidimensional experimento 2, distribución de las neuronas por pose en la
habitación.

Figura 5.13: Mapa bidimensional experimento 3, distribución de las neuronas por pose en la
habitación.
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5.2.2. Búsqueda de Objeto

Para la ejecución de una búsqueda de objeto se construyeron 10 objetos simulados en el
entorno Webots, mostrados en la Figura 5.14. Los objetos se han colocado de manera aleatoria
sobre una mesa en el centro de la habitación. En esta sección se da por hecho que el robot ya
ha aprendido los objetos con anterioridad, está listo para iniciar una búsqueda de objeto. Se
han propuesto la búsqueda de cada uno de los objetos: (1) corrector líquido, (2) caja de cereal,
(3) tortuga, (4) libro, (5) resistol, (6) celular, (7) medicina, (8) bolsa, (9) dado, (10) regalo.
Se busca identi�car a cada uno de los objetos entre cuatro imágenes mediante el método NBV
propuesto en este capítulo.

Figura 5.14: 10 objetos simulados en Webots.

El robot NAO virtual tomó las 4 capturas de la Figura 5.15, éstas son de diferentes posicio-
nes alrededor de la mesa que contiene a los objetos. De estas capturas se procede a identi�car
a los objetos eligiendo una imagen por objeto. La imagen elegida por objeto se señala en la
Tabla 5.3, donde también se muestran los resultados obtenidos del análisis. Estos resultados
comprenden tasa de verdaderos positivos (TP), tasa de falsos positivos (FP) y porcentaje total
obtenido. La tasa TP al conteo total de veces acertadas donde el objeto aparece, la tasa FP
es el conteo total de veces que confundió al objeto y el porcentaje es el resultado obtenido
considerando los anteriores.

Figura 5.15: Capturas de los objetos sobre la mesa realizadas por el robot NAO virtual.

Los resultados del análisis para cada objeto se muestran en la Figura 5.16. Según el conteo
de verdaderos positivos, los primeros 5 objetos ya pudieran ser tomados, solo es cuestión de
centrarlos en la imagen para que se encuentren dentro del área de trabajo de los manipuladores
del robot. Para los objetos 6, 7 y 8 es necesario buscar una mejor vista que pueda contener más
verdaderos positivos. Mientras que los objeto 9 y 10 han sido confundidos y es muy probable
que no se encuentre una mejor vista. Este experimento es útil ya que en base a los resultados el
robot decidirá hacia donde moverse para poder llegar al objeto requerido. Los resultados mues-
tran un desempeño aceptable con un porcentaje de reconocimiento del 68.19%. Se considera
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Tabla 5.3: Tasa de positivos por objeto identi�cados en las imágenes.

Imagen Tasa (TP) Tasa (FP) Porcentaje (%)
1 1 49 16 75.38
2 1 48 24 66.67
3 1 80 28 74.07
4 3 33 14 70.21
5 4 26 6 81.25
6 2 5 0 100
7 3 13 6 68.42
8 4 1 0 100
9 2 5 54 8.47
10 3 6 10 37.5

Figura 5.16: Detección de los 10 objetos mediante NBV en las capturas realizadas por el robot
NAO virtual.

que el porcentaje ha salido bajo por que las imágenes en simulación tienden a perder calidad
y si el aprendizaje se realizó con imágenes de mejor calidad los objetos se confundirán. Los
resultados demuestran que el método NBV propuesto en este capítulo cuenta con buenas bases
para ejecutar una búsqueda de objeto. Para poder visualizar mejor el uso de este método es
necesario realizar la implementación con un robot real.

5.2.3. Ubicación en el mapa bidimensional

La idea del uso del mapa bidimensional es que una vez que el robot haya tomado el objeto
requerido por el usuario, éste debe ir a entregarlo en la posición global 0 del mapa. Con el mapa
construido el robot es capaz de ubicarse en la habitación con una o dos imágenes de las paredes
más cercanas. Se realizaron 4 experimentos, en la Tabla 5.4 se encuentran los parámetros que
incluyen número de experimento, mapa bidimensional construido en la sección anterior y la
posición real que se pretende calcular (x,y) en metros.

Para la evaluación de la precisión de la construcción de los mapas bidimensionales, el robot
virtual capturó 2 imágenes 5 veces desde las 4 posiciones a evaluar de las paredes más cercanas
en diferente perspectiva. Ejemplos de las capturas realizadas por el robot se observan en la
Figura 5.17, para cada posición se capturaron dos imágenes correspondientes a las paredes más
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Tabla 5.4: Parámetros principales de los experimentos para la ubicación en el mapa.

No. Mapa (x,y) m
1 1 (3.5,0.5)
2 1 (0,0)
3 2 (0.5,3.5)
4 3 (4,4)

Figura 5.17: Ejemplos de capturas realizadas por el robot NAO virtual.

cercanas. Las dos primeras imágenes pertenecen a la posición (0,0), mientras que las otras dos
pertenecen a la posición (4,4) de la habitación. Los resultados se muestran en la Tabla 5.5, para
los cuatro experimentos de las imágenes capturadas se obtuvieron sus poses. Las poses obtenidas
son cercanas a las reales, algunas llegan a ser casi precisas. Los resultados obtenidos arrojaron la
siguiente precisión: primer experimento ±(0,12, 1,2), segundo experimento ±(0,3, 0,16), tercer
experimento ±(0,42, 1,42) y cuarto experimento ±(0,06, 0,1). Como se esperaba, el tercer mapa
bidimensional es el que tiene mejor precisión. Si se desea tener más precisión en la construcción
del mapa bidimensional es necesario tomar más capturas mientras se realiza el aprendizaje de
la habitación y considerar un número elevado de neuronas para entrenar ala red neuronal.

Tabla 5.5: Resultado de las evaluaciones de poses para cada experimento.

1 2 3 4 5
1 (3.7,1.7) (3.6,1.6) (3.7,1.7) (3.8,1.8) (3.3,1.7)
2 (0.1,0.2) (0.2,0.2) (0.3,0.1) (0.3,0.0) (0.3,0.2)
3 (0.0,2.0) (0.0,2.0) (0.2,2.2) (0.0,2.0) (0.2,2.2)
4 (4.0,3.8) (3.9,3.9) (4,4) (3.9,3.9) (3.9,3.9)

5.3. Conclusión

En este capítulo se ha presentado el desarrollo del Módulo de Navegación Espacial. Este
módulo comprende la localización espacial mediante la construcción de un mapa bidimensional
con odometría y elementos visuales. La construcción del mapa bidimensional se realiza hacien-
do uso del Módulo de Reconocimiento de Objetos del capítulo 3 de este trabajo de tesis. Este
módulo se utiliza para aprender la habitación y asociarle una pose a cada neurona que compren-
de la red entrenada para la representación del mapa bidimensional. El Módulo de Navegación
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Espacial también comprende la búsqueda de objetos ya que se utiliza el enfoque NBV para
navegar por una habitación analizando imágenes y tomando decisiones de lo observado en ella.

Los experimentos plasmados en esta sección se realizaron mediante simulación en Webots
y con un robot NAO virtual. Al trabajar con imágenes provenientes de un robot virtual y de un
ambiente virtual, estas disminuyen considerablemente su calidad. Sin embargo, los resultados
son aceptables ya que se logró la construcción de un mapa bidimensional de la habitación y se
realizaron experimento de ubicación con una precisión de hasta ±(0,06, 0,1). De igual manera
se realizaron búsqueda de objetos con un porcentaje de 68.19%, se considera que estos mejoran
en un ambiente real y con una plataforma robótica real ya que la calidad de las imágenes es un
punto clave para la experimentación.



Capítulo 6

Módulo de Interacción Hombre-Robot

La comunicación entre un hombre y un robot es un aspecto importante para los robots de
servicio que pretenden formar parte de la vida cotidiana del hombre. Esta comunicación debe
ser lo más sencillo para ambas partes. La comunicación oral o gestual se considera más sencilla
para el ser humano, pero es complejo para el robot. Por medio de comandos por computadora
sería la opción más conveniente para el robot, pero para un ser humano podría ser tedioso y
complicado. Pensando en un ambiente neutral, se decide que la interacción Hombre-Robot se
lleve a cabo por medio de una aplicación. La aplicación, debe ser muy intuitiva y permitir al
usuario dar las órdenes necesarias para que el robot aprenda objetos y le entregue alguno que
requiera, esto mediante un entorno grá�co.

Figura 6.1: Diagrama de bloques del módulo de interfaz hombre-robot.

Además de contener la aplicación para la comunicación con el usuario, el módulo de in-
teracción hombre-robot, debe permitir la comunicación de todos sus módulos y la plataforma
robótica utilizada. Esta comunicación debe sincronizar tareas básicas del robot, como movimien-
to y captura de imágenes, con tareas del sistema modular. De tal manera que la plataforma
robótica pueda sustituirse sin grandes modi�caciones del sistema.

Considerando lo descrito anteriormente, se diseña el diagrama de bloques del módulo pre-
sentado en la Figura 6.1, el cual encapsula la interfaz entre el usuario y el robot en dos divisiones:
(i) Entorno Grá�co y (ii) Sincronización de Tareas. El entorno grá�co es una aplicación intuitiva
y amigable con el usuario. Este le permite dar las ordenes necesarias al robot para aprender
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objetos nuevos, crear mapa de la habitación y buscar un objeto. Mientras que, la sincronización
de tareas es el intermediario o esqueleto del sistema. Este comunica y sincroniza las funciones
del robot con el módulo de reconocimiento de objetos, manipulación y navegación, así como las
órdenes recibidas del usuario.

En este capítulo se presenta el desarrollo del módulo de interacción hombre-robot. El
diseño y desarrollo del entorno grá�co se presenta en la sección 6.1. Posteriormente, se plasma
la plani�cación de la sincronización de tareas en la sección 6.2.

6.1. Entorno Grá�co

Como se menciona en la sección anterior, la interfaz Hombre-Robot incluye una aplicación
que muestra un entorno grá�co. Este entorno grá�co debe ser sencillo e intuitivo, de esta mane-
ra, permitir que cualquier usuario pueda dar las ordenes necesarias para que el robot aprenda y
busque objetos. Para el desarrollo del entorno grá�co del módulo de interacción hombre-robot,
se considera el diagrama de �ujo del la Figura 6.2.

Figura 6.2: Diagrama de �ujo de la interfaz Hombre-Robot.

Este diagrama de �ujo muestra, de manera general, el proceso del sistema modular. Este
proceso implica desde las opciones que tiene el usuario en la aplicación, así como la presencia
de los módulos de reconocimiento de objetos, navegación y manipulación para cumplir las ta-
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reas requeridas. El usuario puede elegir entre tres opciones: (i) �Aprendizaje de Objetos�, (ii)
�Construcción de Mapa� y (iii) �Búsqueda de Objeto�.

La opción �Aprendizaje de Objetos� permite crear una nueva base de datos de objetos
capturando las imágenes de cada uno y llevando acabo el proceso de aprendizaje. Este proceso
lo realiza enviando la base de datos de objetos al �Módulo de Reconocimiento de Objetos�.

La opción �Construcción de Mapa� facilita la obtención del mapa bidimensional del en-
torno donde tabajará el robot. Esto se realiza solicitando el número de imágenes que capturará
el robot y ejecutando el �Módulo de Navegación� para la captura estas y los respectivos datos
inerciales. Cuando ha terminado la recolección de datos, estos son enviados al �Módulo de Re-
conocimiento de Objetos� para la construcción de dicho mapa.

La �Búsqueda de Objeto� no podrá realizarse sin antes elaborar un aprendizaje de objetos
y una construcción de mapa. Cumpliendo lo anterior, el usuario solo debe indicar la etiqueta
de uno de los objetos aprendidos. Entonces, el �Módulo de Navegación� es lanzado para que el
robot camine por la habitación capturando imágenes. Esta imágenes son analizadas por el �Mó-
dulo de Reconocimiento de Objetos� para detectar el objeto requerido. Al detectar el objeto, el
�Módulo de Manipulación de Objetos� se ejecuta para tomarlo, posteriormente, el �Módulo de
Navegación� plani�cará la trayectoria de regreso al punto de partida para entregar el objeto.

(a)

(b)

(c)

Figura 6.3: Aplicación del sistema modular, (a) ventana principal, (b) advertencia para ingresar
I.P. (c) advertencia para ingresar puerto.

El diseño de la aplicación que realiza el proceso del sistema modular basado en la descrip-
ción anterior, se describe a continuación. En la Figura 6.3 (a), se visualiza la ventana principal
de la aplicación. En esta se observa que lo primero que se debe realizar es ingresar la �I.P.� del
robot y el �Puerto�. Si estos no se ingresan, se desplegaran los mensajes de la Figura 6.3 (b) y
6.3 (c) respectivamente.
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(a) (b)

Figura 6.4: Aplicación del sistema modular, (a) ventana principal opciones habilitadas, (b)
advertencia para editar datos ingresado.

Ingresados correctamente los datos, el botón �Aceptar� habilitará las opciones: �Editar�,
�Aprendizaje de Objetos�, �Construcción de Mapa� y �Búsqueda de Objeto�, (véase 6.4 (a)). El
primero permite editar la I.P. y el puerto antes de avanzar, (véase 6.4 (b)). Mientras que las
otras opciones, son botones que permiten ingresar a las respectivas funciones del sistema, a los
cuales se acceden uno a la vez.

(a) (b) (c)

Figura 6.5: Ventanas que se despliegan antes de comenzar aprendizaje de objetos, (a) Adver-
tencia de postura segura, (b) Reemplazar base de datos existente, (c) Eliminación de base de
datos concluida.

Tal como se mencionó anteriormente, la primer opción permite el aprendizaje de cierto
número de objetos indicado por el usuario. Antes de ingresar a esta opción, se desplegará una
ventana (véase Figura 6.5 (a)), donde se advierte que es necesario que el robot se encuentre en
una postura segura. Además, en caso de que exista una base de datos, se desplegará la ventana
de la Figura 6.5 (b). Esta ventana preguntará si se desea reemplazar la base de datos de objetos.
Posteriormente se desplegará la ventana de la Figura 6.5 (c), comunicando que se ha eliminado
la base de datos.
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(a) (b) (c)

Figura 6.6: Aprendizaje de Objetos, (a) Ventana para ingresar los datos: número de objetos y
número de imágenes, (b) Aceptar datos ingresados, (c) Cancelar aprendizaje de objetos.

Una vez seleccionada la opción de comenzar aprendizaje de objetos, se abrirá la ventana
que muestra la Figura 6.6 (a). En esta ventana, el usuario debe indicar el número de objetos y
número de imágenes por objeto. Ya que se indicaron los parámetros requeridos, se presiona el
botón siguiente y se con�rman los datos ingresados con la ventana de la Figura 6.6 (b).

(a) (b)

/3

/2

/3

/2

Figura 6.7: Módulo de reconocimiento de objeto: entrenamiento, (a) ventana principal, (b)
advertencia etiqueta correcta.

Para la captura de imágenes, la ventana en la Figura 6.7 (a) se despliega. En el panel dere-
cho de esta ventana, se puede observar lo que el robot está visualizando con su cámara superior.
En el panel izquierdo, se observan los indicadores de �Objeto� e �Imagen�, estos marcan el nú-
mero respectivo al cual pertenece la captura que se realizará. Enseguida de estos indicadores se
encuentra un espacio en blanco para ingresar la etiqueta o nombre con el que será identi�cado el
objeto a entrenar en turno. La ventana también cuenta con cinco botones, �Aceptar�, �Capturar
Imagen�, �Comenzar Entrenamiento�, �Reiniciar� y �Cancelar�. Los botones de �Capturar Ima-
gen� y �Comenzar Entrenamiento� se encuentran desactivados por el momento. Al ingresar la
primer etiqueta y presionar el botón �Aceptar�, aparecerá una ventana preguntado si la etiqueta
es correcta (véase Figura 6.7 (b)). Si es así, el botón �Capturar Imagen� se habilita y el de
�Aceptar� se inhabilita.
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(a) (b)

/2

/3 /3

/2

Figura 6.8: Módulo de reconocimiento de objeto: entrenamiento, (a) advertencia de captura
correcta, (b) Indicador �Imagen� incrementando.

La captura de imágenes de los objetos a entrenar se apoya de lo que observa el robot con la
intención de que el usuario colabore. Esto quiere decir que, el usuario debe colocar los objetos
cerca del ángulo de visión del robot e ir cambiándolo de vista a cada imagen capturada. Cada
que se captura una imagen, se despliega una advertencia preguntado si la captura es correcta,
(véase Figura 6.8 (a)). Si es así, el indicador de �Imagen� va a incrementar para capturar la
siguiente (véase Figura 6.8 (b)).

(a) (b)

2/2

/3/3

/2

Figura 6.9: Módulo de reconocimiento de objeto: entrenamiento, (a) indicador �Objeto� incre-
mentando (b) base de datos completa.

Cuando se detecta que la captura de imágenes para el objeto en turno ha terminado. El
botón �Capturar Imagen� se inhabilita y el de �Aceptar� se habilita para ingresar la etiqueta del
nuevo objeto. Además, el indicador �Objeto� se incrementa, (véase Figura 6.9 (a)). La captura
de imágenes para este objeto se realiza de la misma manera que el anterior. Una vez capturadas
todas las imágenes, el sistema detectará que la base de datos ya está completa y habilita el
botón �Comenzar Entrenamiento� (véase Figura 6.9 (b)).
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(a)

(b)

(c)

/3

2/2

Figura 6.10: Módulo de reconocimiento de objeto: entrenamiento, (a) advertencia para comenzar
el entrenamiento, (b) advertencia para cancelar aprendizaje, (c) advertencia para reiniciar la
captura de imágenes.

Al selecciona el botón �Comenzar Entrenamiento�, se desplegará una advertencia pregun-
tado si se desea continuar, (véase Figura 6.10 (a)). Además, los botones �Cancelar� y �Reiniciar�
siempre se encuentran habilitados lo que permite su selección en todo momento. El botón �Can-
celar� cancelará la captura de imágenes y regresará a la ventana principal del sistema, (véase
Figura 6.10 (b)). Mientras que el botón �Reiniciar�, permite reiniciar toda la captura de objetos
e imágenes, (véase Figura 6.10 (c)).

(a) (b) (c)

Figura 6.11: Aprendizaje, (a) Parámetros GCS asignados, (b) Advertencia para editar paráme-
tros, (c) Parámetros GCS campos habilitados.

Después de seleccionar �Comenzar Entrenamiento�, una nueva ventana se desplegará. Esta
es la ventana para ingresar los datos de la red neuronal GCS. Como se observar en la Figura
6.11 (a), se deben ingresar los valores para: número de épocas, número máximo de nodos, valor
de adaptación para el vecindario de la neurona ganadora, valor de adaptación para la neurona
ganadora εb, valor de adaptación para el vecindario de la neurona ganador εn, decremento α,
umbral de eliminación θ, parámetro β y parámetro σ. Estos parámetros tienen ciertos valores
ya asignados (recomendados), solo se pueden editar cuando se presiona el botón que lo indica,
(véase Figura 6.11 (b)). Al aceptar la edición, todos los campos se habilitarán para poder ser
cambiados, (véase Figura 6.11 (c)).
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(a) (b) (c)

Figura 6.12: Aprendizaje, parámetros GCS, (a) Advertencia para cancelar aprendizaje de obje-
tos, (b) Con�rmar datos ingresados, (c) Objetos aprendidos.

El botón �Cancelar�, permite cancelar el aprendizaje y regresar a la ventana principal del
sistema, (véase Figura 6.12 (a)). Mientras que el botón �Siguiente�, permite comenzar el en-
trenamiento de la red neuronal, (véase Figura 6.12 (b)), e indica que los objetos ya han sido
aprendidos, (véase Figura 6.12 (c)).

(a) (b) (c)

Figura 6.13: Ventanas que se despliegan antes de comenzar la construcción del mapa bidimen-
sional, (a) Advertencia de postura segura, (b) Reemplazar mapa existente, (c) Eliminación de
mapa concluida.

Al igual que la opción de comenzar aprendizaje, para la construcción del mapa bidimensio-
nal el sistema desplegará la advertencia de seguridad para el robot. Además, es importante saber
que, antes de comenzar la construcción del mapa, el robot debe encontrarse en la ubicación de
la habitación donde será el marco de referencia o punto origen del mapa, (véase Figura 6.13
(a)). Otro punto importante es que si existen un mapa ya construido, el sistema preguntará si se
desea reemplazar el existente, (véase Figura 6.13 (b)). Al aceptar se indicará que la eliminación
del mapa se ha realizado, (véase Figura 6.13 (c)).
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Una vez ingresado a la opción de construcción de mapa, se solicitará el número de imágenes
que tomará el robot durante su recorrido en la habitación. Así como las dimensiones de largo y
ancho de esta en metros, (véase Figura 6.14 (a)). En esta ventana, el botón �Siguiente� permite
con�rmar los datos ingresados y continuar a la construcción del mapa. Mientras que el botón
de �Cancelar�, terminará el proceso y regresará a la ventana principal del sistema.

(a) (b) (c)

Figura 6.14: Mapa bidimensional, (a) ingresar número de imágenes para el recorrido y dimen-
siones de la habitación, (b) con�rmación de datos ingresados, (c) cancelación de construcción
del mapa.

Después de con�rmar los datos, una nueva ventana se despliega para continuar con la cons-
trucción del mapa bidimensional, (véase Figura 6.15 (a)). En la parte superior de esta ventana
se observa lo que el robot ve con su cámara y las dimensiones de la habitación que recorrerá.
En la parte inferior, se observa el indicador �Imagen�, y los botones �Reiniciar�,�Comenzar Re-
corrido� y �Cancelar�.

(a) (b) (c)

Figura 6.15: Construcción de mapa bidimensional, (a, (b) reiniciar el recorrido, (c) cancelación
de construcción del mapa.
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Al seleccionar �Comenzar Recorrido� el robot empezará a moverse y capturar imágenes
alrededor de la habitación, guardando su ubicación. La captura de imágenes se realiza cada
cierta distancia, dependiendo del número de estas indicado. Mientras se avanza con la captura
de imágenes alrededor de la habitación, el indicador �Imagen� incrementa, en la parte inferior
se observa la distancia recorrida por el robot y se detendrá cuando regrese al punto donde partió.

El botón de �Reiniciar� permitirá volver a comenzar el recorrido, (véase Figura 6.15 (b)).
Mientras que el botón �Cancelar� permite cancelar la construcción del mapa y volver a la ven-
tana principal del sistema, (véase Figura 6.15 (c)).

(a) (b) (c)

Figura 6.16: Ventanas que se despliegan antes de comenzar la búsqueda de objetos, (a) Adverten-
cia de postura segura, (b) No existe base de datos de objetos, (c) No existe mapa bidimensional
de habitación.

Al seleccionar la tercer opción del sistema modular, el cual es la búsqueda de objetos, se
desplegará el mensaje de la Figura 6.16 (a). Este mensaje advierte que el robot debe estar en
una postura segura antes de comenzar la búsqueda. Es importante saber que solo se podrá
ingresar a la opción de comenzar una búsqueda de objetos una vez que se hayan realizado el
aprendizaje de objetos y la construcción del mapa bidimensional de la habitación. Si no se
ha realizado un aprendizaje de objetos, se desplegará un mensaje indicando que es necesa-
rio realizarlo, (véase Figura 6.16 (b)). De igual manera, si no se ha realizado una construcción
de mapa, se desplegará un mensaje indicando que es necesario realizarlo, (véase Figura 6.16 (c)).

Habiendo ingresado a la opción búsqueda de objeto, se abrirá una ventana donde el usuario
debe elegir, de una lista, el objeto que desea que el robot le entregue. Además, debe ingresar
la altura de la plataforma que soporta los objetos (véase Figura 6.17 (a)). Esta misma ventana
tiene los botones �Siguiente� y �Cancelar�. El primer botón con�rma el objeto seleccionado,
(véase Figura 6.17 (b)). Mientras que el segundo cancela la búsqueda y regresa a la ventana
principal del sistema, (véase Figura 6.17 (c)).
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(a) (b) (c)

Figura 6.17: Búsqueda de objetos, (a) selección de objeto y altura de plataforma, (b) con�rmar
datos ingresados, (c) cancelar búsqueda de objeto.

(a) (b) (c)

Figura 6.18: Búsqueda de objetos, (a) ventana principal para comenzar búsqueda, (b) reiniciar
búsqueda de objetos, (c) cancelar búsqueda de objetos.

Con el objeto ha buscar seleccionado, se ingresa a la ventana de la Figura 6.18 (a), donde se
observa lo que el robot esta viendo en la parte superior. En la parte inferior, se muestra el objeto
que se está buscando y un indicador que muestra el estado de la búsqueda, el cual comienza
en �NO ENCONTRADO�. De igual manera, se encuentran los botones �Reiniciar�, �Comenzar
Búsqueda� y �Cancelar�. El botón �Reiniciar� permite comenzar nuevamente la búsqueda del
objeto desplegando el mensaje de advertencia de la Figura 6.18 (b). El botón de �Cancelar�,
cancela la búsqueda de objeto, (véase Figura 6.18 (c)), y regresa a la ventana principal del
sistema.

La opción �Comenzar Búsqueda�, comienza la búsqueda del objeto, (véase Figura 6.19 (a)).
La búsqueda se realiza mediante un proceso cíclico donde el robot navega por la habitación
tomando imágenes y evaluándolas para encontrar el objeto. El proceso cíclico se detiene una
vez encontrado el objeto, el cual se indica cambiando el estado a �ENCONTRADO�, (véase
Figura 6.19 (b)). Una vez encontrado el objeto, se inicia el módulo de manipulación de objetos
para levantarlo. Ya que el robot levantó el objeto, el módulo de navegación realiza la planeación
de la trayectoria para regresar al punto de origen de la habitación.
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(a) (b)

Figura 6.19: Búsqueda de objetos, (a) comenzar búsqueda de objetos, (b) objeto encontrado.

6.2. Sincronización de Tareas

Además de la aplicación, el módulo de interacción hombre-robot permitir la comunicación
de todos sus módulos y la plataforma robótica utilizada. Esta comunicación sincroniza tareas
básicas del robot como movimiento, adquisición de información de sensores y captura de imá-
genes, con tareas del sistema modular. De tal manera que si se quisiera sustituir la plataforma
robótica, la re-codi�cación del sistema se realice sin grandes modi�caciones.

Figura 6.20: Módulo de Interacción Hombre-Robot: sincronización de tareas.

La sincronización de tareas, considerada el intermediario o esqueleto del sistema, se detalla
en la Figura 6.20. En esta se observa, de manera independiente encerrados por medio de líneas
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punteadas, cada uno de los módulos del sistema y la plataforma robótica. Este intermediario
comunica y sincroniza las funciones del robot con el módulo de reconocimiento de objetos, ma-
nipulación y navegación, así como las órdenes recibidas del usuario. El proceso que sigue cada
orden, sus carpetas y elementos que interviene, se identi�ca con un mismo color.

El sistema parte del usuario. Después de que este ingrese la I.P. y el puerto del robot, podrá
iniciar el aprendizaje de objetos nuevos, creación de mapa de la habitación y búsqueda de un
objeto. Para el aprendizaje de objetos, los datos de número de imágenes, objetos y etiquetas se
almacenan en un archivo en formato de texto. Posteriormente, se van capturando las imágenes
llamando a la función de �Tomar Fotografía� del robot. Estas imágenes se almacenan en su
propia carpeta. Una vez terminada la captura de imágenes, se almacenan los parámetros para
la red neuronal (número de épocas, neuronas, etc) en un archivo de texto y se lanza la función
de �Entrenamiento� del módulo de reconocimiento de objetos. Esta función creará un archivo
de texto con la información de la red entrenada.

La construcción del mapa de la habitación, crea un archivo de texto donde almacena el
número de imágenes que tomará el robot y las dimensiones de la habitación donde realizará la
recopilación de información. De manera paralela se lanza la función de �Tomar Fotografía� del
robot y la de �Navegación�. Esta última, a su vez, llama a la función de �Mover Robot� y �Datos
Inerciales� del robot. Así es como se lleva acabo la recopilación de imágenes y odometría. Los
datos de odometría se almacenan en un archivo de texto. Cuando la recopilación de datos e
imágenes �naliza, se ejecuta la función de �Entrenamiento� del módulo de reconocimiento de
objetos y se crea el archivo de texto de la red entrenada tomando en cuenta la información de
los datos almacenados mediante odometría.

Para realizar una búsqueda de objetos, se debió haber realizado el aprendizaje de estos
y la construcción del mapa de la habitación, de otra manera el sistema no permitirá avanzar.
Si se cumple con lo anterior, el usuario deberá indicar el nombre del objeto y la altura de la
plataforma que soporta los objetos. Estos se almacenan en un archivo de texto y se procede
a ejecutar el análisis cíclico de imágenes. Para esto, la función de �Tomar Fotografía� se lanza
junto con la �Navegación� que incluye las funciones �Mover Robot� y �Datos Odométricos�. Este
análisis cíclico envía las imágenes capturadas a analizar con la función de �Reconocimiento� del
módulo de reconocimiento de objetos.
Si el objeto se reconoce, se lanza la función de �Next Best View� del módulo de navegación.
Esta función entrega la siguiente posición recomendada para la cámara, la cual se ejecuta mo-
viendo al robot completo. Si se detecta que el objeto está lejos, se lanza de nuevo el análisis
cíclico del imágenes con el �n de acercarse al objeto. Si se detecta que el objeto está cerca, se
lanza la función de �Tomar Fotografía� del robot. Esta imagen capturada se envía al módulo
de manipulación junto con la altura de la plataforma que soporta a los objetos. Este módulo
entregará los ángulos para el movimiento de manipuladores, los cuales se envían a la función de
�Mover Brazos� del robot.

Una vez realizados los movimientos se detecta si el objeto se levantó correctamente si no fue
así se realiza de nuevo el cálculo de ángulos ejecutando el módulo de manipulación de objetos. Si
el objeto se levantó correctamente, se ejecuta la función de �Tomar Fotografía� para determinar
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la posición del robot en la habitación enviando esta a la función de �Mover robot� del módulo de
navegación. Esta función utiliza el mapa construido para determinar donde se encuentra el robot
y calcula la trayectoria más cercana al punto del cual partió. Una vez calculada la trayectoria,
ésta se envía a la función de �Mover robot� del mismo módulo y se procede a ejecutarla.



Capítulo 7

Implementación del sistema

En este capítulo se presenta la implementación del sistema modular para el reconocimiento
de objetos en un contexto de robótica de servicio. La implementación se ha realizado con el
robot humanoide NAO, en un ambiente semiestructurado. Se ha apoyado al robot a aprender
la base de datos propia presentada en el capítulo del Módulo de Reconocimiento de Objetos. Los
objetos se han colocado de manera aleatoria en el centro de una habitación en una plataforma
de 30 cm. La habitación mide 4×3 metros, sin embargo, se la ha indicado al robot realizar la
construcción del mapa bidimensional en un espacio de 3×3 metros. La habitación tiene diver-
sos elementos, entre ellos posters con diferente información. Los experimentos realizados son:
(1) reconocimiento de objetos individualmente, (2) construcción de mapa bidimensional, (3)
búsqueda de diferentes objetos en la habitación, (4) manipulación de objetos, (5) ubicación en
el mapa bidimensional. Se asume el uso de la interfaz hombre-robot en la implementación del
sistema modular.

Cada uno de los experimentos forma una sección de este capítulo e incluyen parámetros
seleccionados para la implementación y resultados. En la sección 7.1 Reconocimiento de Objetos
se muestra la base de datos propia, los resultados del entrenamiento y de la evaluación de los
objetos individualmente. La construcción del mapa bidimensional de la habitación donde se
ejecutan los experimentos se muestra en la sección 7.2. La sección 7.3 presenta la búsqueda
de cada uno de los objetos de la base de datos propia en la habitación. La manipulación de
objetos de la sección A.4 se realiza de igual manera para cada uno de los objetos de la base de
datos, considerando que el robot ya ha llegado a ellos. La ubicación en el mapa bidimensional
de la sección 7.5 se realiza para comprobar que el robot es capaz de saber en qué lugar de la
habitación se encuentra para poder regresar al punto del cual partió.

7.1. Reconocimiento de Objetos

La implementación del módulo parte del entrenamiento de los objetos a buscar. Se ha
utilizado la base de datos propia presentada en el capítulo 3 Módulo de Reconocimiento de
Objetos. Los objetos se muestran en la Figura 7.1, estos son 20 objetos de diferentes formas,
tamaños y texturas. Para el entrenamiento, cada uno de ellos recibe una etiqueta diferente para
identi�carlos: (1) Mndonald, (2) Zapato, (3) Corrector, (4) Perfume, (5) Celular, (6) Tortuga,
(7) Dado, (8) Resistol, (9) QG5, (10) Libro, (11) Cereal, (12) Regalo, (13) Bolsa, (14) Gel, (15)
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Medicina, (16) Plumón Azul, (17) Plumón Rojo, (18) Spray, (19) Osito, (20) Libreta.

(1) (2) (3) (4) (5) (6) (7) (8) (9) (10)

(11) (12) (13) (14) (15) (16) (17) (18) (19) (20)

Figura 7.1: Base de datos de 20 objetos, (1) Mndonald, (2) Zapato, (3) Corrector, (4) Perfume,
(5) Celular, (6) Tortuga, (7) Dado, (8) Resistol, (9) QG5, (10) Libro, (11) Cereal, (12) Regalo,
(13) Bolsa, (14) Gel, (15) Medicina, (16) Plumón Azul, (17) Plumón Rojo, (18) Spray, (19)
Osito, (20) Libreta.

Se ha utilizado la robot humanoide NAO para la captura de 20 imágenes de cada uno de
los 20 objetos. El usuario apoyó con la captura de la base de datos, colocando los objetos frente
al robot en una base de color homogéneo y claro. En la Figura 7.2, se pueden observar tres
capturas realizadas al robot NAO durante el entrenamiento de los objetos: (a) Mcdonald, (b)
Zapato y (c) Corrector. El entrenamiento se realizó sobre una plataforma de color blanco para
evitar texturas que pudieran confundir el aprendizaje del objeto.

Figura 7.2: Captura de la base de datos realizada por el robot NAO, entrenamiento del objeto:
(a) Mcdonald, (c) Zapato, (c) entrenamiento del objeto corrector.

Los parámetros elegidos para el entrenamiento de la red neuronal son los mostrados en la
Tabla 7.1. Ya que se tienen 20 objetos y 20 imágenes por objeto, el número máximo de neuro-
nas y de épocas se eligen para ser el doble que el total de histogramas a entrenar. El resto de
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parámetros permanecen siendo los mismos utilizados en los experimentos del capítulo 3.

Tabla 7.1: Parámetros para el módulo de reconocimiento de objetos.

Parámetros
Número de Objetos 20

Imágenes de Entrenamiento 20
Número de Neuronas 800
Número de Épocas 800
Adaptación (neurona

ganadora) εb
0.05

Adaptación (vecindario
neurona ganadora) εn

0.005

Decremento α 0.999
Umbral de Eliminación θ 0.001

El resultado del entrenamiento de la red se plasma en la grá�ca de barras de la Figura
7.3. Esta grá�ca muestra el número de neuronas asociadas a cada objeto entrenado. Se observa
que para algunos objetos los histogramas se separaron en más neuronas. Por ejemplo, para los
objetos 2 y 14 se distribuyeron en 19 neuronas, para los objetos 4 y 19 en 18 neuronas y para
los objetos 3, 13 16 y 18 se distribuyeron en 17 neuronas. Los histogramas de los demás objetos
fueron distribuidos en menos de 16 neuronas.

Figura 7.3: Grá�ca de barras de objetos contra neuronas del entrenamiento de los 20 objetos.

Para la evaluación del módulo, se tomaron 10 imágenes más de cada uno de los objetos y se
reconocieron con la red neuronal entrenada. Los resultados se plasma en la matriz de confusión
de la Tabla 7.2. En esta matriz los 20 objetos se evalúan contra los 20 mismos, la diagonal entre
éstos muestra los aciertos del reconocimiento.
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Tabla 7.2: Matriz de confusión de la identi�cación de los 20 objetos.

1 2 3 4 5 6 7 8 9 10 11 12 13 14 15 16 17 18 19 20
1 10 0 0 0 0 0 0 0 0 0 0 0 0 0 0 0 0 0 0 0
2 3 5 0 1 0 0 0 0 0 0 0 0 0 0 0 1 0 0 0 0
3 1 1 8 0 0 0 0 0 0 0 0 0 0 0 0 0 0 0 0 0
4 2 1 0 4 0 1 0 0 0 0 1 0 0 0 0 0 1 0 0 0
5 0 0 0 0 9 0 1 0 0 0 0 0 0 0 0 0 0 0 0 0
6 0 0 0 0 0 10 0 0 0 0 0 0 0 0 0 0 0 0 0 0
7 0 0 3 0 0 0 7 0 0 0 0 0 0 0 0 0 0 0 0 0
8 0 1 0 0 0 2 0 6 0 0 0 0 1 0 0 0 0 0 0 0
9 1 0 5 0 0 0 0 0 4 0 0 0 0 0 0 0 0 0 0 0
10 0 1 0 0 1 0 0 1 0 5 1 0 0 0 1 0 0 0 0 0
11 0 0 0 1 0 0 0 1 0 0 8 0 0 0 0 0 0 0 0 0
12 0 0 3 0 0 0 0 0 0 0 0 7 0 0 0 0 0 0 0 0
13 0 0 0 0 0 0 0 0 0 2 0 0 6 0 1 0 0 0 1 0
14 1 1 0 0 1 0 0 0 0 0 0 1 0 4 1 0 0 1 0 0
15 0 2 0 0 0 2 0 0 0 0 0 1 0 0 4 1 0 0 0 0
16 0 0 1 0 0 0 0 1 1 0 0 0 0 0 0 7 0 0 0 0
17 0 0 0 0 0 0 0 0 0 0 0 1 0 0 0 1 8 0 0 0
18 1 1 1 1 0 1 0 0 0 0 0 0 0 0 1 0 0 4 0 0
19 0 0 0 0 0 6 0 0 0 0 0 0 0 0 0 0 0 0 4 0
20 0 0 0 1 0 0 0 1 0 0 0 0 0 0 0 0 0 0 0 8

El porcentaje total de la clasi�cación es de 64%, el cual es aceptable. Sin embargo, se
considera que se obtuvo un porcentaje bajo debido a algunos de los objetos entrenados. Por
ejemplo, el cuarto objeto es el perfume, este objeto no tiene mucha textura y seguramente los
histogramas extraídos no pudieron describirlo correctamente por lo que se confundió con más
de un objeto. El noveno objeto correspondiente al medicamento QG5 se confundió con el objeto
3 siendo éste el corrector, un objeto similar ya que ambos tienen muchas letras en sus etiquetas.
Los objetos 14, 15 y 18 son el gel, el medicamento y el spray, estos objetos tienen textura sin
embargo solo se pueden observar desde ciertas vistas. De igual forma que con el perfume, los
histogramas de ciertas vistas no lograron describir al objeto haciendo que éstos se confundiera
con más de un objeto. El osito de peluche, el cual es el objeto 19, se confundió con el objeto 6,
siendo este la tortuga. Los objetos son muy diferentes pero los histogramas del osito se tienden
a parecer al de la tortuga.

Se consideran varios factores para justi�car la evaluación obtenida. El robot humanoide
NAO tiene una cámara de baja calidad a la cual se le pueden hacer algunos ajustes para
mejorarla. Sin embargo, la de�nición de sus capturas no permite percibir toda la textura de los
objetos. Además, las condiciones del ambiente como iluminación, perturban las tomas realizadas
por el robot. Para mejorar el porcentaje obtenido con el robot NAO se considera que es necesario
tener una base de datos con objetos con su�ciente textura y un tamaño más grande. Estas
consideraciones permitirán que las imágenes obtenidas por el robot tengan más información ya
que la iluminación del ambiente es un problema que no se puede controlar en todo momento.
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7.2. Construcción de Mapa Bidimensional

La construcción del mapa bidimensional se llevó a cabo en una habitación de 4×3 metros,
de la cual el robot relizó la construcción del mapa bidimensional en un espacio de 3×3 metros.
La habitación tiene diversos elementos, entre ellos posters con diferente información. En la Fi-
gura 7.4 se muestran las cuatro paredes de la habitación donde se pueden apreciar los elementos
utilizados para el aprendizaje de ésta. Las paredes se han enumerado de la uno a la cuatro en
contra de las manecillas del reloj para mostrar los resultados de manera sencilla.

Figura 7.4: Paredes que conforman la habitación de la cual se construye el mapa bidimensional
numeradas en contra de las manecillas del reloj de la 1 a la 4.

Los objetos se han colocado de manera aleatoria en el centro de una habitación en una
plataforma de 30 cm, ver Figura 7.5. En esta plataforma se encuentran los 20 objetos de la
base de datos distribuidos en las orillas con el �n de que el robot pueda apreciarlos mejor y que
queden dentro del área de trabajo de sus manipuladores al momento de tomarlo.

Figura 7.5: Los 20 objetos de la base de datos se colocaron por el centro de la habitación en
una plataforma de 30 cm.

Se realizaron tres recorridos en la habitación para poder construir un mapa más preciso. El
robot inició su recorrido desde la esquina derecha de la imagen 7.5 quedando está como coorde-
nada global (0,0) de la habitación. Los recorridos los realizó en circuito cerrado cuadrangular de
3×3 m, girando su cabeza hacia la pared para poder capturar las imágenes mientras avanzaba y
guardando su posición relativa, ver Figura 7.6. El primer y tercer recorrido los realizó en contra
de las manecillas del reloj, el segundo en sentido contrario.

El número de capturas que realizó en cada recorrido por pared se indican en la Tabla 7.3.
En esta tabla se indica el número de circuito realizado, las imágenes totales tomadas y las
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Figura 7.6: El robot realiza su recorrido girando su cabeza hacia la pared más cercana para
poder capturar imágenes de la 1ra. a la 4ta. pared, (1) captura de la pared 1: posición inicial
(0,0), (2) captura pared 1: posición (2,0), (3) captura pared 2, posición (3,0), (4) captura pared
2, posición (3,2), (5) captura pared 4, posición (0,3), (6) captura pared 4, posición (0,0).

imágenes capturadas correspondientes a cada pared. Se almacenaron un total de 68 imágenes y
poses utilizada para la construcción del mapa bidimensional.

Tabla 7.3: Parámetros principales de los experimentos: Construcción del mapa bidimensional.

Circuito Imágenes Pared1 Pared2 Pared3 Pared4
1 25 7 7 5 6
2 26 5 8 5 8
3 17 5 5 4 3

Las imágenes capturadas y las poses son la entrada a la variante del Módulo de Recono-
cimiento de Objetos utilizado en este trabajo para el aprendizaje de la habitación. El uso del
módulo requiere especi�car ciertos parámetros para el entrenamiento de la red neuronal que
conformará el mapa de la habitación. Los parámetros se muestran en la Tabla 7.4, estos in-
cluyen número de experimento por mapa bidimensional, número total de imágenes a entrenar,
número máximo de neuronas y número de épocas. Se enviarán las 68 imágenes que conforman
la base de datos de los recorridos realizado por el robot y se entrenará con 400 y 500 neuronas
para construir dos mapas bidimensionales.

Tabla 7.4: Parámetros del módulo de reconocimiento de objetos para la construcción del mapa
bidimensional.

Experimento Entrenamiento Neuronas Épocas
1 68 400 100
2 68 500 200

Después del entrenamiento, los mapas bidimensionales quedaron con 27 y 36 poses del
primer y segundo experimento respectivamente. En la Figura 7.7, se presentan los mapas bi-
dimensionales obtenidos, los puntos azules en el grá�co representan las poses donde el robot
capturó las imágenes. El (1) representa el mapa ideal que muestra las poses reales donde se
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tomaron las capturas, el (2) corresponde al mapa construido del experimento 1 y el (3) re-
presenta el mapa construido en el experimento 2. Estos mapas representan la distribución de
las neuronas con la pose asociada. Se observa que al incrementar las neuronas de 400 a 500
la distribución mejora un poco, sin embargo, el mapa construido se redujo de 3 × 3 metros a
1,5 × 1,5 metros. Se deduce que la obtención de un mapa más pequeño fue debido a que hay
muchos falsos positivos y las poses se asociaron entre ellas a tal punto de reducirse.

Figura 7.7: Mapa bidimensional construidos, distribución de las neuronas por pose en la habi-
tación.

Es importante mencionar que las poses almacenadas por el robot fueron homogeneizadas en
la coordenada que permanecía constante al realizar el recorrido para mostrar una distribución
limpia. Como se ha mencionado en secciones anteriores de esta tesis, el mapa bidimensional
apoyará al robot a identi�car las paredes para no ir hacia ellas mientras realiza una búsqueda
de objeto, así como a regresar al punto del cual partió considerado la coordenada global (0,0)
para simular que entrega el objeto requerido al usuario.

7.3. Búsqueda de Objetos

Para la ejecución de la búsqueda de objetos se propuso buscar de 10 objetos entrenados
de la base de datos. Los objetos se colocaron por el centro de la habitación, en una plataforma
de 30 cm de altura, distribuidos en las orillas para que el robot pudiera apreciarlos mejor, ver
Figura 7.8.

Considerando que el robot ya ha aprendido los objetos, se inicia la búsqueda de objetos.
Se han propuesto la búsqueda de 10 de los objetos: (1) corrector líquido, (2) caja de cereal,
(3) tortuga, (4) mcdonald, (5) plumón azul, (6) celular, (7) plumón rojo, (8) libreta, (9) dado,
(10) regalo. Se busca que el robot logre identi�car a cada uno de los objetos entre cuatro ex-
ploraciones alrededor de la mesa, ver Figura 7.9. En la primer exploración todos los objetos se
encuentran en la mesa, en la segunda se dejan 10 objetos sobre la mesa, en la tercera 5 y en la
cuarta 2.

El robot NAO capturó 10 imágenes por exploración, éstas son de diferentes posiciones
alrededor de la mesa que contiene a los objetos. La idea es que de las exploraciones el robot
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Figura 7.8: Plataforma de 30 cm de altura con los 20 objetos de la base de datos.

Figura 7.9: Capturas de los objetos sobre la mesa realizadas por el robot NAO durante las
exploraciones, (1) 20 objetos, (2) 10 objetos, (3) 5 objetos, (4) 2 objetos.

identi�que el objeto buscado. En la Tabla 7.5 se señalan los objetos, el número de exploración
en la que se está buscando y los resultados que comprenden tasa de verdaderos positivos (TP),
tasa de falsos positivos (FP) y porcentaje total obtenido. La tasa TP es el conteo total de veces
acertadas donde el objeto aparece, la tasa FP es el conteo total de veces que confundió al objeto
y el porcentaje es el resultado obtenido considerando los anteriores.

Algunas imágenes de los cuatro recorridos se muestran en la Figura 7.10, presentando re-
sultados para cada objeto. En (1) se observa que la etiqueta del corrector a sido detectada,
el siguiente paso es centrar la imagen lo que permitirá detectar mejor el objeto. En (2), (3)
y (5) se busca al regalo, al dado y al celular respectivamente, si observa que debido al valor
pequeño de tasa positiva el robot procederá a moverse para observar mejor los objetos. En la
imagen (4) y (7) el robot ha detectado al objeto y ya que éste se encuentra ligeramente centrado
le es posible tomarlo. En la (6) el objeto plumón azul a sido confundido completamente con
uno de los posters de la habitación. En las imágenes (8), (9) y (10) los objetos se han detec-
tado con una tasa de positivos alta y ya que están centrados el robot puede proceder a tomarlos.

Los resultados muestran un desempeño pobre con un porcentaje de reconocimiento del
54.74%. Se considera que el porcentaje ha salido bajo ya que las imágenes del robot son difusas
y de baja calidad. Otra razón es que este módulo depende del entrenamiento de los objetos, si
se obtuvo bajo porcentaje de clasi�cación NBV tenderá a confundir los objetos. Sin embargo,
los resultados demuestran que el método NBV cuenta con buenas bases para ejecutar una
búsqueda de objeto y se espera que el porcentaje pueda mejorar si se utiliza una mejor cámara
o procesamiento de imagen antes de evaluar.
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Tabla 7.5: Tasa de positivos por objeto identi�cados en las exploraciones.

Exploración Objeto Tasa (TP) Tasa (FP) Porcentaje (%)
1 Corrector 101 100 50.24
1 Dado 6 9 40
1 Regalo 26 22 54.16
1 Mcdonald 60 46 56.6
2 Celular 52 51 50.48
2 Plumón Azul 17 18 48.57
2 Plumón Rojo 24 38 38.7
2 Libreta 172 86 66.67
3 Tortuga 90 45 67
4 Cereal 81 27 75

Figura 7.10: Capturas de los objetos sobre la mesa realizadas por el robot NAO virtual.

7.4. Manipulación de Objetos

El Módulo de Manipulación de Objetos se ejecuta una vez que el robot encontró el objeto y
se acercó a él. Entonces, para llevar a cabo la validación de este módulo, el robot se ha colocado
frente a la plataforma de 300 mm de altura que se encuentra en el centro de la habitación.
Por practicidad, los objetos se colocan frente al robot en posición aleatoria dentro de su área
de trabajo. Se eligieron los 10 objetos de la base da datos que no tuvieran colores claros para
poder realizar una detección apropiada. Los objetos a manipular son (1) Bolsa, (2) Regalo, (3)
Tortuga, (4) Cereal, (5) Mcdonald, (6) Osito, (7) Libro, (8) Resistol, (9) Dado, (10) Zapato. En
la Figura ?? se observa al robot enfrente a los primeros cuatro objetos.

Como se ha mencionado en la descripción del módulo de manipulación de objetos, la entra-
da a éste son dos imágenes capturadas por el robot. Estas imágenes se capturan con la cámara
superior e inferior del robot NAO, después de girar su cabeza hacia abajo para observar la
super�cie de la mesa, ver Figura 7.11.
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(1) (2) (3) (4)

Figura 7.11: Robot enfrente de cada uno de los objetos a manipular, (1) Bolsa, (2) Regalo, (3)
Tortuga, (4) Cereal.

En la Figura 7.12 se observan las dos imágenes capturadas de los 10 objetos a manipular.
Ya que las cámaras del robot NAO tiene una desviación entre ellas, algunos objetos pequeños
no se logran apreciar con ambas cámaras por ejemplo el dado y el regalo. En la mayoría de
las imágenes capturadas con la cámara superior, la detección falla detectando el suelo de la
habitación como objeto. Sin embargo, el módulo permite realizar la manipulación mientras el
objeto aparezca en una de las dos imágenes capturadas por el robot considerando primero la
detección en la imagen inferior.

(6) (7) (8) (9) (10)

(1) (2) (3) (4) (5)

Figura 7.12: Capturas del robot NAO de las dos imágenes de los 10 objetos y la detección de
estos, (1) Bolsa, (2) Regalo, (3) Tortuga, (4) Cereal, (5) Mcdonald, (6) Osito, (7) Libro, (8)
Resistol, (9) Dado, (10) Zapato.

El resultado del módulo es el cálculo de la cinemática inversa de ambos manipuladores del
robot humanoide NAO. Los ángulos calculados se plasman en la Tabla 7.6 para su visualización,
se identi�can los 10 objetos por su nombre y 5 ángulos correspondientes a las articulaciones del
robot NAO.
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Tabla 7.6: Ángulos en grados calculados para las posiciones de los 10 objetos.

Objeto R/LShoulderPitch RShoulderRoll LShoulderRoll RElbowRoll LElbowRoll
Bolsa 2.67 3.063 16.8 67.75 -85.29
Regalo 5.16 3.309 13.833 66.83 -82.42
Tortuga 0.977 2.124 35.01 71.53 -88.5
Cereal 2.564 2.278 40.93 70.88 -88.5
Mcdonald 7.42 0.956 14.44 77.11 -88.5
Osito 1.58 3.25 30.98 67.02 -88.5
Libro 0.103 3.35 11.96 66.65 -80.84
Resistol 37.12 9.74 64.82 88.5 -88.5
Dado 3.88 1.19 40.76 75.88 -88.5
Zapato 3.315 5.89 17.98 58.122 -79.4

El módulo depende del proceso de segmentación de objetos para detectar el tamaño correcto
del objeto. Además, es necesario mejorar la detección para que no confunda en objeto de la
super�cie de la mesa con otro que no esté en ella. A pesar de las restricciones y observaciones
se considera que el módulo de manipulación de objetos obtuvo buen desempeño.

7.5. Ubicación en el Mapa Bidimensional

La tarea de ubicación en el mapa bidimensional tiene varios objetivos, uno de ellos es regre-
sar al punto del cual partió para simular la entrega del objeto requerido por el usuario. Otro uso
es ubicar las paredes de la habitación para evitarlas cuando éste realice una búsqueda de objeto.

Tabla 7.7: Parámetros principales de los experimentos para la ubicación en el mapa.

No. (x,y) m
1 (0,0)
2 (0,1)
3 (0,2)
4 (0,3)
5 (1,0)
6 (2,0)
7 (3,0)
8 (3,3)
9 (1.5,2)
10 (2,1.5)

Para esta sección de experimentos se considera el mapa construido de la habitación de
la sección de Construcción del Mapa Bidimensional de este capítulo. Entonces, con el mapa
construido el robot es capaz de ubicarse en la habitación con una o dos imágenes de las paredes
más cercanas. Se realizaron 10 experimentos, en la Tabla 7.7 se encuentran los parámetros que
incluyen el número de experimento y la posición real que se pretende calcular (x,y) en metros.
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Figura 7.13: Ejemplos de capturas realizadas por el robot NAO.

Para la evaluación de la precisión de la ubicación en el mapa bidimensional, el robot capturó
2 imágenes desde las 10 posiciones a evaluar de las pared más cercana en ese punto. Ejemplos
de las capturas realizadas por el robot se observan en la Figura 7.13, las dos primeras imágenes
pertenecen a la posición (0,0), mientras que las otras dos pertenecen a la posición (3,3) de la
habitación.

Tabla 7.8: Resultado de las evaluaciones de poses para cada experimento.

1 2
1 (0,16.66) (25,0)
2 (150,150) (150,60)
3 (75,0) (125,0)
4 (100,0) (0,80)
5 (0,80) (25,0)
6 (0,100) (25,0)
7 (25,0) (66.67,0)
8 (125,0) (0,100)
9 (106.5,175) (125,100)
10 (150,80) (125,100)

Los resultados se muestran en la Tabla 7.8, a las 10 ubicaciones se les asocia dos poses
correspondientes al resultado de la evaluación de las dos imágenes tomadas desde esa posición.
Debido a que en la sección de Construcción del Mapa Bidimensional el mapa obtenido no fue
preciso, las poses obtenidas no son muy cercanas a las reales. La precisión más alta la obtuvo la
pose número (1) con ±(25, 16,66) cercano a la pose real esperada. La siguiente mejor precisión
se obtuvo en la pose número (9) con ±(34,25, 62,5). Las poses más bajas fueron (2) y (8) con
precisiones de ±(150, 50) y ±(175, 200).

El mapa construido no fue preciso, sin embargo, la evaluación arroja resultados favorables
considerando el mapa entrenado. En la Figura 7.14, se muestra la representación grá�ca con las
10 ubicaciones determinadas con el módulo en el mapa bidimensional entrenado con anteriori-
dad. Se observa que las poses son muy cercanas a las entrenadas menos las poses 7, 2 y 8 que
se confundieron completamente.
Si se desea tener más precisión en la construcción del mapa bidimensional, es necesario tomar
más capturas mientras se realiza el aprendizaje de la habitación y considerar un número eleva-
do de neuronas para entrenar a la red neuronal. Además, la calidad de las imágenes permitirá



Conclusión 133

Figura 7.14: Grá�ca que muestra las 10 ubicaciones determinadas con el módulo en el mapa
bidimensional entrenado con anterioridad.

capturar más textura y puntos clave para asociarlos entre sí a la pose almacenada.

7.6. Conclusión

En este capítulo se realizó la implementación del sistema modular para el reconocimiento
de objetos en un contexto de robótica de servicio. La implementación se realizó con un robot
humanoide NAO como plataforma robótica. La implementación se realizó en un ambiente se-
miestructurado diseñado en una habitación de 4 × 3. En está habitación se colocaron diversos
objetos y posters con información para utilizarlos como objetos clave en la construcción del
mapa bidimensional de la habitación. En el centro de la habitación se colocó una plataforma
de 30 cm de altura para colocar los objetos a buscar por el robot. El robot NAO construyó una
base de datos con 20 objetos reales con 20 imágenes cada uno para el aprendizaje y su posterior
búsqueda.

El Módulo de Reconocimiento de Objetos tuvo un desempeño de clasi�cación de 64%. El
cual es bajo en comparación con los experimentos realizados en el capítulo 3. Los resultados
de la implementación se vieron afectados por la resolución de la cámara del robot NAO. La
de�nición de sus capturas no permite percibir toda la textura de los objetos y se pierde infor-
mación. Si se quisiera mejorar el porcentaje de clasi�cación es necesario considerar una cámara
con mejor resolución y/o objetos con más texturas.

La construcción del mapa bidimensional por parte del Módulo de Navegación Espacial y
también se vio afectada por la resolución de las imágenes capturadas por el robot. Sin embargo,
se logró construir un mapa bidimensional con distribución aceptable pero con tamaño reducido.
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Se considera que es necesario realizar más capturas durante el recorrido para poder mejorar la
distribución del mapa.

La búsqueda de objetos por parte del Módulo de Navegación Espacial obtuvo un resultado
bajo de igual manera. Ya que la búsqueda depende del aprendizaje de los objetos con el Módu-
lo de Reconocimiento de Objetos, los resultados se consideran aceptables pues se consiguió un
porcentaje similar al obtenido en el experimento anterior de clasi�cación.

En la implementación del Módulo de Manipulación de Objetos los resultados fueron bue-
nos ya que los objetos fueron tomados sin mayor problema por el robot. Además, se conoce la
restricción del color en los objetos lo cual permite seleccionar que objetos pueden ser detectados
y manipulados correctamente.

La ubicación en el mapa bidimensional depende del mapa construido y como el mapa no
se construyó de manera precisa la ubicación fallará. Sin embargo, si no se considera el mapa
ideal o real, la ubicación realizada por el robot en el mapa entrenado tiene una precisión consi-
derablemente buena.

La implementación del sistema modular en una plataforma robótica depende mucho de
las características de ésta. Como se observo en este capítulo, la implementación en el robot
humanoide NAO tuvo resultados bajos pues las características de la cámara de este robot
ocasionaron la captura de imágenes de baja calidad. Es necesario considerar una calidad de
imagen buena la cual permita obtener imágenes en las cuales se pueda percibir los detalles de los
objetos. A pesar del problema con la cámara, se considera que el desempeño del sistema modular
fue bueno pues los resultados fueron constantes. La evaluación de los módulos que dependen de
otros como el Módulo de Navegación Espacial que depende del Módulo de Reconocimiento de
Objetos obtuvieron porcentajes de clasi�cación similares.
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Conclusiones

Este trabajo de tesis consistió en el desarrollo de un sistema modular para el reconocimien-
to de objetos en un contexto de robótica de servicio. El sistema modular puede ser utilizado
por cualquier plataforma robótica móvil que tenga mínimo un brazo manipulador, una cámara
con al menos un grado de libertad en ángulo pitch y con altura superior a la base del mani-
pulador. El sistema necesitará mínimos ajustes para ser utilizado, principalmente en el módulo
de manipulación de objetos. Se trabaja en un entorno semiestructurado considerando que, un
robot de servicio en el hogar, o�cina u hospital, primero debe conocer el lugar y los elementos
no dinámicos con los que va a interactuar. El sistema se conforma de los siguientes módulos:

1. Reconocimiento de objetos

2. Manipulación de Objetos

3. Navegación Espacial

4. Interacción Hombre-Robot

Los módulos del sistema permiten: la creación de un mapa del lugar donde se buscarán los
objetos, el aprendizaje de los objetos, la búsqueda de objetos indicado por el usuario, la mani-
pulación y la entrega del objeto. Todas estás tareas se realizan, en su mayoría, en base al módulo
de reconocimiento de objetos el cual es considerado como la tarea principal del sistema modular.

El módulo de reconocimiento de objetos utiliza el extractor de características tipo parche
A-KAZE y la red neuronal GCS. El módulo de manipulación de objetos permite detectar un
objeto, estimar su posición 3D y plani�car los movimientos de manipuladores para levantarlo
sin conocimiento previo del tamaño o forma del objeto. Este módulo se ha enfocado al robot
humanoide NAO ya que la manipulación es particular para la plataforma robótica a utilizar.
El módulo de navegación espacial comprende la localización espacial mediante la construcción
de un mapa bidimensional con odometría y elementos visuales, además, la búsqueda de objetos
mediante el enfoque NBV para navegar por una habitación analizando imágenes y tomando de-
cisiones de lo observado en ella. El módulo de interacción hombre-robot permite que un usuario
le indique al sistema cuando empezar un nuevo aprendizaje de objetos, apoyar con la etiqueta
de los objetos entrenados, empezar nueva navegación, construcción de mapa y comenzar una
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búsqueda de objeto. Además, es el intermediario entre los cuatro módulo y la plataforma robó-
tica. Cada módulo ha sido desarrollado individualmente, además, se han expuesto experimentos
y resultados en sus respectivos capítulos. De igual manera, se ha realizado una implementación
del sistema modular completo en un ambiente semiestructurado, haciendo uso de la plataforma
robótica NAO y utilizando una base de datos propia de 20 objetos. Los resultados, ventajas y
desventajas del sistema se plasman de manera individual para cada módulo a continuación:

Módulo de Reconocimiento de Objetos

El módulo se validó usando una base de datos propia, en simulación y mediante la imple-
mentación en un robot real. En la validación con base de datos propia se entrenó al sistema
con diferente número de objetos e imágenes por objeto. El porcentaje de clasi�cación correcta
obtenido es arriba de 80%. Mientras que la validación del módulo en simulación se realizó uti-
lizando la plataforma humanoide NAO. Los resultados de clasi�cación bajan un poco a 75% ya
que los objetos simulados pierden calidad y textura. En los experimentos con el robot real la
resolución de la imagen es muy importante en el aprendizaje de los objetos ya que se obtuvieron
porcentajes diferentes y más bajos que los experimentos anteriores.

Por mencionar algunas restricciones del módulo, la principal es que los objetos a entrenar
deben tener su�ciente textura para poder ser diferenciados unos de otros. Como se mencionó
anteriormente, la resolución de la cámara también es un factor importante que in�uye en el
entrenamiento de los objetos. Otra restricción es que en el módulo de reconocimiento de objetos
la clase nula no puede ser considerada ya que si el robot trata de reconocer un objeto que no ha
aprendido, éste lo asociará o a un objeto ya existente o a una neurona libre que no haya sido
utilizada en el entrenamiento. Si lo segundo llega a pasar entonces el robot habrá aprendido un
objeto nuevo.

Módulo de Manipulación de Objetos

De este módulo es importante recalcar las restricciones que presenta, por ejemplo, el cálcu-
lo de la posición en el espacio del objeto, la cinemática inversa y la manipulación depende en
gran medida de la plataforma robótica a utilizar. Además, es necesario conocer la altura de la
super�cie donde se encuentran los objetos para poder realizar el cálculo de una de las coorde-
nadas del objeto en el espacio. Otra restricción es que los objetos deben estar dentro del área
de trabajo de los manipuladores del robot y deben tener un tamaño y peso tales que el robot
sea capaz de levantarlos y manipularlos. La segmentación de objetos está restringida a detectar
objetos de color ya que se recomiendo que la plataforma o mesa donde se encuentren los objetos
debe ser de un tono más claro que éstos. Por último, si el robot no puede alcanzar la posición
calculada simplemente no tomará el objeto.
Considerando estas restricciones, los resultados obtenidos en los experimentos son aceptables
pues el objetivo de levantar los objetos se ha cumplido. Los experimentos realizados con el
módulo demuestran que éste presenta un buen desempeño ya que tanto en el experimento en
simulación como en la ejecución con el robot real, la mayoría de los objetos se han tomado sin
problemas.
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Módulo de Navegación Espacial

La validación de este módulo depende en gran medida del aprendizaje realizado por el
módulo de reconocimiento de objetos y la calidad de las imágenes capturadas con el robot. En
los experimentos realizados con el robot real y el virtual, se tuvo el problema de baja calidad
en las imágenes que ocasionó perdida de información. Sin embargo, los resultados en simulación
son aceptables ya que se logró la construcción de un mapa bidimensional de la habitación y se
realizaron experimento de ubicación con una precisión de hasta ±(0,06, 0,1). De igual manera
se realizaron búsqueda de objetos con un porcentaje de 68.19%. Los resultados no mejoraron
en la implementación en un ambiente real y con una plataforma robótica real ya que la calidad
de las imágenes no era buena, sin embargo los resultados se mantuvieron constantes.

Módulo de Interacción Hombre-Robot

Este módulo se utilizó en la implementación con el robot real en un ambiente semiestruc-
turado llevado a cabo en el capítulo 7. Es poco lo que se tiene que decir de éste módulo pues la
tarea de sincronización entre información de un módulo y otro lo realiza de manera estática. La
comunicación entre módulos es poca, cada módulo escribe su información en archivos diferentes,
cuando otro módulo lo requiere simplemente lo abre, lo lee y lo vuelve a cerrar. El módulo sin-
croniza las tareas de tal manera que al usuario le sea cómodo, sencillo y con�able. Como ya se
mencionó, la implementación del sistema modular en una plataforma robótica depende mucho
de las características de ésta. La implementación en el robot humanoide NAO realizada en esta
tesis tuvo resultados bajos pues las características de la cámara de este robot ocasionaron la
captura de imágenes de baja calidad. Es necesario considerar una calidad buena la cual permita
obtener imágenes en las cuales se pueda percibir un poco más los detalles de los objetos. Se
considera que el desempeño del sistema modular fue bueno pues los experimentos individuales
tuvieron porcentajes altos de buena ejecución y los resultados de la implementación en el robot
real no fueron muy bajos. Bastará con realizar la implementación del sistema modular en otras
plataformas para corroborar su desempeño.

8.0.1. Trabajo Futuro

Como trabajo futuro para el sistema modular se propone:

X Implementar el sistema modular en diferentes plataformas móviles robóticas.

X Realizar un algoritmo genérico para la manipulación de objetos que dependa muy poco
de la plataforma robótica a la cual será implementado.

X Utilizar SLAM visual para la construcción del mapa bidimensional de la habitación.

X Optimizar el enfoque NBV implementándolo con información de vídeo en tiempo real.

X Realizar una interfaz hombre-robot más dinámica que permita utilizar voz y descripción
de los objetos a buscar.

X Mejorar la sincronización de módulos mediante un sistema en línea que esté en constante
comunicación con todos los módulos.
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Apéndice A

Robot Humanoide NAO

A.1. Plataforma de Desarrollo

El robot NAO, Figura A.1 (a), será la plataforma robótica en la cual se planea implementar
el sistema desarrollado. Este, es un robot autónomo, programable, de mediana estatura, [18].
Además, es considerado uno de los más so�sticados y completos que se encuentra en el mercado,
se adquiere principalmente por personas interesadas en la investigación, desarrollo de la robótica
y áreas a�nes, así como escuelas y centros de investigación. Desde el 2006, año en que fue
lanzado al mercado, se han creado cinco versiones que muestran algunas mejoras, pero entre
estas prevalece el mismo concepto.

Figura A.1: (a) Robot NAO, (b) Dimensiones del robot humanoide NAO en mm [18].

En la Tabla A.1 se muestran algunas características sobre hardware y software de la cuar-
ta versión de este robot. En la Figura A.1 (b), se presenta un esquemático del robot donde
se señalan las dimensiones en milímetros tanto de alto como de ancho y largo de los brazos.
El robot humanoide NAO cuenta con: software embebido y software de escritorio. El software
embebido se denomina NAOqi. Este es el software principal que se ejecuta en el robot y lo
controla para darle autonomía. NAOqi está contenida en el sistema operativo del robot el cual
se denomina OpenNAO. Este sistema operativo es una distribución embebida de GNU/Linux
basada en Gentoo. En este se encuentra un gran número de librerías y programas necesarios
para que NAOqi pueda darle vida al humanoide [18]. Es posible utilizar copias del software
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Tabla A.1: Características del robot humanoide NAO v4.

CARACTERÍSTICAS
ALTURA 573 mm
PESO 4.3 kg

AUTONOMIA 90 min ( 60 min activo)
CPU ATOM Z530 1.6 GHz

SISTEMA OPERATIVO (OS) Linux Gentoo
OS COMPATIBLES Windows, Mac OS, Linux

LENGUAJE DE PROGRAMACIÓN C++, C, Python, Urbi
CONECTIVIDAD Ethernet, WI-FI

MOTOR Brush DC Coreless
GRADOS DE LIBERTAD Robocup Edition 21 (DoF), NAO

Academics Edition 25 (DoF)
SISTEMA MULTIMEDIA 4 Micrófonos, 2 Cámaras KVGA

OTROS Sensores Inerciales, 2 girómetros,
acelerómetro de tres dimensiones, 2

receptores de ultrasonido, 2 altavoces, IR,
Sonar, sensor de posición MRE, Leds, etc.

NAOqi en una computadora para permitir el uso robots virtuales.
La programación de aplicaciones, para el robot NAO, puede ser desarrollada en diferentes len-
guajes. El SDK disponible soporta Python, C++, .NET, Java, Matlab, Urbi, entre otros. Así
mismo, es posible crear código para controlar remotamente al robot, crear nuevos módulos y
cargarlos en el robot o/y crear código para enriquecer las librerías de Choregraphe. Este último
es un entorno de programación grá�co desarrollado por Aldebaran Robotics.

El robot humanoide cuenta con una unidad de medición inercial (IMU). Esta IMU está
constituida por 2 giroscópios y 3 acelerómetros montados en la parte inferior del torso del robot,
como se observa en la Figura A.2 y la Tabla A.2. La medición de la velocidad de rotación del
giroscópio es tanto en el eje X como en el Y. Mientras que el acelerómetro mide la aceleración
linear a lo largo de los tres ejes.

Tabla A.2: Posición del dispositivo (IMU) con relación al marco de referencia del Torso del
robot NAO.

DISPOSITIVO X (m) Y (m) Z (m)
Acelerómetro -0.008 0.00606 0.027
Giroscópio -0.008 0.006 0.029

Para determinar la orientación del torso, Aldebaran llevó a cabo la implementación de un
algoritmo que utiliza el acelerómetro (caso estático) y giroscopio (dinámico) [18]. La orientación
del torso permite una estimación de la velocidad y el ángulo (yaw, pitch, roll) tanto del torso
como de la cámara.
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Figura A.2: Posición de IMU en el robot NAO.

De esta manera la IMU arroja valores enteros equivalentes a 1 gravedad (g) el cual se
representa como el valor entero 56. Los datos que arroje el dispositivo deben ser convertidos a
un valor en metros sobre segundos cuadrados para poder trabajar con ellos. Así se tiene entonces
la equivalencia de:

1g = 56 = 9,81m/s2 (1)

A.1.1. Webots para NAO

Se utilizará el software Webots para NAO para la simulación del sistema y su respectiva
validación. Este software es un simulador donde se puede hacer pruebas con las aplicaciones
de NAO y los algoritmos en un mundo virtual. En la Figura A.3 se muestra el entorno del
software. Se trata de un mundo virtual que permite lanzar una simulación de movimientos de
NAO tomando en cuenta leyes físicas. Ofrece un lugar seguro para probar el funcionamiento
de los comportamientos antes de reproducirlos en un robot real. El simulador es una versión
especí�ca de Webots 7, dedicado exclusivamente a la utilización de una simulación de NAO. Se
ofrecen simulaciones prede�nidas de NAO con sus controladores listos para usar [103].

A.1.2. Cinemática directa e inversa de manipuladores del robot NAO

Habiendo determinado la posición 3D del objeto en el espacio, es necesario utilizar un
algoritmo que plani�que trayectorias en el espacio de ángulos de las articulaciones del robot
NAO para tomarlo. El diseño del algoritmo debe considerar las restricciones de movimiento de
las articulaciones del robot. En esta sección se presenta la cinemática directa e inversa de los
manipuladores del robot humanoide NAO.
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Figura A.3: Entorno Webots para NAO

(a) Articulaciones del brazo (b) Posición cero

Figura A.4: Especi�caciones del robot NAO: denominación de articulaciones y posición cero,
(Imagen extraída de [18].

El robot humanoide NAO cuenta con dos brazos de 4 grados de libertad (GDL) cada uno.
Cada una de las articulaciones de los brazos se encuentran delimitadas a moverse cierto ángulo,
como se observa en la Figura A.4 (a). Estos ángulos de�nidos como negativo o positivo según
el brazo y partiendo de la posición cero que muestra la Figura (b).

Un análisis cinemático de los manipuladores del robot humanoide NAO fue desarrollado
en [132] y [133]. Este análisis muestra de manera individual ambas cadenas cinemáticas de
los brazos. Además, parte de los parámetros Denavit-Hartenberg (D-H) y los tamaños de los
eslabones proporcionados por Aldebaran Robotics. Los parámetros para D-H, el brazo izquierdo
se muestran en la Tabla A.3 y del brazo derecho en la Tabla A.4. Se utilizan medidas métricas y la
transformación de la base a los brazos se considera constante con respecto al marco de referencia
del torso, el cual se asume constante cuando el robot se encuentra de pie. Los parámetros
utilizados para el análisis cinemático de los brazos son los siguientes:

X NeckO�setZ = 126.50
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Tabla A.3: Parámetros D-H para el brazo izquierdo del robot humanoide NAO.

Articulación a α d θ
Base A(0, ShoulderO�setY, ShoulderO�setZ)
LShoulderPitch 0 −π

2
0 θ1

LShoulderRoll 0 π
2

0 θ2 + π
2

LElbowYaw ElbowO�setY π
2

UpperArmLength θ3
LElbowRoll 0 −π

2
0 θ4

Rotación Rz(−π
2
)

Efector �nal A(HandO�setX + LowerArmLength, 0, 0)

Tabla A.4: Parámetros D-H para el brazo derecho del robot humanoide NAO.

Articulación a α d θ
Base A(0, -ShoulderO�setY, ShoulderO�setZ)
LShoulderPitch 0 −π

2
0 θ1

LShoulderRoll 0 π
2

0 θ2 + π
2

LElbowYaw -ElbowO�setY π
2

UpperArmLength θ3
LElbowRoll 0 −π

2
0 θ4

Rotación Rz(−π
2
)

Efector �nal A(HandO�setX + LowerArmLength, 0, 0)

X ShoulderO�setY = 98.00

X ElbowO�setY = 15.00

X UpperArmLength = 105.00

X LowerArmLength = 55.95

X ShoulderO�setZ = 100.00

X HandO�setX = 57.75

X HandO�setZ = 12.31

La matriz de transformación �nal queda representada de la siguiente manera (2):

TEndBase = A0
BaseT

1
0 T

2
1 T

3
2 T

4
3Rz(−

π

2
)AEnd4 (2)

La cinemática inversa parte de la matriz de transformación �nal para cada cadena. Esta
matriz se utiliza para despejar simbólicamente cada uno de las variables angulares de cada
articulación. La metodología utilizada para la solución de la cinemática inversa incluye los
siguientes pasos:

1. Construir la matriz de transformación numérica para el punto a alcanzar.
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2. Construir la matriz de transformación simbólica a través de la cadena cinemática.

3. Formar un sistema no lineal igualando las dos matrices.

4. Manipular ambos lados del sistema para reducir las variables.

5. Encontrar valores para algunas articulaciones a través de geometría y trigonometría.

6. Encontrar valores para el resto de las articulaciones a través del sistema no lineal.

7. Validar todas las soluciones candidatas a través de cinemática directa.

El brazo derecho y el izquierdo son simétricos, sin embargo, la solución entre ambas di�ere
en la distancia a lo largo del eje y y en las articulaciones RShoulderRoll y RElbowRoll. La
diferencia entre las distancias a lo largo del eje y es el ElbowO�setY que cambia a negativo en
l1 = −ElbowOffsetY .

T ′ = (A0
Base)

−1T (AEnd4 )−1 (3)

T ′′ = (T ′)−1(Rz(
π

2
))−1 (4)

Para el brazo derecho se debe agregar una matriz extra de rotación después de la traslación
�nal ya que el eje z se invierte:

T ′ = (A0
Base)

−1T (AEnd4 )−1(Rz(
π

2
))−1 (5)

T ′′ = (T ′)−1 (6)

Las ecuaciones para cada articulación quedan de la siguiente manera:

θ3 =

{
arcsin(

T ′′
(3,4)

l1
)

π − arcsin(
T ′′
(3,4)

l1
)

(7)

θ4 = ± arc cos(
l3T
′′
(2,4) − l2T ′′(1,4) cos θ3

l22 + l21 cos2 θ3
) (8)

T ′′′ = T ′(T 3
2 )−1(T 4

3 )−1 (9)

θ2 = arctan(
T ′′′(2,1)
T ′′′(2,2)

)− π

2
(10)

θ1 = arctan(
T ′′′(1,3)
T ′′′(3,3)

) (11)



Apéndice B

Adaptative Resonance Theory

Las RNA Adaptative Resonance Theory (ART) se basan en las redes de Grossberg [128], la
innovación clave es el uso de �patrones prototipo�. ART [127] se re�ere a RNA auto-organizadas
para el reconocimiento de patrones en tiempo real que se mantienen estables a diferentes patro-
nes de entrada. Las redes ART codi�can nuevos patrones de entrada, gracias al cambio de pesos
o el cambio en las �huellas� de la memoria a largo plazo, de un �ltro adaptativo retroalimentado.

Cuentan con un tipo de aprendizaje competitivo modi�cado, diseñado para mejorar el pro-
blema de estabilización de aprendizaje. La estabilidad de aprendizaje hace referencia a cómo
es que un sistema puede mantener un aprendizaje estable a nuevos patrones de entrada ya
que en la fase de adaptación se llega a modi�car lo ya aprendido. Este problema se considera
un �dilema estabilidad/plasticidad�. Cada que un patrón de entrada se presente en la red, se
compara con el vector prototipo al cual coincida más. Si la coincidencia entre el prototipo y el
vector de entrada no es adecuada, un nuevo prototipo se selecciona. De esta manera prototipos
aprendidos previamente no serán afectados por el nuevo aprendizaje.

La arquitectura básica del modelo ART se presenta en la Figura B.1. Esta arquitectura
consiste en tres secciones: patrones prototipo de la capa 2 a capa 1, orientación del subsistema y
la ganancia de control. Se describe como un conjunto de comparación y otro de reconocimiento
compuesto de neuronas, un parámetro de vigilancia y un módulo de reinicio. Cuando un patrón
de entrada se presenta a la red, éste es normalizado por la matriz de pesos. El conjunto de
comparación toma una entrada y lo trans�ere al conjunto de reconocimiento donde se identi�ca
que �la de la matriz de pesos es más cercana al vector de entrada. La �la se mueve hacia el
vector de entrada y cuando el aprendizaje se termina cada �la de la matriz de pesos se convierte
en un patrón prototipo que representa un conjunto de vectores de entrada. El parámetro de
vigilancia in�uye en el valor que produce la entrada, uno alto indica que debe almacenarse en
memoria permanente, un valor bajo en memoria general.

El aprendizaje se realiza mediante un conjunto de conexiones retroalimentadas desde la
capa 2 a la capa 1. Cuando un nodo en la capa 2 es activado, este reproduce un patrón proto-
tipo en la capa 2. La capa 1 ejecuta una comparación entre el patrón prototipo reproducida y
el patrón de entrada. Pero cuando el patrón de entrada y el prototipo no coinciden, la orien-
tación del subsistema reinicia la capa 2. Este reinicio deshabilita la neurona llamada ganadora
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Figura B.1: Arquitectura básica del modelo ART [127]

perteneciente al patrón prototipo almacenado el cual es removido. Una nueva competición es
ejecutada en la capa 2 para determinar una nueva neurona ganadora y proyectar un patrón
prototipo.

El modelo básico de red ART o ART1 caracterizado como un sistema de ecuaciones di-
ferenciales, predice el orden de búsqueda como función del historial de búsqueda de la red, y
la estructura de categorías auto- organizadas asintótica por secuencias arbitrarias de patrones
de entrada binarios. Probando la propiedad de auto estabilización y mostrando que los pesos
adaptativos del sistema oscilan al menos una vez, sin embargo, no queda atrapado en los esta-
dos de memoria falsas o mínimos locales. Esta arquitectura es utilizada sólo para patrones de
entrada binarios. Una variante de este modelo es ART2 que permite clasi�car entradas binarias
y análogas. La estructura básica es muy similar a ART1, solo que la capa 1 es substituida por
varias subcapas ya que las entradas analógicas pueden encontrarse muy cercanas. Las subcapas
ejecutan una combinación entre normalización y supresión de ruido, además de la comparación
del vector de entrada y el vector prototipo que se necesitan para la orientación del sistema.

En la Figura B.2 se muestra la arquitectura típica de ART 2. En esta arquitectura, la capa
1 se divide en varios niveles de procesamiento y sistemas de ganancia de control. La retroalimen-
tación de patrones de entrada y alimentación de señales se reciben en diferentes posiciones. Los
ciclos positivos de retroalimentación permiten resaltar características sobresalientes y reducir
el ruido. En la capa 2 se presentan las ecuaciones LTM (memoria a largo plazo), las cuales son
más sencillas que en la arquitectura ART 1.

En la capa 1 se encuentra el potencial o la actividad STM (memoria a corto plazo). Para
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Figura B.2: Arquitectura típica de ART 2 [130]

cada nivel de esta capa el valor Vi obedece la siguiente función de membrana:

ε
d

dt
Vi = −AVi + (1−BVi)J+

i − (C +DVi)J
−
i (1)

(i = 1...M). El término J+
i es la entrada total excitadora del nodo i�ésimo y J−i es la

entrada inhibidora. En ausencia de estas entradas, Vi decae a 0. El parámetro ε representa la
proporción entre el tiempo de relajación de la actividad STM y LTM. Con la tasa O(1) LTM,
entonces:

0 < ε << 1 (2)

Además, en esta capa si B ≡ 0 y C ≡ 0, en su forma singular ε→ 0 se reduce a:

Vi =
J+
i

A+DJ−i
(3)

Entonces las ecuaciones de los diferentes niveles quedan de la siguiente manera:

wi = Ii + aui (4)

xi =
wi

e+ ‖w‖
(5)

vi = f(Xi) + bf(qi) (6)

ui =
vi

e+ ‖v‖
(7)
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pi = ui +
∑
j

g(yj)zij (8)

qi =
pi

e+ ‖p‖
(9)

Donde ‖v‖ denota la norma L2 del vector V donde yi es la actividad STM del j�ésimo nodo
de la capa 2. La función de la señal no lineal f es de la forma:

f(x) =

{
2θx2

x2+θ2
si 0 ≤ x ≤ θ

x si x ≥ θ
(10)

El cual es diferenciable continuamente,

f(x) =

{
0 si 0 ≤ x ≤ θ
x si x ≥ θ

(11)

Linealmente en partes. Las variables xi y qi están siempre entre 0 y 1, así como los valores
de la función f(xi) y f(qi). Alternativamente, la función de señal f(x) puede ser elegida para
saturarse en valores altos de x.

Ecuaciones de la Capa 2 STM

La representación de categorías de esta capa es similar a la de ART 1. Las propiedades clave
son la mejora del contraste del patrón de entrada �ltrado C1 → C2, el reinicio, o la duración de
la inhibición, de los nodos activos en la capa 2 cada que un patrón erróneo de la capa 1 sea lo
su�cientemente grande para activar la orientación del subsistema. El realce de contraste se lleva
a cabo por competición en la capa 2. Se realiza una elección cuando un nodo reciba la entrada
total más grande, donde Tj sea la entrada sumada y �ltrada C1 → C2 del nodo j-ésimo:

Tj =
∑
j

pjzij (12)

j = M + 1...N . Entonces la capa 2 hará una elección del j-ésimo nodo máximo activo,
mientras todos los demás nodos serán inhibidores cuando,

Tj = max(Tj : j = M + 1...N) (13)

El reinicio de la capa 2 se llevará a cabo en diferentes formas, una de ellas es el uso de
una red de campo dipolar cerrada. Cuando una entrada excitadora no especi�ca alcanza una
entrada al campo dipolar, los nodos son inhibidos o reiniciados en proporción a los niveles de
actividad STM. Esta inhibición crece hasta que la retroalimentación desde la capa 1 termina.
Los elementos de la entrada al campo dipolares caracterizan por la siguiente dinámica,

g(yj) =

{
d si Tj = máx(Tj : el j − ésimo nodo de la capa 2 no ha sido reiniciado)
0 otro caso

(14)

En tal caso para p de la capa 1 quedará como,

pi =

{
ui si la capa esta inactiva
ui + dzji si el j − ésimo nodo de la capa 2 est inactivo

(15)
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Ecuaciones de la Capa 2 LTM (memoria a largo plazo)

La alimentación LTM hacia delante y hacia atrás está dada por,

hacia adelante(C2 → C1) : d
dt
zji = g(yj)[pi − zji]

hacia atrás(C1 → C2) : d
dt
zij = g(yj)[pi − zij]

(16)

Si la capa �realiza una elección�, implica que si el j�ésimo nodo está activado, entonces,

d
dt
Zji = d[pi − zji] = d(1− d)[ ui

1−d − zji]
d
dt
Zij = d[pi − zij] = d(1− d)[ ui

1−d − zij]
(17)

con 0 < d < 1. ∀ j 6= J,
dzji
dt

= 0 y
dzij
dt

= 0.

Ecuaciones de reinicio: subsistema de orientación

El cálculo de la coincidencia entre patrones análogos no necesita información de patrones.
El grado de coincidencia entre el patrón STM de la capa 1 y un patrón LTM activo se determina
por el vector r = (r1...rm),

ri =
ui + cpi

e+ ‖u‖+ ‖cp‖
(18)

El subsistema de orientación se reinicia cada que un patrón de entrada se activa y,

ρ

e+ ‖r‖
> 1 (19)

Cuando el parámetro de vigilancia se encuentra entre 0 y 1.
El vector r da lugar a todas las propiedades que se requieren satisfacer en el intercambio.

Cuando el j�ésimo nodo de la capa 2 se activa implica,

‖r‖ =
(1 + 2‖cp‖ cos(u, p) + ‖cp‖2)1/2

1 + ‖cp‖
(20)

donde el cos(u, p) denota el coseno del ángulo entre el vector u y el vector p. Asimismo,
el vector p es igual a la suma u + dZJ , donde ZJ ≡ (ZJ1...ZJM) denota el vector hacia delante
de la proyección LTM desde el nodo j�esimo. Ya que ‖u‖ = 1, la geometría del vector suma
p = u+ dZJ , implica que:

‖p‖ = cos(u, p) = 1 + ‖dZJ‖ cos(u, zj) (21)

Además,

‖p‖ = (1 + 2‖dZJ‖ cos(u, ZJ) + ‖dZJ‖2)1/2 (22)

Esto implica:

‖r‖ =
((1 + c)2 + 2(1 + c)‖cdZJ‖ cos(u, ZJ) + ‖cdZJ‖2)1/2

1 + [c2 + 2c‖cdZJ‖ cos(u, ZJ) + ‖cdZJ‖2]1/2
(23)
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Los valores iniciales para los vectores de pesos ascendentes deben satisfacer,

zji(0) = 0 (24)

Para i = 1...M y j = M + 1...N , esta condición asegura que un reinicio no ocurra cuando
el nodo activo erróneo se active. Los valores están dados por,

zji(0) ≤ 1

(1− d
√
M)

(25)

donde M es el número de unidades de cada subcapa de la capa 1.



Apéndice C

Comparativa entre las redes neuronales:
GCS y ART2

La clasi�cación y reconocimiento de objetos es un tema que puede ser abordado por di-
versas herramientas de visión computacional. Las redes neuronales arti�ciales son una de estas
herramientas que tienen cierta popularidad en esta rama de la ciencia. Según [56], las redes neu-
ronales son un vehículo para el desarrollo adaptativo de coe�cientes para funciones de decisión
mediante la sucesión de las presentaciones de los conjuntos de entrenamiento de patrones. Lo
anterior se considera un proceso de entrenamiento de cierto conjunto de características para la
obtención de funciones de decisiones. Este proceso es llamado comúnmente learning o training,
donde las características a utilizar serán las obtenidas por el método de detección de caracte-
rísticas tipo puntos en espacio de escala.

Son muchas las variantes de redes neuronales arti�ciales en la actualidad y se considera que
no existe una manera precisa de elegir el tipo de red neuronal a utilizar para cierto problema
en particular. Es por esto que se pretende realizar una comparativa entre las redes neuronales
arti�ciales descritas en las secciones anteriores para evaluar su desempeño en clasi�cación de
objetos sobre una tarea en particular. La comparativa parte del hecho de considerar un modelo
de red neuronal arti�cial que pueda ser aplicada en tiempo real en ambientes complejos, que
permanezca consistente, sea rápida y precisa.

Para la comparativa se consideran los tres tipos de redes neuronales descritos en la sec-
ción anterior, cuya principal similitud entre ellas, y tal vez la única, es el hecho de contar con
aprendizaje no supervisado o automático. Estas redes son los modelos: Growing Cell Structure
GCS y Adaptative Resonance Theory ART. Se considerarán diferentes parámetros de evalua-
ción: pruebas cruzadas de los datos a evaluar, matriz de confusión de las diferentes redes y su
respectivo análisis de la curva de característica operativa del receptor.

En la siguiente sección se describen las diferentes pruebas realizadas con sus respectivos
resultados. Se realizaron dos experimentos:

Prueba 1: Atributos Binarios y nombres de animales,

Prueba 2: Base de datos COIL-100.
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Las redes neuronales: Mapas Auto-organizados de Kohonen, GCS y ART 2, han sido uti-
lizadas para la clasi�cación de los datos. Los mapas auto-organizados sólo se han utilizados
para la primera prueba por su naturaleza binaria. Los parámetros para las pruebas con las
diferentes redes se describen en la Tabla C.1-C.3, estos incluyen número de neuronas, número
de iteraciones, coe�ciente de aprendizaje, entre otros parámetros considerados para la red a
la que corresponde. En la Tabla C.1 se describen los parámetros considerados para las redes
neuronales de Kohonen en 1D y 2D. En la Tabla C.2 se presentan los parámetros utilizados para
la implementación de la red neuronal GCS. En la Tabla C.3 se incluyeron los datos utilizados
para la implementación de la red neuronal ART 2. En cada prueba, para cada red neuronal se
han utilizado los mismos parámetros.

Se utilizó MATLAB 2015 para la ejecución de los algoritmos de las diferentes redes neuro-
nales. La implementación tanto del entrenamiento como de la evaluación de los experimentos
fue llevada a cabo en una computadora con procesador Intel(R) Core(TM) i7-4770 3.40GHz,
con memoria RAM de 12 GB y sistema operativo Windows 8 de 64 bits.

Tabla C.1: Parámetros considerados para la red neuronal: Mapas Auto-organizados de Kohonen.

Red Neuronal Número de

Neuronas

Número de

Iteraciones

Radio de

Vecindad

Coe�ciente de

Aprendizaje α

KOHONEN 1D 10 10000 2.5 0.01
KOHONEN 2D 10X10 10000 2.5 1.5

Tabla C.2: Parámetros considerados para las redes neuronales: GCS.

Neuronas

Iniciales

Iteraciones Nodos

máxi-

mos

Iteraciones

antes de

inserción

λ

Adaptación

(neurona

ganadora)

εb

Adaptación

(vecinda-

rio

neurona

ganadora)

εn

Decremento

α
Umbral

de Elimi-

nación

θ

3 1000 16 longitud
del vector
de entrada

0.05 0.005 0.999 0.001

Tabla C.3: Parámetros considerados para las redes neuronales: ART 2.

a b c d θ M ρ Capacidad Dimensión
de apren-
dizaje

Velocidad
de

aprendi-
zaje

Relación
f2-f1 ε

10 10 0.1 0.9 0.2 25 0.9 100 5 0.6 0.95
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Prueba 1: Atributos Binarios y nombres de animales

Esta prueba consiste en el uso de un ejemplo ilustrativo con información de alta dimen-
sionalidad propuesto por Ritter y Kohonen en 1989 [76]. Se trata de la descripción de algunas
características de 16 animales en una lista binaria, (Figura C.2). Se conforma de 13 propiedades
y el nombre del animal, (1...n), el cual da un total de 16 vectores con dimensión 29. Lo que se
busca con esta implementación es que las redes neuronales logren distinguir lo mejor posible los
16 animales, con el objetivo de obtener 16 clases una para cada animal.

Figura C.1: Atributos binarios y nombres de animales [76].

Los resultados de la clasi�cación de las propiedades binarias de animales se presentan en
la Tabla C.4; donde se muestran en forma vertical los nombres de los animales y en horizontal
la red neuronal utilizada para la clasi�cación. Los números indican a que clase pertenece cada
animal. Se utilizaron Mapas Auto-organizados de Kohonen 1D y 2D, GCS y ART 2.

Los resultados de clasi�cación realizado con Kohonen 1D muestran una clara separación
de los datos en aves, agrupados en la clase 10, y mamíferos, agrupados en la clase 6. Mientras
que la clasi�cación realizada con Kohonen 2D realiza más de dos clases:

1. En la neurona (1,6) se agrupan las aves que comparten las siguientes características:
pequeñas, con dos patas, plumas y vuelan.

2. En la neurona (1,3) se clasi�có el ave que nada.

3. En la neurona (2,8) se clasi�có el ave que no tiene ninguna habilidad en particular.

4. En la neurona (7,8) se clasi�có el ave mediana que caza.

5. En la neurona (1,1) se agruparon los mamíferos grandes.

6. En la neurona (1,2) se agruparon el resto de los mamíferos.

La clasi�cación realizada con GCS obtuvo los siguientes grupos:
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Tabla C.4: Clasi�cación de las propiedades binarias de animales.

ANIMALES KOHONEN
1D

KOHONEN
2D

GCS ART 2

Dove 10 (1,6) 10 1
Hen 10 (1,3) 4 1
Duck 10 (2,8) 3 2
Goose 10 (1,6) 8 2
Owl 10 (1,6) 15 3
Hawk 10 (1,6) 1 3
Eagle 10 (7,8) 1 4
Fox 6 (1,2) 2 5
Dog 6 (1,2) 16 6
Wolf 6 (1,2) 2 5
Cat 6 (1,2) 5 7
Tiger 6 (1,1) 14 8
Lion 6 (1,1) 9 8
Horse 6 (1,1) 7 9
Zebra 6 (1,1) 7 9
Cow 6 (1,1) 6 10

1. Aves con la habilidad de cazar y volar.

2. Mamíferos medianos con la habilidad de cazar.

3. Aves con la habilidad de nadar.

4. Aves sin ninguna habilidad en particular.

5. Mamíferos pequeños con la habilidad de cazar.

6. Mamíferos grandes sin ninguna habilidad en particular.

7. Mamíferos grandes, con melena, pezuñas y la habilidad de correr.

8. Aves con la habilidad de nadar y volar.

9. Mamíferos con melena, la habilidad de cazar y correr.

10. Aves con la habilidad de volar.

11. Mamíferos grandes con la habilidad de cazar y correr.

12. Aves con la habilidad de volar y cazar.

13. Mamíferos medianos con la habilidad de correr.

La clasi�cación con ART 2 obtuvo las siguientes clasi�caciones:

1. Aves pequeñas
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2. Aves con la habilidad de nadar.

3. Aves pequeñas con la habilidad de cazar.

4. Aves medianas con la habilidad de cazar.

5. Mamíferos medianos con la habilidad de cazar.

6. Mamíferos medianos con la habilidad de correr.

7. Mamíferos pequeños con la habilidad de cazar.

8. Mamíferos grandes que cazan y corren.

9. Mamíferos grandes con pesuñas, melena y la habilidad de correr.

10. Mamíferos grandes con pesuñas, sin ninguna habilidad en particular.

La clasi�cación de las propiedades binarias de animales ya se había realizado en trabajos
anteriores con Kohonen y GCS en los cuales se obtuvieron resultados similares a los de la im-
plementación realizada en este trabajo. Sin embargo, para este experimento se le especi�có a
la red GCS un total de 16 nodos o neuronas máximo con el �n de que a cada animal le corres-
pondiera una clase. No obstante, se obtuvieron 13 clases diferentes con GCS lo cual indica que
ciertos animales tienen características muy similares difícil de separar. A pesar de lo anterior, se
siguen obteniendo mejores resultados que con la implementación de la red neuronal Kohonen 2D.

La clasi�cación con ART 2, por su parte, creó 10 clases diferentes, agrupando a los animales
con características más similares entre sí como se le iban presentando a la red. Comparado con
los resultados de la implementación con la red neuronal GCS, se puede apreciar que se consigue
una mejor clasi�cación de los animales al crear más clases diferentes.

Prueba 2: Base de datos COIL-100

Para esta prueba, se seleccionan 30 objetos de la base de datos COIL-100 (Columbia
University Image Library), se usan de 10 a 30 imágenes de cada objeto para entrenamiento, el
resto de las imágenes se utilizan para su evaluación, lo anterior mediante las redes neuronales
GCS y ART 2. Se propone el uso de atributos de color y niveles de grises en forma de histogramas
como características para integrar el vector de entrada a las redes. Para la evaluación de los
algoritmos se desprecia el tiempo de segmentación de las imágenes. Los objetos utilizados se
muestran en la Figura , estos son los primeros 30 objetos de la base de datos COIL-100. En
la Tabla VII se muestran los parámetros utilizados en los experimentos correspondientes a
la cantidad de objetos y características utilizadas para la clasi�cación. Los resultados de cada
experimento, tanto con GCS como con ART 2, se muestran en las siguientes secciones: resultados
de clasi�cación y matrices de confusión.

El entrenamiento muestra las diferentes clases obtenidas con las dos redes (GCS y ART
2) para cada uno de los experimentos. La clasi�cación de los objetos se presenta en la Tabla
C.6. Los números verticales indican el número del objeto clasi�cado. En todos los experimentos
se utilizaron 30 imágenes de entrenamiento, esas imágenes se agruparon en clases las cuales le
corresponden al objeto entrenado. Se esperaba que se obtuvieran 30 clases, sin embargo, estas
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Figura C.2: Objetos de la base de datos COIL-100 utilizados para la clasi�cación.

no fueron su�cientes para agrupar la información proveniente de todas las imágenes ingresadas
a la red. Por esta razón se observa que más de un objeto se clusteriza en más de una clase a
pesar de que las imágenes pertenecían al mismo objeto. Se hizo un conteo de las clases repetidas
que corresponden a otros objetos a las cuales se le indica como falsos positivos pues clasi�can
la información de un objeto en otro objeto diferente.

La evaluación de la clasi�cación de cada uno de los experimentos se presenta en matrices
de confusión: experimento 1 en C.3, experimento 2 en C.4, experimento 3 en C.5 y experimento
4 en C.6. En estas matrices de confusión, los números verticales indican el objeto que se está
clasi�cando, en horizontal se encuentran los objetos a los que reconoció, se incluye la casilla
n/a la cual indica que no clasi�có en ninguna de las clases de los objetos y una casilla de
porcentaje de reconocimiento para ese objeto. Al �nal de la tabla se presenta el porcentaje total
del reconocimiento para ese experimento.

Según los resultados obtenidos, el experimento con mejor desempeño de clasi�cación fue el
experimento 3 con un porcentaje de 77.34%. Sin embargo, se obtuvo un porcentaje de 45.33%
de falsos positivos el cual fue el valor de clasi�caciones erróneas mayor comparado a los otros
experimentos. En este experimento se utilizó la red neuronal GCS y los atributos de niveles de
grises. Además, se utilizaron para el entrenamiento 10 imágenes del objeto de diferentes vistas.
Se puede esperar que un aumento de las imágenes de entrenamiento muestre un mejor resultado.

No obstante, al comparar el desempeño dependiendo de las características consideradas pa-
ra la clasi�cación; entre los experimentos que utilizaron los histogramas de color, el que mejor
desempeño realizó fue el experimento 2 con un porcentaje de 61.136%. De este experimento
se esperaba un desempeño pobre, ya que se eligieron para el entrenamiento las 30 primeras
imágenes del objeto, a comparación del experimento 1 que utilizó 10 imágenes del objeto que
incluía diferentes vistas.



APÉNDICE C. COMPARATIVA ENTRE LAS REDES NEURONALES: GCS Y ART2 157

Tabla C.5: Parámetros utilizados en los experimentos de clasi�cación.

Número

de Expe-

rimento

Objetos

de Prueba

Imágenes

de Entre-

namiento

Imágenes

de Eva-

luación

Vector de

Entrada:

Caracte-

rísticas

Vector de

Entrada:

Tamaño

Red

Neuronal

1 30 10 61 Histograma
de color

768 GCS

2 30 30 41 Histograma
de color

768 ART 2

3 30 10 61 Histograma
de niveles
de grises

256 GCS

4 30 10 61 Histograma
de niveles
de grises

256 ART 2

Si se considera el porcentaje de clasi�cación y el porcentaje recíproco de falsos positivos, las
cali�caciones �nales para cada experimento quedarían: experimento 1 (45.16/)=55.08%, experi-
mento 2 (61.136/)=76.128%, experimento 3 (77.34/)=66.005%, experimento 4 (60.71/)=69.69%.
Lo cual cali�ca al experimento 2 como mejor resultado. En este experimento se utilizaron his-
togramas de color, 30 imágenes de entrenamiento y 41 de evaluación, con la red neuronal ART
2.
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Tabla C.6: Resultados del entrenamiento presentado en clases y correspondencia al objeto en-
trenado.

Conteo de neuronas correspondientes a los objetos
Experimento 1 Experimento 2 Experimento 3 Experimento 4

1 2 1 1 4

2 3 4 1 2

3 2 1 1 3

4 2 1 1 1

5 1 2 2 2

6 3 1 3 3

7 1 1 1 1

8 3 9 8 6

9 4 14 5 8

10 2 12 5 7

11 2 7 5 4

12 10 13 8 7

13 4 10 8 7

14 1 8 3 7

15 2 3 5 5

16 1 8 4 7

17 1 3 3 5

18 1 2 1 1

19 5 1 6 4

20 1 2 1 4

21 3 10 6 8

22 2 4 2 4

23 2 1 4 4

24 1 2 1 3

25 1 1 1 1

26 4 4 6 3

27 2 5 8 8

28 6 13 4 7

29 4 5 5 7

30 2 6 1 3

Falsos positivos 35% 8.88% 45.33% 21.33%
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1 2 3 4 5 6 7 8 9 10 11 12 13 14 15 16 17 18 19 20 21 22 23 24 25 26 27 28 29 30 n/a %

1 5 55 1 8.91
2 30 30 1 49.18
3 60 1 98.31
4 61 100
5 54 6 1 88.53
6 4 17 39 6.56
7 61 1 100
8 0 7 3 51 0
9 6 34 1 19 1 9.84
10 5 1 11 44 8.2
11 2 1 32 8 17 15 52.46
12 5 20 5 1 2 3 23 32.8
13 33 3 25 54.1
14 55 0 6 0
15 2 14 0 45 0
16 4 57 93.44
17 0 61 0
18 61 100
19 37 5 15 60.66
20 61 100
21 50 2 1 4 4 1.64
22 1 50 6 3 81.97
23 4 48 0 6 3 0
24 61 100
25 59 2 96.72
26 0 32 0
27 57 0 4 0
28 21 19 21 31.15
29 6 49 5 80.33
30 33 0 28 0

Porcentaje total del clasificador 45.16

Figura C.3: Matriz de confusión para el experimento 1.

1 2 3 4 5 6 7 8 9 10 11 12 13 14 15 16 17 18 19 20 21 22 23 24 25 26 27 28 29 30 n/a %

1 0 39 2 0
2 31 10 75.61
3 41 100
4 41 100
5 15 26 36.59
6 40 1 97.56
7 38 92.68
8 27 13 65.85
9 2 39 4.88
10 8 33 19.51
11 16 12 13 39.02
12 2 39 4.88
13 10 31 24.39
14 2 39 4.88
15 39 2 95.12
16 31 10 75.6
17 41 100
18 41 100
19 21 20 51.21
20 39 2 95.12
21 7 1 33 17.07
22 20 21 48.78
23 41 100
24 41 100
25 38 3 92.68
26 40 1 97.56
27 38 3 92.68
28 1 40 2.439
29 27 14 65.85
30 14 27 34.15

Porcentaje total del clasificador 61.136

Figura C.4: Matriz de confusión para el experimento 2.
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1 2 3 4 5 6 7 8 9 10 11 12 13 14 15 16 17 18 19 20 21 22 23 24 25 26 27 28 29 30 n/a %

1 48 5 8 78.69
2 61 100
3 60 1 98.4
4 61 100
5 61 100
6 1 45 7 4 2 1 1 74
7 61 100
8 4 17 1 4 2 1 3 5 3 8 14 28
9 1 1 47 1 1 1 6 77.05
10 10 2 48 1 78.69
11 1 7 1 41 4 3 3 67.2
12 8 3 10 18 5 1 4 1 1 7 29.51
13 2 7 10 34 1 5 55.7
14 26 1 34 55.74
15 1 2 35 3 18 57.38
16 41 8 11 67.2
17 5 3 53 87
18 56 5 91.8
19 37 5 1 60.66
20 3 1 57 93.44
21 2 52 6 85.25
22 61 100
23 1 2 3 1 54 88.52
24 61 100
25 61 100
26 45 14 73.8
27 1 2 33 2 7 54.1
28 5 2 2 5 23 11 37.7
29 4 20 2 49 80.33
30 4 8 61 100

Porcentaje total del clasificador 77.34

Figura C.5: Matriz de confusión para el experimento 3.

1 2 3 4 5 6 7 8 9 10 11 12 13 14 15 16 17 18 19 20 21 22 23 24 25 26 27 28 29 30 n/a %

1 30 1 30 49.18
2 49 12 80.32
3 46 1 14 75.41
4 61 100
5 15 1 11 80.32
6 54 1 6 88.52
7 61 100
8 25 1 1 2 1 1 30 40.98
9 19 1 41 31.15
10 15 46 24.6
11 39 1 1 1 18 63.93
12 1 22 1 37 36.06
13 25 36 41
14 18 3 2 38 29.5
15 4 36 21 59
16 4 20 1 3 33 6.56
17 25 9 35 41
18 59 2 96.72
19 9 40 12 65.58
20 60 1 98.36
21 26 35 42.62
22 17 14 30 22.95
23 3 48 10 78.69
24 61 100
25 61 100
26 61 100
27 3 21 37 34.43
28 38 23 62.3
29 4 30 27 49.18
30 14 47 22.95

Porcentaje total del clasificador 60.71

Figura C.6: Matriz de confusión para el experimento 4.
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